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Univerzitetna zalozba

B. Poz‘oim)é (%7‘) Univerze v Mariboru
ROSUS 2019 -
RacunalniSka obdelava slik in njena uporaba
v Sloveniji 2019
BOZIDAR POTOCNIK

Povzetek ROSUS 2019 — Racunalniska obdelava slik in njena
uporaba v Sloveniji 2019 je strokovna racunalniska konferenca, ki
jo od leta 2006 naprej vsako leto organizira Institut za
racunalnistvo iz Fakultete za elektrotehniko, racunalnistvo in
informatiko, Univerze v Mariboru. Konferenca povezuje
strokovnjake in raziskovalce s podrocij digitalne obdelave slik in
strojnega vida z uporabniki tega znanja, pri ¢emer uporabniki
prihajajo iz raznovrstnih industrijskih okolij, biomedicine, Sporta,
zabavni$tva in sorodnih podrodij. Zbornik konference ROSUS
2019 zdruzuje 14 strokovnih prispevkov petdesetih avtorjev, od
tega vabljeno predavanje ter 4 demonstracijske prispevke.
Prispevki podajajo najnovejse dosezke slovenskih strokovnjakov
s podrodij digitalne obdelave slik in strojnega vida, osvetljujejo pa
tudi trende in novosti na omenjenih strokovnih podro¢jih. Velik
poudarek prispevkov je na promoviranju ekonomske koristnosti
aplikacij racunalniSke obdelave slik in vida v slovenskem
prostoru. Taksne racunalniske aplikacije zaradi visoke
natan¢nosti, robustnosti in izjemnih hitrosti pri obdelovanju
informacij nudijo namre¢ nove priloznosti za uveljavitev na trgu
visokih tehnologij.

Klju¢ne besede: ¢ racunalniska obdelava slik ® strojni vid ®
biomedicina ® industrijske aplikacije ® prenos znanja ®
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Abstract ROSUS 2019 — Computer image processing and its
application in Slovenia 2019 is a professional conference that,
since 2006, has been organised every year by the Institute of
Computer Science of the Faculty of Electrical Engineering and
Computer Science, University of Maribor. The conference
connects researchers in the fields of Image Processing and
Machine Vision with users of this knowledge, whereby users are
coming from diverse industrial environments, such as
Biomedicine, Sport, Entertainment, and related fields. The
proceedings of ROSUS 2019 combines 14 scientific articles by 50
authors, including invited lecture and four demonstration articles.
Contributions represent the latest achievements of Slovenian
experts in the fields of Image Processing and Vision, and also
highlight trends and novelties in these areas. Great emphasis is
on promotion of the economic usefulness of Image Processing
and Vision applications in the Slovenian region. Namely, such
software, due to high precision, robustness, and exceptional
speed in information processing, provides new opportunities for
penetration on the high technologies market.
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Biomedicine ® industrial applications ® knowledge transfer ¢
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Spostovani!

Po trinajstih konferencah ROSUS 2006-2018 Zelimo tudi s konferenco
ROSUS 2019 nadaljevati s promoviranjem pomembnosti ekonomske koristi
racunalniske obdelave slik na podroc¢jih industrije, biomedicine in drugih
poslovnih procesov. Vezi, ki smo jih na prej$njih konferencah stkali med
raziskovalci, razvijalci, ponudniki resitev ter uporabniki racunalniske obdelave
slik v slovenskem prostoru, zelimo $e dodatno okrepiti, ob tem pa nuditi tudi
moznosti sklepanja novih sodelovanj in svetovanja pri razresevanju konkretnih

poslovnih oziroma raziskovalnih problemov.

Tudi letos namenjamo glavni poudarek aplikacijam s podrocja racunalniske
obdelave slik, ki so Ze integrirane oziroma pripravljene za integracijo v
poslovne procese. Novost letosnje konference je popoldanska sekcija z
naslovom »Globoko ucenje: Prakticni nasveti strokovnjakov«, ki smo jo
organizirali v sodelovanju s podjetjem Kolektor. Demonstrirali bomo, da
avtomatska obdelava v industriji lahko zaradi svoje natancnosti in hitrosti
prinasa velike ekonomske koristi, hkrati pa nakazali, da aplikacije racunalniske
obdelave slik nudijo nove priloznosti za uveljavitev na trgu visokih tehnologij.
Seveda ne smemo pozabiti na moznost diskusije ter predstavitev konkretnih
problemov in potreb, ki se porajajo pri uporabnikih, s katerimi bomo

racunalnisko obdelavo slik in njeno koristnost Se bolj priblizali avditoriju.

Naj sklenemo uvodne misli $e s prist¢no zahvalo Javnemu skladu Republike

Slovenije za podjetnistvo, ki je v okviru konference ROSUS 2019 predstavil



w Predgovor

zanimive finanéne instrumente za spodbujanje prenosa tehnoloskih resitev v
podjetnisko sfero. Izpostaviti zelimo $e medijska pokrovitelja revijo IRT3000
in Racunalniske novice, ki sta intenzivno promovirala konferenco ROSUS

2019 ter pomen strojnega vida v slovenskem prostoru.

Bozidar Potocnik
predsednik konference
ROSUS 2019

¥ za obdelavo
redicinskih signalov in slik
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Uporaba metod rac¢unalniSkega vida pri delu sodnega

izvedenca

BORUT BATAGELJ

Povzetek Ko sodis¢e presodi, da mu je ptri njihovi presoji
potrebna pomoc¢ strokovnjaka zaprosi sodnega izvedenca za
izdelavo mnenja glede strokovnih vprasanj. Predavatelj bo
predstavil tezave in izzive s katerimi se kot sodni izvedenec
srecuje pri svojem delu na podroc¢ju biometricnih prepoznav
obrazov in avtenti¢nosti slik. Preden lahko na sliki iz nadzorne
kamere uporabimo sistem za samodejno prepoznavo obrazov, jo
moramo z razlicnimi metodami za obdelavo slik izboljsati in
popraviti. Z metodo racunalniskega vida iz slik rekonstruiramo
3D informacije. Vcasih je treba potrditi tudi pristnost
videomateriala, za kar lahko uporabimo razlicne tehnike na
podlagi poznavanja formata zapisa in delovanja algoritmov za
obdelavo slike in videa. Ce identifikacija na osnovi obraza ni
mogoca ali je neuspe$na, lahko uporabimo tudi druge
biometri¢ne karakteristike osebe — mehke biometrike. Sodni
izvedenec za slikovno biometrijo mora razumeti in znati uporabiti
razlicne metode za obdelavo slik in razliéna orodja racunalniskega
vida. Sposoben mora biti tudi razloziti svoje ugotovitve in oceniti
verjetnost koncnega rezultata.

Klju¢ne besede: * forenzicni ekspert ¢ analiza fotografij *
avtenti¢nost posnetkov ® identifikacija oseb ® nadzorni sistem ®

NASLOV AVTORJA: dr. Borut Batagelj, visji predavatelj, Univerza v Ljubljani, Fakulteta za
racunalnistvo in informatiko, Vecna pot 113, 1000 Ljubljana, Slovenija, e-posta:
borut.batagelj@fti.uni-lj.si.

DOTI https://doi.org/10.18690/978-961-286-244-2.1 ISBN 978-961-286-244-2
Dostopno na: http://press.um.si.
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1 UVOD

Obdani smo z vizualnimi podobami, ampak za razliko od neko¢, ko smo
novico §e dodatno podkrepili s sliko ali posnetkom dogodka pa je danes ravno
nasprotno. Zaupanje v pristnost video in slikovnega materiala se je mocno
zmanjsalo. Zivimo namre¢ v svetu laznih novic. Laznih novic so posluzujejo
razlicni mediji od rumenega tiska do znanstvenih revij. Nameni so razli¢ni, od
politiéne propagande do ponarejanja dokazov na sodis¢éu [1]. Ce $e nismo
zasledili ponarejene slike smo zagotovo ze kdaj prejeli kaksno lazno

elektronsko sporocilo.

Ponarejanje je dandanes zelo enostavno. Razsirjenost naprav za zajem slik in
videa, dostopnost do programske opreme za manipulacijo, vse to nam
omogoca, da lahko ponaredimo razlicen multimedijski material |2, 3]. Naloga

digitalnih forenzikov je nazaj povrniti zaupanje.
2 MANIPULACIJA SLIK

Metode za odkrivanje ponaredkov delimo v dve skupini: aktivhe metode in
pasivne metode. Za razliko od aktivnih metod, ki od nas zahtevajo posebno
strojno ali programsko opremo za dodajanje ustreznih oznak v sliko, ali naj bo
to vodni zig ali digitalni podpis, pa pasivne metode predpostavljajo, da se je,
kljub temu, da ni vidnih sprememb na sliki spremenila statistika slike.
Spremembo statistike lahko odkrivamo s pomocjo razlicnih metod. Pasivne
metode lahko delujejo na nivoju slikovnega elementa, na nivoju formata,

izkori$cajo lastnosti kamere, fizikalne lastnosti ali geometrijske lastnosti [4].

Pri metodah na osnovi slikovnega elementa je glavni element preiskave slikovni
element. Z razlicnimi tehnikami lahko odkrijemo ali je bil kaksen del slike
kloniran ali ponovno vzorcen. Fouriereve statistike visjega reda se spremenijo,
¢e kombiniramo vec slik v novo sliko. Statistike se spremenijo tudi v primeru
povecave ali filtriranja slike. S pomo¢jo statistike lahko odkrijemo tudi ali gre
za pravo fotografijo ali racunalnisko generirano. V sliki lahko tudi odkrijemo
skrita sporo¢ila, tako imenovano steganografijo. V veliko pomo¢ pri odkrivanju
sprememb na sliki nam je tudi izgubni format jpeg. S pomocjo kvantizacijske
tabele lahko ugotovimo napravo s katero je bila slika zajeta. Na osnovi formata

lahko tudi ugotovimo, ¢e slika vsebuje razlicno kompresijo. Ker algoritem za
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stiskanje vecinoma deluje na blokih velikosti 8x8 lahko na robovih blokov
opazimo, Ce je bila slika manipulirana. Vsaka naprava pa s pomocjo svojih
algoritmov za stiskanje in lastnosti le¢, ki jih uporablja pusti na sliki dolo¢eno
sled, ki nam pomaga odkriti izvor naprave ali potrditi ali je bila slika res zajeta
z doloceno napravo ali mogoce kasneje kaj spremenjena. Tudi fizikalne
lastnosti odboja svetlobe in sencenja nam pomagajo odkriti spremembe
kompozicije na sliki ali dele, ki so bili izrezani iz drugih slik posnetimi pod
drugac¢nimi pogoiji.

Ko imamo dovolj dobre posnetke pa lahko s pomo¢jo fotogrametrije izmerimo
doloc¢ene razdalje med predmeti ali znacilkami na sliki in s tem potrdimo
avtenti¢nost ali identiteto [3]. Razlicne transformacije ali slikovni popravki
(posvetlitev, izravnava histograma, povecava kontrasta, odstranitev Suma,
odstranitev zamegljenosti, stabilizacija videa, popravek premika, korekcija lec)

nam pomagajo posnetek izboljsati, da postanejo posamezne znacilke vidnejse

(slika 1).

Slika 1: Majica obtoZenega, ki je bila zaseZena takoj po dejanju (levo), in slika majica
osebe iz posnetka nazdorne kamere, ki je bila ustrezno izboljSana (izostritev,

posvetlitev, izravnava histograma).

Zelo pomembno je, da vsak korak ki ga naredimo dokumentiramo in da vedno

delamo izboljsave na kopiji ¢im bolj originalnega posnetka ali slike.
2 IDENTIFIKACIJA OSEB

Drugi del nalog s katerimi se srecuje forenzi¢ni sodni izvedenec za slikovni
material pa je identifikacija osebe na posnetku. Ce je posnetek dovolj
kakovosten se osredoto¢imo na obrazne znacilnosti. Pri identifikaciji si lahko
pomagamo tudi z najnovejsimi programi za identifikacijo [6], vendar moramo
na koncu sami presoditi in utemeljiti katere znacilnice obraza se ujemajo,

oziroma se ne ujemajo, da osebo potrdimo ali izlo¢imo (slika 2). Pri primerjavi
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obraznih znacilnosti moramo vzeti v obzir kvaliteto posnetkov, casovno
komponento med zajetimi posnetki in pregledati morebitna kozna znamenja

ali odrgnine.

Racunalniski sistemi za identifikacijo so nam v veliko pomo¢ tudi pri iskanju
potencialnih osumljencev. Poleg opisnih znacilnosti lahko i§¢emo tudi po skici
osebe oziroma fotorobotu ali sliki iz nadzorne kamere. Med izbranimi osebami

nato lazje pois¢emo najbolj verjetno osebo (slika 2).

baza znanih oseb = ﬁ =
aviomatska roéna -
primerjava primerjava 1:1 =
neznana oseba A osumljenec
prvih N

|
1
) 1
kandidalov ro&na !
primerjava 1:N '
A ! —
H —

T P
] 1 [
[ B

«.‘% P e /I

ekspert

Slika 2: Standardni postopek prepoznave neznane osebe, kjer je klju¢no da sodeluje
ekspert za prepoznavo.

Velikokrat pa obraz osebe na posnetku ni viden ali je preslabe kvalitete
(osvetlitev, razlicen kot, oddaljenost). V tem primeru se moramo posluzevati
tudi drugih znacilnosti osebe, kot je hoja, postava, visina, oblika glave, oblika
uhljev (slika 3) [7].

Slika 3: Primera, kjer obrazne znadilnosti niso vidne ali so zakrite: ocena velikosti

osebe (levo), in viden uhelj (desno).
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3 ZAKLJUCEK

Zelo pomembno je, da sodni izvedenec pti svojem delu zna pravilno uporabiti
najnovejso tehnologijo racunalniskega vida za odkrivanje znacilnosti slike in da
zna pravilno predstaviti rezultate, ki nam jih vrnejo razlicne metode za
preverjanje avtenticnosti. Posnetek, ki je slabe kvalitete ali bil veckrat shranjen
nas lahko zavede, da je bil spremenjen, ¢eprav temu ni vedno tako. Tudi obrazi
pod razli¢nimi koti in osvetlitvami ter slabe kvalitete zaradi stiskanja lahko
izgledajo popolnoma drugacni. Znati moramo presoditi ali so vidne znacilnosti
dovolj kvalitetne in dovolj redke, da lahko z doloc¢eno gotovostjo trdimo, da

gtre za isto osebo/predmet ali da lahko osebo/predmet izlo¢imo.
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Povzetek V zadnjih letih smo prica zelo velikemu napredku na
podroc¢ju racunalniskega vida, ki predvsem na krilih globokega
ucenja dosega odlicne rezultate in v obliki raznih aplikacij in
robotskih sistemov vstopa na mnajrazlicnejsa podrocja nasega
zivljenja. V tem c¢lanku bomo osvetlili te zadnje trende in predstavili
zmogljivosti globokega ucenja na primerih prakticnih aplikacij.
Predvsem se bomo ostedotocili na probleme, ki so resljivi z uporabo
semanti¢ne segmentacije oz. njenih nadgradenj. Predstavili bomo
primere detekcije anomalij na industrijskih (pol)izdelkih, detekcije
ovir na vodni povtsini pred avtonomnim plovilom ter Stetja
predmetov oz. polipov, ki svojo funkcionalnost gradijo na
segmentacijskih  konvolucijskih globokih nevronskih mrezah.
Metodologija, osnovana na globokem ucenju, omogoca zamenjavo
paradigme razvoja aplikacij racunalniskega vida; namesto klasi¢nega
inZenirskega pristopa s snovanjem namenskih znacilnic in
algoritmov se vse bolj uveljavlja pristop, ki temelji na podatkih in
strojnem ucenju. Tak pristop vse bolj prodira tudi na podrocje
strojnega vida.
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namenom ugotavljana kako to vpliva na kon¢ni rezultat razvrscanja. Najprej
smo zaceli z izloCevanjem vzorcev zajetih pri dolocenih osvetlitvah tako, da
smo na zacetku izlocili vsako drugo osvetlitev, nato smo izlocili vsako tretjo
osvetlitev itd. Po koncanih iteracijah smo primerjali rezultate razpoznavanja
razpok pri 32, 16, 10, 8,7, 6, 5, 4, 3, 2 in 1 osvetlitvi. V tej fazi smo primerjali
rezultate pri zdruzevanju informacij vseh 13 orientacij vzorcev. V drugi fazi
ablacijske studije pa smo ob isto¢asnem zmanjSevanju stevila osvetlitev, kot
smo ga opisali, zaceli zmanjsevati tudi Stevilo orientacij vial. Na koncu smo
primerjali rezultate razpoznavanja pri 13, 7, 5, 4 in 3 orientacijah. Rezultati
ablacijske $tudije so prikazani na slikah 5, 6, 7 in 8.

Odstotek pravilno zaznanih poskodb na grin vial Qdstotek pravilno zaznane odstotnosti poskodb na grlu vial
v primeru uporabe konvencionalnih metod v primeru uporabe konvencionalnih metod

3 orientacije | 4 orientacije | 5 orientacij | 7 orientacij | 13 orientacij 3 orientacijc | 4 arientacije | 5 orientacij | 7 orientacij | 13 orientacij
1 osvetlitey 85,71 85.71 100,00 100.00 100,00 1 osvetlitev 79,17 7917 95,83 95,83 100,00
2 osvetlitvi 85,71 85,71 100.00 100,00 100,00 2 osvetlitvi 79,17 91,67 95,83 95,83 100,00
3 osvetlitve 100,00 100,00 100,00 100,00 100,00 otlitve 91,67 91,67 95,83 100,00 100,00
4 osvetlitve 100,00 100,00 100,00 100,00 100,00 otlitve 91.67 10000 | 100,00 10000 | 10000
5 asvetlitoy | 100,00 100,00 100,00 0000 | 10000 ctlitev 100,00 100,00 100,00 100,00 100,00
6 osvetlitev 100.00 100,00 100,00 100.00 100,00 otlitev 100,00 100,00 100,00 100.00 100,00
7 osvetlitev 100,00 100,00 100,00 100,00 100,00 osvetlitev 100,00 100,00 100,00 1000 | 10000
8 osvetlitey 100,00 100,00 100,00 100,00 100.00 etlitev 100,00 100,00 100,00 100.00 100.00
10 osvetlitev 100,00 100,00 100,00 100,00 100,00 10 osvetlitev 100,00 10000 | 100,00 10000 | 10000

100,00 100,00 100,00 100,00 100,00

vetlitev 100,00 100,00 100,00 100,00 100,00

100,00 100,00 100,00 100,00 100,00 32 osvetlitev 100,00 100,00 100,00 100.00 100,00

Slika 5: Rezultati ablacijske $tudije iskanja poskodb na grlu vial s pomo¢jo
konvencionalnih metod

Slika 6: Rezultati ablacijske Studije iskanja poskodb na trupu vial s pomocjo

konvencionalnih metod
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Odstotek praviluo zaznanih poskodb na griu vial Odstotek pravilno zaznane odstotnosti poskodb na griu vial

v primeru uporabe globokih konvolucijskih mrez v primeru uporabe globokih konvolucijskih mrez

3 orientacije | 4 orientacije | 5 orientacij | 7 orientacij | 13 orientacij 3 orientacije | 4 orientacije | 5 orientacij | 7 orientacij | 13 orientacij
1 osvetlitev 100,00 100,00 100,00 100,00 100,00 1 osvetlitev 100,00 [ 100,00 | 100,00 100,00 100.00
2 osvetlitvi 100,00 100,00 100,00 100,00 100,00 2 osvetlitvi 100,00 100,00 100,00 100,00 100,00
3 osvetlitve 100,00 100,00 100,00 100,00 100,00 3 osvetlitve 100,00 | 100,00 | 100,00 100,00 100,00
4 osvetlitve 100,00 100,00 100,00 100,00 100,00 4 osvetlitve 100,00 [ 100,00 | 100,00 100,00 100,00
5 osvetlitev 100,00 100,00 100,00 100,00 100,00 5 osvetlitey 100,00 I 100,00 I 100,00 100,00 100,00
6 osvetlitev 100,00 100,00 100.00 100,00 100,00 6 oswetlitev 100,00 100,00 100,00 100,00 100,00
7 osvetlitev 100,00 100,00 100,00 100,00 100,00 7 osvetlitev 100,00 100,00 100,00 100,00 100,00
8 osvetlitev 100,00 100,00 100,00 100,00 100,00 8 oswetlitev 100,00 100,00 100,00 100,00 100,00
10 oswv 100.00 100,00 100,00 100,00 100,00 10 osvetlitey 100,00 100,00 100,00 100.00 100,00
16 osvetlitey 100,00 100,00 100,00 100,00 100,00 16 osvetlitev 100,00 100,00 100,00 100,00 100,00
32 osvetlitev 100,00 100,00 100.00 100,00 100,00 82 osvetlitev 100,00 100,00 100,00 100,00 100,00

Slika 7: Rezultati ablacijske $tudije iskanja pos§kodb na grlu vial s pomoc¢jo globokih

konvolucijskih mrezZ

Odstotek pravilno zaznanih poskodb na trupu vial Odstotek pravilno zaznane odstotnosti poskodb na trupu vial
v primeru uporabe globokih kenvolucijskih mrez v pr 1 uporabe globokih konvoly h mrez
3 orientacije | 4 orientacije | 3 orientaci | T orientacij | 13 orientacj 3 orientacije | 4 orientacije | 5 orientacij | T orientacij | 13 orientaci)

L ovetlitey 8,71 8,71 100,00 10000 10000 | | Loswetltey | 10000 | 10000 | 10000 | 10000 | 10000
2 osvetlitvi 85,71 85,71 100,00 100,00 100,00 [ 0000 | 100,00 100,00 100,00 100,00
3 100,00 10000 | 100,00 100,00 100,00 10000 | 100,00 100,00 100,00 100,00
40 100,00 100,00 100,00 100,00 100,00 0000 | 100,00 100,00 100,00 100,00
5 100,00 0000 | 100,00 0000 | 10000 10000 | 100,00 100,00 100,00 100,00
[ 100,00 100,00 100,00 100,00 100,00 6 100,00 100,00 100,00 100,00 100,00
7 osvetlitev 100,00 10000 | 100,00 100,00 100,00 [7 cevetlitev 10000 | 10000 100,00 100,00 100,00
8 asvetlitev 100,00 100,00 100.00 100.00 100,00 [ 8 osvetlitev 100,00 | 100,00 100,00 100,00 100,00
10 osvetlitey 100,00 100,00 100,00 100,00 100,00 10 osvetlitev 100,00 100,00 100,00 100,00 100,00
16 osvetlitev 100,00 10000 | 100,00 100,00 100,00 16 osvetlitev 100,00 100,00 100,00 100,00 100,00
32 osvetlitev 100,00 100,00 100,00 100,00 100,00 [ 32 osvetlitev 10000 | 100,00 100,00 100,00 100,00

Slika 8: Rezultati ablacijske $tudije iskanja poskodb na trupu vial s pomocjo globokih
konvolucijskih mreZ

Ablacijska $tudija je pokazala, da so rezultati razvricanja bistveno bolj obcutljivi
na osvetlitev kot na Stevilo orientacij vial. Posledi¢no zajem zbirke lahko
optimiziramo z zajemom minimalnega potrebnega Stevila slik ene viale. Pri
ustvarjanju zbirke vzorcev lahko obdrzimo le toliko orientacij, kolikor jih je
potrebno, da s kamero zajamemo celoten plas¢ vial brez prekrivanja. Fizi¢no
rotiranje vial lahko nadomestimo tudi z ve¢jim Stevilom kamer, ki slike
zajemajo iz razlicnih kotov. Tudi $tevilo osvetlitev se lahko moc¢no zmanjsa,
vendar mora biti ta optimizacija premisljena. Po drugi strani pa je sprememba
osvetlitve pri uporabi programirljivih LED panelov zelo hitra ter ne zahteva
nobene mehanske operacije. Zato je na¢eloma mozno z dobro sinhronizacijo
kamere in krmiljenja osvetlitve zajeti razlicno osvetljene slike v zelo kratkem

casu.



56 ROSUS 2019 - RACUNALNISKA OBDELAVA SLIK IN NJENA UPORABA V SLOVENTJT 2019

6 ZAKLJUCEK

1z prilozenih rezultatov lahko zaklju¢imo, da sta obe metodi precej ucinkoviti
pri iskanju poskodb na steklu, saj sta dosegli 100% razpoznavnost
poskodovanih in neposkodovanih vial. Z ablacijsko $tudijo pa smo pokazali,
da se kljub zmanjSevanju podatkov o eni viali rezultati ne spreminjajo do
nekega kriticnega Stevila podatkov, kjer to¢nost razvricanja zacne upadati. Ta

upada hitreje pri konvencionalnih metodah kot pri uporabi nevronske mreze.

Razliko med rezultati konvencionalnih metod in rezultati konvolucijske
nevronske mreze v primeru manjsega Stevila podatkov si lahko razlagamo z
analizo filtrov obeh metod. Predlagana konvencionalna metoda ima preproste
filtre, ki se izrazito odzivajo na dolocene oblike linij z doloc¢enimi smermi,
vendar ti niso sposobni loc¢evati kompleksnejsih tekstur. V primeru globokih
mrez imamo bistveno vecje Stevilo filtrov, ki pa se spreminjajo skozi plasti
mreze. V zacetnih plasteh uporabljene konvolucijske mreze lahko opazujemo
enostavnejse filtre, ki se odzivajo na razli¢no usmerjene linije na slikah, locujejo
pa tudi barve slikovnih tock (v nasem primeru odtenke sive). V visjih plasteh
se znacilke kombinirajo, zato so filtri bolj kompleksni in se v najvisjih plasteh

naucijo odzivati na teksture, ki so specificne za objekte v ucni zbirki.
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Slika 1: Obravnavani objekt, ki ga Zelimo poiskati na zajetih oblakih tock.
2 DELOVAN]JE ALGORITMA

Algoritem je sestavljen iz dveh faz, ki jih bomo poimenovali u¢na faza in
sprotna faza. Ucna faza temelji na primerni predstavitvi oblaka tock nasega
modela, sprotna faza pa temelji na lokalizaciji tega modela v zajeti sceni.
Sprotno fazo lahko razdelimo na globalno prileganje, ki najde priblizno lokacijo
iskanega modela, in fino prileganje, ki priblizno lokacijo dodatno izboljsa. Pri
vsakem sklopu najprej na kratko opisemo teoreti¢no ozadje, nato pa e podamo

prakti¢ne napotke.
2.1 Uc¢na faza

211 Teorija

Za ucno fazo potrebujemo model v obliki oblaka tock s pripadajoc¢imi vektorji
normal za vsako tocko. Ozna¢imo tocko modela m = (x,y,2), m € M kier je M
mnozica vseh tock. Vsaka tocka ima pripadajo¢ vektor normale m. V eni
m;

iteraciji izberemo nek par ™1 in , glede na katerega izracunamo

stiridimenzionalen vektor znacilk, ki ga sestavljajo naslednje znacilke:
*  Razdalja med tockama " = lidl], = [imz = mal,,

* Kot med normalo 1. toc¢ke in vektorjem razdalje med toc¢kama
F, =,4(ny, d),

* Kot med normalo 2. tocke in vektotjem razdalje med toc¢kama
F3=2(n,,d),

+ Kot med normalama toc¢k fa = 2m,ny).
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Pridobljene znacilke so vizualno prikazane na sliki 2. Vektor znacilk je tako

predstavljen kot

F(mll mZ) = (F ,Fz, F3, F4) = (l Idl |7t 4("’1! d): 5'(n21 d)' 4(“1,712))- (1)

Slika 2: Vizualizacija pomena posameznih znacilk vektorja

Razdalja med toc¢kama se diskretizira glede na parameter dgy, koti pa glede na
dungie- S tem dobimo vektor znacilk, ki ima le kon¢no $tevilo moznih vrednosti.
Na tem vektorju izra¢unamo funkcijo zgo$cevanja (angl. hash function) in v
pripadajo¢ klju¢ v zgoscevalni tabeli (angl. bash table) shranimo trenutni par
tock. Postopek iteracije se ponovi za vsak mozen par tock. Po koncanem
postopku imamo zgoscevalno tabelo s shranjenimi pari tock. Ti pari tock se
bodo uporabili v sprotni fazi za iskanje korespondenc med pari tock na zajeti
sceni in shranjenimi pari tock modela, pridobljenimi v ucni fazi. Primer
shranjevanja dveh parov tock, ki sta si med seboj podobni po znacilkah, v isti

klju¢ zgoscevalne tabele prikazuje slika 3.

Sy /77,4
my-,
/mQ "-_ F(my,my) = F(mg,my) —=|(m1,mz), (mg, my)
ny - A'Ims
n3

Slika 3: Na levi sta prikazana dva para tock na modelu, (1, m;) in (m3, ms), ki imata
podobno razdaljo in medsebojno orientacijo normal. Njun diskreditiran klju¢ F(, ) je
torej enak, po izra¢unu zgoscevalne funkcije na kljuc¢u pa oba para shranimo v isti

prostor zgoscCevalne tabele (desno).
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2.1.2 Praksa

Najprej se posvetimo najpomembnejSemu delu, to je pridobitev ustreznega
ucnega oblaka tock, ki vsebuje nas objekt. V industrijski rabi so predmeti, ki jih
proizvajamo ponavadi v obliki razli¢cnih CAD modelov. Te lahko spremenimo
v oblak tock z orodjem, kot je npr. odprtokodni CloudCompare [7].
CloudCompare ponuja graficni vmesnik, s katerim lahko obdelujemo oblake

tock, na njih izvajamo izrezovanje, filtriranje in mnogo drugih operacij.

Bistveno je, da model sestavljajo ¢im bolj reprezentativen oblak tock, torej tak,
kot se bo pojavil tudi na sceni, zajeti s 3D senzotrjem. Zato tocke v srediscu
modela, torej take, ki s 3D senzorjem niso vidne, preslikamo na povrsino
modela ali po potrebi celo odrezemo (odstranimo). Poskrbimo tudi, da se
znebimo osamelcev. Na povrsinskih tockah nato izracunamo normalo za vsako
tocko, pazimo pa tudi, da so normale na sosednjih tockah orientirane v isto
smer in ni preskokov za 180°. Z red¢enjem oblaka $e poskrbimo, da u¢enje ne
bo predolgo trajalo. Ta postopek izvedemo samo enkrat, zato tu avtomatizacija

ni bistvenega pomena.

Parameter djy nastavimo relativho glede na obseg modela. Po navadi je
vrednost dgz = 0,03 zadostna, Pretirano manjSanje parametra za vecjo

natancénost globalnega prileganja ni smiselno, saj kasneje izvajamo $e fino

. . . . .. . 21
prileganje. Parameter diskretizacije kota nastavljamo preko dgngre = —
angle

kjer je ngngie privzet na 30. Vecanje tega parametra in posledi¢no manjsanje dg
zaradi finega prileganja ponovno nima veliko smisla, ob Sumno zajeti sceni pa

lahko ngng1 zmanjSamo na npr. 25.

V ucni fazi algoritem zahteva Se stopnjo redcenja vhodnega modela.
Priporocljivo je, da potrebno stopnjo redcenja vklju¢imo Ze v pripravo modela
in te opcije ne uporabljamo. Rado se namre¢ zgodi, da smo model ponevedoma

tako razdreddili, da ga niti sami ne bi ve¢ prepoznali.

Na$ obravnavani model smo s programom CloudCompare spremenili v oblak
tock. Nadaljnje se izkaze, da je na zajeti sceni vedno vidna le polovica modela.
Spodnjo polovico modela smo programsko odstranili, preostali del pa s

preslikanjem na povrsino preoblikovali tako, da je vseboval le povrsinske tocke.
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Izracun vektorjev normal in pravilno orientacijo je ponovno omogocal

CloudCompare. Nastali model je prikazan na sliki 4.
2.2 Sprotna faza
2.21 Teotija

Za sprotno fazo potrebujemo ze naucen model v obliki zgoscevalne tabele, ki
vsebuje pate to¢k. Obravnavamo 3D prizor, kjer se nahaja en ali ve¢ iskanih
objektov. Za ta namen podobno kot pti uéni fazi obravnavamo vse pare tock
in racunanje Stiridimenzionalnih vektorjev znacilk. Obravnavajmo sedaj
trenutno referencno tocko s, Predvidevamo, da ta tocka lezi tudi na modelu
m € M, ki smo ga uporabili v u¢ni fazi. a njeno trenutno parno tocko s;
izra¢unamo vektor znacil F(s, ).V zgoscevalni tabeli pridobimo sorodne
tocke modela m, in m; Ce tocki s,in m, transformiramo v izhodisce
koordinatnega sistema tako, da sta njuni normali poravnani v x osi, potem pa
moramo poznati le Se kot a okoli x osi, za kolikor moramo rotirani tocko s;, ,
da poravna z m; S tem dobimo vse potrebne informacije za izrac¢un
transformacijske matrike. Transformacijo iz shranjene tocke m; v trenutno

obravnavano tocko s;lahko torej zapiSemo kot

{-1}

s;=Tm; = T{s—>g}

Rx (Q)T{m—»g}min

&)

Kjer Tissgy 0znacuje transformacijsko matriko, ki tocko s, reslika v izhodisce

koordinatnega sistema, njeno normalo n, pa zarotira v smer 0si X. Tim g

naredi podobno za toc¢ko m, Postopek je graficno prikazan na sliki 5.

Slika 4: Obdelan model, primeren za u¢no fazo.
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Tm—>gmm Ts—>gsr

Slika 5: Prikaz izraCuna transformacije med paroma tock (s, s;). Tocki s,in m
preslikamo v koordinatno izhodis¢e tako, da se njuni normali ujemata z x osjo. Nato
izraCunamo $e potreben kot « za ujemanje tock s;in m; . S tem dobimo vse potrebne

informacije za izraCun transformacijske matrike 7'med dvema paroma tock.

S tem, ko iteriramo ez vse tocke s; pridobivamo torej tocke m;in kote o.. Kote
o podobno, kot v u¢ni fazi, diskretiziramo s parametrom 7. Tocka m; in
diskretiziran kot o $tejemo kot glas v akumulatorju velikost | M | X Mangle, KjeX jE
| M| stevilo vseh tock, kot je prikazano na sliki 6. Postopek je soroden
polnjenju akumulatorja pri Houghovi transformaciji. Po procesiranju vseh tock
dobimo napolnjen akumulator za trenutno referencno toc¢ko s
Transformacijsko ~ matriko izra¢unamo le za najbolj napolnjen predel
akumulatorja. Po obravnavi vseh referencnih to¢k podobne transformacijske
matrike zdruzimo, njihove glasove pa sestejemo glede na podobnost translacije
in rotacije med matrikami. Transformacijske matrike na koncu e uredimo po

pripadajo¢emu Stevilu glasov.

0[1 Oéi &nangle
my
m; +1
m|M|

Slika 6: Glede na par tock (s, 5;)v zgos$cevalni tabeli pois¢emo podobne pare tock (m,
m;). Po opisanem postopku izraCunamo $e kot « in pripadajo¢emu predelu
akumulatorja priStejemo glas Na sliki prikazan akumulator, ki mu glede na trenutni
par tock (s, s;) pois¢emo soroden par v zgoscevalni matriki (m, m;), nato pa
izraCunamo Se kot «;. Predel akumulatorja, ki ustreza m;, «; pove€amo za ena.
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Model transformiramo glede na nekaj najboljsih transformacijskih matrik. S
tem dobimo grobo oceno lokacije, ki je odvisna od parametrov diy, e in
kriterijev za zdruzevanje transformacijskih matrik. To lokacijo popravimo s
finim prileganjem z uporabo klasicnega algoritma iterativne najblizje tocke

(angl. iterative closest poind).
2.2.2 Praksa

Znova se posvetimo najpomembnejsemu delu — pridobitev kvalitetnega oblaka
tock scene. V nasprotju s pripravo modela, se tu ne moremo posluziti
grafi¢nega vmesnika, kot je CloudCompare, saj za industtijsko uporabo zelimo
avtomatiziran postopek. Tu smo sami uporabili odprtokodno knjiznico Point
Cloud Library (PCL) [6] za obdelavo oblakov tock.

Globalno prileganje najbolj zanesljivo deluje s ¢im ve¢ reprezentativnimi
tockami. Vendar pa pri prevelikem $tevilu tock kaj kmalu naletimo na omejitve
zaradi raCunske kompleksnosti. Oblak tock lahko mocno zmanjsamo z
uporabo predhodnega znanja. Z uporabo knjiznice PCL lahko glede na
predhodno znanje odrezemo zeljeno obmodje, osamelcev se znebimo s
filtriranjem tock glede na Stevilo in oddaljenost sosednjih tock, neuporabnih
ravnin pa se znebimo z algoritmom RANSAC (pri ¢emer iz prizora odrezemo
tocke, ki lezijo v dolo¢enem toleranénem pasu od ravnine). Dodatno nam
knjiznica PCL omogoca tudi racunanje vektorjev normal na zajetem oblaku
tock. Pri racunanju le-teh pazimo na njihovo orientacijo, gledati morajo iz

smeri objekta ven!

Globalno prileganje je racunsko bolj zahteven postopek kot fino prileganje.
Zato ponavadi za grobo prileganje uporabimo manj tock, kot pri finem
prileganju, saj potrebujemo le priblizno lokacijo modela. Pri finem prileganju
nam ve¢ tock koristi, saj je zanesljivost koncne dobljene pozicije s tem
natancnejsa. Funkcije za prileganje tako ponavadi zahtevajo stopnjo redcenja
zajete scene, ki se uporabi za fino prileganje, nato pa $e dodatno redcenje, ki
pa se uporabi za globalno prileganje. Kot pri pripravi modela, se tudi tu splaca
redcenje izvesti v koraku predobdelave za kar lahko prav tako uporabimo
knjiznico PCL.



M. Pernus, S. Dobrisek in ]. Pers: Poravnava 3D modelov objektov na realne 3D oblake tolk 67

Po pridobitvi transformacijskih matrik se moramo Se odloditi, katera je
»najboljSa« in katere so sploh tiste transformacijske matrike, ki dejansko
ustrezajo objektu na sceni. Pri nasem testiranju je najboljSe rezultate dajala
kriterijska funkcija, ki pove, kaksen delez tock transformiranega modela se

pokriva s tockami prizora, znotraj izbrane tolerance.

Primer prizora, zajetega s 3D senzorjem s strani podjetja Kolektor Vision je
predstavljen na sliki 7 levo. Tocke, ki pripadajo ravnini, identificiramo s
postopkom RANSAC in jih odstranimo, kar opazimo na sredinski sliki. Na
novo pridobljenem oblaku toc¢k izvedemo postopek globalnega in finega
prileganja. Rezultati prileganja za najboljse tri resitve glede na zgoraj opisano
kriterijsko funkcijo so prikazani na desni sliki (obarvana zeleno), skupaj s

prvotnim oblakom tock (bele batve).

Slika 7: Oblak tock, zajet s 3D senzorjem (levo), odstranjevanje ravnine (sredina) in
lokalizacija objekta (desno).

3 PRIMERJAVA IZVEDBE ALGORITMA V KOMERCIALNI
IN ODPRTOKODNI RAZLICICI

Omenimo naj Se nekaj razlik med razlicico algotitma iz OpenCV in
komercialno implementirano razli¢ico v orodju HALCON. Slednja ima pred
odprtokodno razlicico v OpenCV nekaj prednosti:

* omogoca shranjevanje naucenega modela, medtem ko OpenCV tega
nima implementiranega,
* v verziji OpenCV vcasih pride do napacnih rezultatov, saj je v kodi

hros¢, kjer uporabljeni kvaternioni niso normirani,
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* kriterijska funkcija deleza bliznjih tock modela v OpenCV ni
implementirana in jo moramo sprogramirati sami,
*  Ob zajetem prizoru zna HALCON izracunati normale, medtem ko

razli¢ica algoritma v OpenCV pricakuje Ze izracunane normale.

Omeniti velja $e, da obe verziji omogocata vzporedno izvajanje algoritma, tako

da ju lahko pohitrimo z nakupom boljse strojne opreme.

4

v

ZAKLJUCEK

clanku smo predstavili napotke za uporabo Drostovega algoritma za

lokalizacijo objektov v oblakih tock. Kratkim teoreticnim razlagam ozadja

delovanja so sledili prakticni nasveti nastavljanja parametrov in potrebnega

predprocesiranja za ¢im boljse delovanje. Razlago smo podpzli s primerom na

podatkih, pridobljeni s strani podjetja Kolektor Vision.
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1 UVOD

Umetna inteligenca je podrodje, ki se je zacelo razvijati v petdesetih letih
prej$njega stoletja, uporablja pa se v zelo raznolike namene. Tako pristope
umetne inteligence najdemo v medicini, v gospodarstvu, v robotiki, v

matematiki, v biometriji, . . .

V zadnjem desetletju pa se je precej razsirilo predvsem podrocje globokega
ucenja. K temu so najve¢ pripomogli precej$nji napredki v hitrosti in
sposobnosti strojne opreme, ki je na voljo. Algoritmi globokega ucenja so sicer,
vsaj v osnovni obliki, obstajali ze pred desetletji, vendar pa s takratno strojno
opremo niso bili zmozni doseci dobrih rezultatov na podrodjih, kjer se
uporabljajo danes. Globoko ucenje v zadnjih letith na mnogih problemih
dosega boljse dosezke kot katerikoli drugi pristopi. Uporablja se za prepoznavo
govora [1; 2; 3], racunalniski vid [4], procesiranje naravnega jezika [5; 6; 7], v

priporocilnih algoritmih [8], v bioinformatiki [9], . . .

V tem delu razvijemo agenta, ki se sam nauci igrati pretepasko igro. Nas agent
temelji na enem od izrednih dosezkov umetne inteligence v zadnjem desetletju:
DeepMindovem agentu AlphaZero, ki se je sam naudil igrati sah, Sogi in Go
ter v vseh treh igrah premagal dosedanje najboljse racunalniske agente razvite
za vsako od teh treh iger posebej. Tako je AlphaZero pri vseh treh igrah

dosegel nadcloveski nivo igranja.
2 PREGLED PODROCJA

Uporaba umetne inteligence za igranje racunalniskih iger je v zadnjih dveh
desetletjih eno $irsih podrocij umetne inteligence tako v industriji kot tudi v
akademskih raziskavah. V zadnjih petih letih pa se je (predvsem na akademski
strani) zacelo v ta namen uporabljati tudi globoko spodbujevalno ucenje, ki je

v umetni inteligenci relativnho mlado podrodje.

Prva uspesna implementacija globokega spodbujevalnega ucenja za igranje iger
je prisla leta 2013, ko je Googlova ekipa DeepMind globoko Q-mrezo (DQN)
naucila igrati klasi¢ne igre za Atari 2600 [10; 11].
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DQN sicer temelji na $¢ enem pomembnem dosezku. Ze leta 1995 je G.
Tesauro [12] uspesno uporabil kombinacijo spodbujevalnega ucenja in
nevronske mreze za implementacijo agenta za igranje igre backgammon. Ta
dosezek pa je za nas pomemben tudi, ker je uporabljal pristop samo-igranja, ki

ga za ucenje uporablja (med drugimi) tudi nad algoritem.

Leta 2014 je nato ckipa z michiganske univerze nadgradila DQN s tremi
pristopi drevesnega preiskovanja Monte Carlo (MCTS), ki so pomagali pri
ucenju mreze [13]. MCTS se v njihovem pristopu uporablja le za ucenje,

dejansko igranje pa potem izvaja mreza sama. Ta pristop je opazno izboljsal
rezultate DQN.

Januarja 2016 je ekipa DeepMind presenetila svet s svojim agentom AlphaGo
[14], ki je v igri Go premagal evropskega prvaka Fana Huija z rezultatom 5-0
in kasneje $e zmagovalca 18 mednarodnih naslovov Leeja Sedola z rezultatom
4-1 ter Se nekoliko kasneje takrat najmocnejse cloveske igralce z rezultatom 60-
0 [15]. Podobno kot v [13] je tudi v AlphaGo globoko spodbujevalno ucenje
zdruzeno z MCTS. Vendar pa se v AlphaGo MCTS uporablja tudi pri samem
igranju, ne le pri ucenju mreze. Za ucenje mreze so uporabili nadzorovano
ucenje na primerih potez strokovnjakov iz preteklih iger in spodbujevalno

ucenje s samo-igranjem.

Leta 2017 je DeepMind nato AlphaGo nadgradil v AlphaGo Zero [15], ki je
vse prejsnje verzije agenta AlphaGo premagal prepricljivo. Glavna razlika med
agentoma je, da se je AlphaGo Zero igro Go naudil igrati povsem brez
kakr$negakoli predznanja (razen pravil igre). Ucenje je torej v celoti realizirano
s spodbujevalnim ucenjem s samo-igranjem brez uporabe preteklih iger
cloveskih strokovnjakov. Nekaj implementacijskih razlik je tudi v MCTS, ki je
v AlphaGo Zero nekoliko poenostavljen.

Proti koncu leta 2017 pa je DeepMind svoj algoritem posplosil $e na igri $ah in
Sogi in predstavil splosnega agenta AlphaZero [16; 17]. Ta je v vsaki od teh treh
iger premagal do tedaj najboljse racunalniske igralce. V AlphaZero je dodana
moznost izenacenih izidov (in bolj splosno kakrsnihkoli izidov, ki omogocajo

tockovanje). Poleg tega se AlphaZero ne zanasa vec¢ na invariantnost igre na
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rotacije in zrcaljenje. V igri Go taka invariantnost velja, v $ahu in Sogiju (in bolj

splosno v igrah) pa ne.

Poleg dosezkov DeepMinda pa se je tudi v splosnem v zadnjih treh letih prece;
razcvetela uporaba globokega ucenja za igranje iger. Kar nekaj del na to temo
uporablja podobne pristope, kot jih je uporabila ekipa DeepMind, nekateri pa
poskusajo tudi z drugacnimi pristopi globokega ucenja. Tako najdemo npr.
uporabo DQN za igranje igre Pac-Man [18], iger za Atari 2600 [19], igre
FlappyBird [20] in Tetrisa [21]. Poskus nadgradnje AlphaGo najdemo v [22] in
v |23]. HearthBot [24] uporablja prilagodljive nevronske mreze za igranje
spletne igre s kartami Hearthstone. Prav tako v literaturi najdemo uporabo
globokega ucenja za igranje 3D dirkalnih iger [25]. Kakr$nokoli 3D okolje
predstavlja nekoliko tezji problem, saj dobimo iz okolja ve¢ dimenzij podatkov.
Za igranje 3D prvoosebne streljaske igre zato zaenkrat obstaja le nekaj delnih
agentov, ki se posvetijo posameznim problemom, ki jih agent v takem okolju
sreca, ne pa celotni igri [26; 27]. Za $e nekoliko tezje podrocje pa se izkazejo
realno-¢asovne strateske igre. Za realno-¢asovno igro Starcraft najdemo dve
deli, ki naredita nekaj korakov proti razvoju celotnega agenta z globokim
ucenjem [28; 29].

Najblizja nasemu delu pa je uporaba DQN za igranje pretepaskih iger [30].
Vendar niti to delo niti kak$no od zgoraj nastetih (z izjemo nadgradenj
AlphaGo [23; 22]) ne uporablja pristopa samo-igranja, ki ga je ekipa DeepMind
uporabila v svojih agentih Alpha [14; 15; 16]. Uporaba le-tega je torej na
podrocju pretepaskih iger novost, ki je, kolikor nam je znano, v literaturi ne

najdemo.

3 UPORABLJENO OGRODJE IN METODE

31 Ogrodje FightingICE

FightinglCE [31] je pretepaska igra, ki so jo razvili v Intelligent Computer
Entertainment (ICE) Lab., Ritsumeikan University. Razvita je bila v namen

uporabe v raziskavah in na tekmovanju FighTing Game Al Competition

(FTGAICQ), ki ga prav tako organizira ta laboratorij.
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Igralec igra enega od treh likov, ki so v igri na voljo: Zen, Garnet in Lud. Na
sliki 1 vidimo, kako igra izgleda, ve¢ informacij o poteku igre, likih in ogrodju
samem pa je na voljo na spletni strani tekmovanja [31]. Za potrebe nasega
agenta smo se osredotocili le na en lik (Zen), delo pa bi se sicer trivialno

posplosilo tudi na preostala dva lika.

55017 ROUND:1
P1 HP:400 ENERGY:0 P2 HP:400 ENERGY :0
e eS|

Slika 1: Igra FightingICE.
3.2 Simulator stanja in predprocesiranje slik

Ogrodje sicer omogoca pridobivanje slikovne informacije o trenutnem stanju,
vendar pa enake funkcionalnosti nima implementirane za simulirana prihodnja
stanja. Simulator pa nujno potrebujemo v drevesnem preiskovanju Monte
Carlo. Zato smo implementirali priblizek slikovnega simulatorja, ki je iz slike
trenutnega stanja, podatkov o trenutnem stanju in podatkov o simuliranem
stanju (pridobljenih iz vgrajenega simulatorja) naredil priblizek slike v
simuliranem stanju. To je izvedel tako, da je popravil pravokotnike, ki
predstavljajo HP in energiji likov, nato pa lika preslikal na pravi novi poziciji
(in ju pobrisal s stare).

Delovanje nasega priblizka simulatorja vidimo na sliki 2. Simulator deluje na
slikovni informaciji, ki jo dobimo iz ogrodja in jo pomanjsamo na velikost
96X64 ter pretvorimo v ¢rno-belo. Poleg tega uporabimo sivo ozadje in za
nasprotnikov lik uporabimo barvni negativ (da lahko razlikujemo lika med

sabo). Kot vidimo na sliki, simulator ni popoln, saj ne zna pravilno popraviti
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polozaja rok in nog. Za implementacijo tega bi potrebovali moznost simulacije

dejanske slikovne izvedbe akcij, tega pa ogrodje ne omogoca.

Slika 2: Delovanje nasSega simulatorja. Levo vidimo sliko trenutnega stanja (kot jo

prejme simulator), desno pa simulirano sliko prihodnjega stanja.
3.3 Nevronske mreZe

Nevronske mreze so eno najbolj razdirjenih podrocij strojnega ucenja. Za
obdelavo slik se v zadnjih letih najve¢ uporabljajo konvolucijske mreze (CNN).
Za bolj podroben pregled globokih mrez in globokega ucenja nasploh
priporocamo [32]. Nevronske mreze se vecinoma uporabljajo za nadzorovano
ucenje, kjer se ucijo iz ze znanih, oznacenih primerov. Mi pa svojo nevronsko

mrezo uc¢imo s spodbujevalnim ucenjem.

Nasa nevornska mreza dobi na vhod sliko trenutnega stanja v velikosti 96X64.
Nato sledi zacetna konvolucijska plast s konvolucijskim jedrom velikosti 7X7
in 4 plasti preostankov. Plasti preostankov so povzete iz arhitekture ResNet
[33] in so sestavljene iz 2 konvolucijskih plasti z jedrom 3X3. Mreza ima dva
izhoda: evaluacijo trenutnega stanja (ali stanje vodi v zmago ali poraz) in
strategijo (funkcijo izbire akcije lika). Kot izhod strategije imamo Se
konvolucijsko plast s konvolucijskim jedrom velikosti 1X1 in izhodno plast
velikosti 41 (toliko je vseh moznih akcij), kot izhod evaluacije stanja pa imamo
prav tako konvolucijsko plast z jedrom 1X1, nato e eno polno povezano plast
velikosti 20 in na koncu izhodno plast velikosti 1. Po posameznih plasteh se v
mrezi vedno izvede $e normalizacija in aktivacija nevronov, za preprecevanje
prekomernega prileganja pa uporabljamo tudi odpadne plasti [34]. Celotna

arhitektura mreze je prikazana na sliki 3.
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Slika 3: Arhitektura nevronske mreZe. Po konvolucijski plasti 7X7 vidimo razgrnjeno
plast preostankov, ki se potem ponovi Se nekajkrat. Zaradi preglednosti so izpusCene

normalizacijske, aktivacijske in odpadne plasti.

3.4 Drevesno preiskovanje Monte Carlo

Drevesno preiskovanje Monte Catlo (MCTS) je hevristicen preiskovalni
algoritem. V osnovni obliki se uporablja za igranje iger za 2 igralca, kjer igralca
igrata eden proti drugemu. Bolj podroben opis razliénih izvedb MCTS je na
voljo v [35]. V nasem algoritmu MCTS uporabljamo za izboljsanje strategije.

3.5 Kong¢ni algoritem FighterZero

Nas algoritem FighterZero temelji na algoritmu AlphaZero [106], ki ga je za Sah,
s$ogi in Go implementirala Googlova ekipa DeepMind. U¢i se s samo-igranjem
(igranjem sam proti sebi). Koda nasega agenta in popravljenega ogrodja

FightingICE je na voljo na spletnem repozitoriju [36].

Mreza z izhodom strategije napoveduje trenutno strategijo. To strategijo nato
izboljsamo z MCTS. Izbolj$ano strategijo uporabimo za nemudnno izbiro
poteze, si jo pa tudi zapomnimo (skupaj s trenutnim stanjem) za nadaljnje
ucenje mreze. Na tak nacin igro igramo bolje, kot bi jo igrala mreza sama (saj
si pomagamo z MCTS), obenem pa se izhod strategije u¢i napovedovanja
vedno boljse strategije. Na koncu vsake igre pa poleg shranjenih podatkov o

stanjih (in napovedih strategije) shranimo $e nagrade glede na izid igre (en
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igralec je zmagal, drugi izgubil) in s temi podatki u¢imo na mrezi $e izhod
evaluacije stanja. Ta postopek nato ponavljamo — mi smo za ucenje odigrali
1000 iger.

3.6 Metodologija testiranja

Za testiranje smo nasa agenta pognali proti trem nasprotnikom, ki so na voljo
na spletni strani ogrodja FightingICE [31]. V narascajocem vrstnem redu glede

na tezavnost so to bili:

1. KickAl je najpreprostejsi agent, ki izvaja akcijo breanja ne glede
na situacijo.

2. MectsAi je agent, ki, prav tako kot nasa dva, temelji na
drevesnem preiskovanju Monte Carlo, vendar pa ne uporablja
strojnega ucenja. Ta agent je uradni primerjalni agent
tekmovanja in se tudi uporablja kot nasprotnik v njihovem
hitrostnem tekmovanju (angl. speedrunning competition).

3. GigaThunder je zmagovalec tekmovanja FTGAIC iz leta 2017.
Je precej bolj kompleksen in za vsakega od likov uporablja
drugac¢na pravila obnasanja. Prav tako si pomaga z drevesnim
preiskovanjem Monte Carlo, ima pa se mnogo drugih pravil
oblike ¢e-potem, po katerih se ravna. Ne uporablja pa nobenih

bolj naprednih metod strojnega ucenja.

Vsaka tekma je bila sestavljena iz 9 iger po 3 runde. Vsaka runda je pri tem
trajala 60 sekund, oziroma dokler eden od likov ni izgubil vseh tock zdravja
(HP). Oba lika sta vsako rundo zacela s 400 HP. Za izgubljeno igro agent ni
prejel nobene tocke, za zmago je prejel tocko, za morebiten neodlocen izid pa
0,5 tocke.

4 REZULTATI
V tabeli 1 so izidi, ki sta jih nasa dva agenta dosegla pri igranju proti agentom

iz ogrodja in s tekmovanja. Izid oblike x-y pomeni, da je na$ agent dosegel x

tock, nasprotnik pa y.
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Tabela 1: Rezultati nasega agenta proti testnim agentom.

KickAl MectsAi GigaThunder

8,5-05 0-9 0-9

Rezultati so bili dokaj neuspesni — agent je zmagal le proti najosnovnejSemu
nasprotniku. Za glavno tezavo se je izkazal kratek ¢asovni interval, ki ga je agent
imel na voljo za posamezno izbiro akcije (16ms za vsako potezo — za
primerjavo, AlphaZero je imel 60 sekund na potezo). Poleg tega se je prece;j
¢asa izgubilo tudi pri uporabi ovojnice Py4J, ki jo za Pythonov vmesnik
uporablja ogrodje FightinglCE. Kljub $tevilnim poskusom optimizacije
algoritma (s katerimi smo ga pospesili za red 10X) drevesno preiskovanje ni

izvedlo dovolj simulacij na vsakem koraku izbire akcije.
5 ZAKLJUCEK

V tem delu smo pregledali pristope, ki so se do sedaj uporabljali za globoko
ucenje v igrah. Nato smo predstavili ogrodje FightingICE in dodatke, ki smo
jih v ogrodje implementirali. Predstavili smo nevronske mreze in drevesno

preiskovanje Monte Catlo in opisali, kako se zdruzita v celoto.

Implementirali smo samo-igralnega ucljivega agenta za pretepasko igro
FightinglCE. Pri tem smo uporabili pristop, ki je temeljil na algoritmu
AlphaZero, ki ga je za igranje iger na igralni deski razvila Googlova ekipa
DeepMind. Nas agent je sicer deloval in se je ucil, vendar pa se je kratka
casovna doba odlocanja (16 ms) izkazala za problemati¢no, $e posebej ob
tezavah, ki so nastale pri uporabi ovojnice Py4]. Tako je agent izvajal premalo
simulacij MCTS, kar je onemogocilo tako dobro ucenje kot tudi dobro igranje
igre.

Implementacija torej lahko sluzi kot osnova za samo-igralnega ucljivega agenta
za pretepaske igre, vendar pa v trenutnem stanju v tem ogrodju ni primerna za
tekmovanje. Nadgradnja ogrodja z uporabo boljse pythonske ovojnice ali pa

prevedba agenta v programski jezik Java (in uporaba temu primernih knjiznic
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za globoko ucenje) pa bi ga lahko pripravila do precej boljsega delovanja in

morda celo do zmage proti najboljsim agentom tekmovanja.
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1 INTRODUCTION

Determining identity of individual has become very important in our society.
Using biometric traits to recognize people is becoming more and more
important. Fingerprints are a great candidate as a biometric modality and can
be represented as entire images, finger ridges or features derived from ridges
(minutiae) [1]. They are believed to be unique and they do not change over time
significantly [2]. However, fingerprint patterns are usually captured by using a

dedicated capacitive or optical sensors [3].

In this paper we test possibility of fingerprint identification based on
fingerprints acquired by photographing fingers with regular smart phone
camera. First we test the possibility of identification based on contactless
images of fingerprints. For matching we used an algorithm designed to match
regular contact based fingerprints. We created our own database of fingerprint
images acquired by smart phone camera and tested performance of
identification on it. Then we designed simple mobile application that enables
user to enrol in the system and then perform identification by taking pictures
of his fingerprints with the smart phone’s camera.

Fingerprint identification systems typically use contact based imaging sensor
that operates in a controlled environment. Those systems usually have problem
with partial or degraded images due to improper placement of finger, dirt or
deformation of finger. One approach to solving these problems is using
contactless identification. However, human fingers are curved 3D surfaces and
therefore the images can vary with angle and illumination. Presentation of

finger also depends on distance from camera and quality of focus [4].
2 FINGERPRINT MATCHING

We used SourceAFIS library for comparing fingerprints. SourceAFIS is an
open source library implemented in Java and .NET. The algorithm is based on
minutiae, which are basically ridge endings and bifurcations with associated
direction angle. Algorithm stores minutia points in template, which we later
use to compare fingerprints. Algorithm also uses edges which are lines

connecting two minutia points (Fig. 2).
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Figure 1: Visualization of edges. Red points are minutiae. Color of edge is determined

by length and angles, similar edges have similar colors [6].

Each edge has three properties: length and two angles inherited from its
minutia. These three properties are useful as they do not change when edge is
moved or rotated. Algorithm then tries to find at least one edge shared by two
fingerprints and this edge is the root pair. From the root pair algorithm then
follows edges outside and builds pairing consisting of paired minutia and edges.
At the end algorithm counts matched features and scores them on how closely
they match and this gives us the final score of matching between two
fingerprints [6]. For Android mobile application we used Android port of
SourceAFIS library [7].

3 FINGERPRINT DATABASE

For evaluation of contactless fingerprint identification, we used our own
database of fingerprints captured with camera on smart phone. We used
Huawei P10 Lite mobile phone with a 12MP camera with F/2.2 aperture; phase
detection autofocus and a single LED flash [5]. Our database of fingerprints
includes fingerprints of 8 test subjects. We took pictures of 5 different fingers
for each test subject and for every finger we took 6 individual pictures of
fingerprints (Fig. 1). In total, our database consists of 240 (8 X 5 X 0)
contactless fingerprints. All images for one finger were taken within one hour
in good lightening from the minimum distance that allowed good focus on
fingerprint area and with flash on. We decided to use flash as it reveals
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fingerprint better as ridges reflect light very well. Information about finger’s
identity and sequence number (1 to 0) is stored in the name of the image.

] e
- =
b S

Figure 2: Example of one finger sample in our database. Each finger is represented

1.

with 6 images of fingerprints.

4 IDENTIFICATION EVALUATION

To test possibility of using contactless fingerprints acquired with smart phone’s
camera we performed evaluation of identification on our database of
contactless fingerprint images. First, we preprocess the database (Fig. 3) by
manually rotating images of finger so they are all oriented the same (finger
pointing to the top of the image) and cropping images so they only contain
fingertips with fingerprints and the background is minimized. Then we
transformed all images to grayscale and used Contrast Limited Adaptive
Histogram Equalization (CLAHE) [8] to enhance the contrast on images that

may be blurred because of poor focus or movement while capturing them.

F

Figure 3: Preprocessing pipline. We start with original image taken with smart phone’s
camera (a), which is then cropped and rotated (b), coverted to grayscale and finally
contrast is enhanced (c).
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We designed the experiment to evaluate performance of identification using
SourceAFIS [6] library on our database of contactless fingerprints. We decided
to use equal error rate (EER) as measure of performance. EER is the point
where false match rate (FMR) and false non-match rate I’™NMR) are equal. The
lower the EER is the better the system is. The experiment consists of two
stages. In the first stage, we prepare templates for all fingerprints in database
using SourceAFIS [6] library (Fig. 4).

Figure 4: Example of minutiae points detected on an image from our contactless
fingerprint database with SourceAFIS [6] library. Green points are endings and blue
bifurcations.

We mark each template with identification number of the finger and number
of sample, so we can prevent comparing the template with itself and we can
easily determine if identification was successful. In second stage we run test
sequence of comparing each sample with the rest of samples. This way we get
28.680 comparisons of fingerprints and the scores of those comparisons
returned by SourceAFIS [6] algorithm. Then we compare the scores to
different values of threshold and if the score is larger than given threshold, we
mark this comparison as match. Because we know if the two templates actually
belong to the same finger, we can calculate FMR and FNMR for every value
of threshold. To determine the value of threshold where EER point is, we
search for value of threshold where the difference between FMR and FNMR
is the smallest or equal to 0.
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FRInger FRInger

Username: | Test Subject L3 Authenticated [fi 1.-”:'rLJ‘:igeL':'. L3

Score: 2
Nr. of templates: 0

ADD TEMPLATE | | AUTHENTICATION AUTHENTICATE || ENROLLMENT .

Figure 5. Two modes of mobile application. On the left is enrollment mode and on the
right identification mode. White rectangle on the center of screen shows which area

will be used to generate template.

5 MOBILE APPLICATION

The main idea of this assignment was to test if mobile phone can be used as an
identification system based on contactless fingerprint images taken with
unmodified mobile phone’s camera. To test this we developed a simple
Android application (Fig. 5) that uses Android port of Source AFIS [7] library

for fingerprint comparison and mobile phone’s camera to acquire fingerprints.

The application consists of two modes of operation. In the first mode user can
add new templates to the database. To add a template user specifies template
name and then captures his fingerprint using mobile phone’s camera.
Extraction of fingerprint from the captured image is implemented by extracting
central area of the image, defined by rectangle display on preview screen, so
the user can position his finger properly and view quality of focus and
lightening. This cropped image of fingerprint is then used to generate template
with SourceAFIS [7] library. We did not use any enhancement of acquired
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images. Templates are stored on the mobile phone in JSON files and there is
no need for storing fingerprints as raw images. Information about identity of
the template is stored in the name of template. When templates are added to
the database user can try to identify in second mode, where the process of
acquiring fingerprint is the same, but now the template extracted from the
image is compared to the templates in database. The best matching score is
compared to predefined threshold and if the score is larger the identity of
matched fingerprint is displayed, otherwise the error is displayed.

6 RESULTS

The results of performance evaluation of SourceAFIS [2] fingerprint matching
algorithm on our database of contactless fingerprints are quite promising.
Initial result of matching contactless fingerprints using images that are only
cropped and rotated was EER of 27.5%. We managed to improve this result
by using histogram equalization and achieved EER of 13.81%. Interestingly
performance of only grayscale images was worse than using just cropped and
rotated images with EER of 42.31%. What is also promising is the fact that
FNMR is raising slowly as we are increasing threshold, while FMR drops very

fast to 0, as shown in Figure 6.

Genuine Imposter

PR
FNMR

Accepted 40 0

Rate

Rejected 10 50

Figure 6. Graph showing changes of FMR and Figure 7. Confusion matrix for
FNMR with different thresholds. Vertical blue authentication test with mobile
line shows where the EER point is. application.

This is important when considering applications of this system as we can
ensure imposters cannot enter our system while still keeping rate of rejected
genuine users low. The second test we performed was used to determine if our
mobile application could be used as an authentication device. For test we added

5 templates of the same finger to the database representing genuine user. Then
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we performed 100 authentication attempts with our mobile app. 50 attempts
were with the genuine finger used to generate templates and 50 attempts with
imposter fingers. We achieved sensitivity of 80% and specificity of 100% (Fig.
7). Although the number of performed attempts of authentication and range
of imposter fingers are not very large we can still say that the application
performed well. Because the threshold was set to 35 which is in the area where
FMR was equal to 0, when we tested performance of SourceAFIS [2] on our
database, our application successfully rejected all imposters. This high
threshold meant that some genuine attempts will be rejected but only 20%,
which is acceptable as another attempt can be performed in seconds and this

one will probably succeed.
7 CONCLUSION

In this work we showed that using regular camera on mobile phone for
fingerprint identification is viable. We created our own contactless fingerprint
database consisting of 240 fingerprints and used it to test algorithm designed
to compare regular contact-based fingerprints. Our test show that EER of
13.81% can be obtained using cropped images and enhanced contrast. To
prove possibility of contactless fingerprint identification with mobile phone we
developed our Android application. Application was tested with 50 imposter
authentications and all of them were rejected, with false rejection rate of 20%.
We also noticed that match scores with genuine fingerprints were much higher
than the threshold, so the threshold could be even raised to prevent any false
acceptance. However, the performance of the mobile application depends on
the quality of templates generated when enrolling user. One possible
improvement of the application is to check the quality of template when
enrolling and reject bad templates. Current implementation of the application
also uses auto-focus which does not work well sometimes, especially when the
background is complex. With all these improvements, we argue that mobile
phones could soon be used as mobile contactless fingerprint authentication

devices.
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1 UVOD

Nepreglednost nad osebnimi finan¢nimi sredstvi je problem s katerim se sooca
veliko $tevilo ljudi. Tudi sam se véasih sprasujem kam so §la moja sredstva v
preteklem mesecu, na katerih podrocjih bi lahko prihranil nekaj denarja in
kakSen je moj finan¢ni napredek glede na pretekla obdobja. Aplikacij, ki
odgovarjajo na tak$na vprasanja je na trgu zelo veliko, vendar velika vecina le
teh nima storitve, ki bi uporabnika nekoliko razbremenile pri vnosu podatkov
v aplikacijo [1, 2, 3]. Zato smo se odlocili, da v sklopu diplomske naloge
razvijemo mobilno aplikacijo, katere glavna prednost bi bila avtomatiziran vnos

rac¢unov v podatkovno bazo.
2 POSTOPEK ISKANJA PODATKOV NA RACUNU

Uporabnik s pomocjo aplikacije zajame sliko racuna iz katere je potrebno
izlus¢iti podatke, ki jih zelimo evidentirati. V prvem koraku je torej potrebna
opti¢na prepoznava znakov. Odlocili smo se za uporabo knjiznice Google
Mobile Vision, ki poleg OCR omogoca se prepoznavanje obrazov, bar/QR
kod, ter objektov na slikah in videih [4].

2.1 Delovanje Google Mobile Vision knjiZnice

Kot rezultat obdelave slike nam knjiznica vrne polje objektov tipa TextBlock,
v katerem posamezen element predstavlja odstavek oziroma smiselno
zdruzeno komponento prebranega teksta. Ta komponenta je razdeljena na
pod-komponente enakega tipa, ki predstavljajo vrstice. Virstice so nato
razdeljene na besede, ki predstavljajo najnizji nivo prebranih komponent. Vsak
objekt v hierarhiji zajema tudi podatke o poziciji na zajeti sliki, in sicer odmik
od levega, desnega, zgornjega in spodnjega roba. Zaznane komponente so

razvidne na sliki 1.
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Slika 1: Rezultat knjiZnice za opti¢no prepoznavo znakov

Iz racuna zelimo razbrati konc¢ni znesek, datum izdaje racuna, naziv podjetja,
ki je izdalo racun, morebitno lokacijo (kje je bil racun izdan), ter v katero
kategorijo lahko umestimo racun. Za vsakega od podatkov smo kreirali razred
z implementacijo metode, ki prejme objekt tipa TextBlock. Vsak razred s
pomodjo te metode v prejetih podatkih is¢e enega od nastetih atributov racuna.
Tekstovne bloke najprej sortiramo, tako da si sledijo od zgoraj navzdol in od
desne proti levi, ter se skozi njih sprehodimo v zanki, v kateri potem vsaki
instanci razreda, ki je zadolzena za iskanje specificnega podatka v tekstu

podamo tekstovni blok.
2.2 Algoritmi za iskanje podatkov na rac¢unu

Prebran tekst iz racuna velikokrat vsebuje napake, saj so si dolo¢eni znaki med
seboj preve¢ podobni. Klju¢no je, da te napake ne vplivajo na pravilnost
algoritma za iskanje podatka med prebranim tekstom. Iz OCR-ja pogosto
dobimo Z (¢tko) namesto 7 (Stevilo), O (¢rko) namesto 0 (Stevilo), presledek
med dvema znakoma, ¢eprav ga dejansko ni, in tako naprej. Tak$ne napake
poskusamo zaznati in odpraviti predno se lotimo iskanja podatka, in sicer tako,

da v primeru zaznane napake znak zamenjamo z znakom iz podmnozice na
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katero je omejen iskan podatek. Tabelo za mapiranje znakov smo sestavili

ro¢no, glede na statistiko napacno prebranih znakov.
2.2.1 Znesek

Prvi korak v iskanju zneska je, da izlo¢imo vrstice, ki ne vsebujejo nobenega
kandidata za znesek oziroma nobenega decimalnega $tevila. To lahko storimo
s pomodjo regularnih izrazov. V drugem koraku iz preostalih vrstic izlo¢imo
besede za katere vemo, da ne ustrezajo formatu iskanega podatka. Tako med
kandidati za kon¢ni znesek ostanejo samo zneski posameznih izdelkov na
racunu, konéni znesek, znesek placila, znesek vracila in tako naprej. Glede na
to, da se koncni znesek obic¢ajno nahaja pod zneski posameznih izdelkov, ki so
poravnani na desni rob racuna, si lahko pri iskanju konénega zneska pomagamo
s koordinatami, ki nam jih vrne knjiznica OCR. Zneske, ki imajo priblizno enak
odmik od desnega roba spravimo v skupen seznam. Tako dobimo sezname
zneskov, ki v bistvu predstavljajo stolpce. Potencialne cene izdelkov v stolpcu
sestejemo in sestevek primerjamo s potencialnim konénim zneskom. Algoritem
je slede¢: Ce je element na n-tem mestu konéni znesek, potem velja da je
seStevek elementov na mestih n-1, n-2, n-x enak elementu na n-tem mestu. V
primeru, ko v ve¢ kot enem stolpcu pridemo do tak$nega rezultata, vzamemo

najvecjega od potencialnih koncnih zneskov.
2.2.2 Datum

Formati v katerih se lahko pojavi datum so prikazani v tabeli 1.

Tabela 1: Primeri razli¢nih formatov datuma, ki se lahko pojavi na raCunu

DD.MM.YYYY DD-MM-YYYY DD/MM/YYYY
YYYY.MM.DD YYYY-MM-DD YYYY/MM/DD
DD.MM.YY DD-MM-YY DD/MM/YY
YY.MM.DD YY-MM-DD YY/MM/DD

Formati datumov imajo razlicna locila med komponentami. Za lazje
procesiranje jih poenotimo tako, da zamenjamo vse pojavitve znakov minus (—
) in posevnic (/) s piko (). S tem smo §tevilo moznih formatov zmanjsali na 4.

Z zanko se nato sprehodimo cez vse komponente na najnizjem nivoju (besede)
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in preverimo e se trenutna beseda ujema s katerim od moznih formatov. V
primeru, da se kandidat ujema s formatom, ki predpisuje okrajsano letnico,
ocenimo kater del predstavlja letnico, ter jo zamenjamo. Med najdenimi datumi

v tekstu vedno izberemo datum, ki je najbliZji trenutnemu datumu.
2.2.3 Izdajatelj ra¢una

Izdajatelj racuna se obicajno nahaja nekje pri vrhu racuna. Vzamemo prvi
tekstovni blok na racunu in se z zanko sprehodimo ¢ez besede v bloku. Ce se
beseda ujema s katerim koli podjetiem v bazi podatkov, zakljucimo
procesiranje in vtnemo najdeno podjetje. V nasprotnem primetru

predvidevamo, da je naziv prva vrstica v tekstovnem bloku.
2.2.4 Lokacija izdaje raCuna

V prvem koraku iskanja lokacije zmanjsamo nabor kandidatov, tako da
izlo¢imo vse vistice, ki ne vsebujejo potencialnega imena ulice in hi$ne Stevilke
(zaporedje ve¢ abecednih znakov, presledek in pozitivno stevilo z morebitno
pripono, ki oznacuje deljeni naslov). Zapise filtriramo z regularnim izrazom.
Drugi korak je validacija kandidatov, ki ustrezajo nasemu filtru. Naslov namrec¢
ni zapisan v nekaksnem unikatnem formatu, saj je to le neko zaporedje besed
in stevilk, ki nam brez predhodnega znanja ne pove veliko. Na izgled enak zapis
(na primer: Miza 108, Natakar 1) lahko aplikaciji izgleda kot legitimen naslov,
vendar to ni. Za validacijo smo uporabili Googlovo spletno storitev,
Geocoding API [5]. Dostopna je preko HTTP protokola, z metodo GET. Za
vsak potencialen naslov posljemo zahtevek do storitve, ki nam vrne seznam
formatiranih naslovov, ki ustrezajo nasemu iskanju. Ce je seznam prazen,
pomeni, da tekst, ki smo ga poslali ni veljaven naslov. Ce na ra¢unu najdemo
ve¢ veljavnih naslovov izberemo prvega, ki Se ni bil popravljen s strani

uporabnika, po zaklju¢enem skeniranju racuna.
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2.2.5 Kategorija

Kategorijo v katero bi uporabnik umestil skenirani racun, ocenimo glede na
podatek o izdajatelju racuna. Algoritem poisce vse kategorije, ki so do trenutka
skeniranja bile povezane na izdajatelja racuna, ter vzame tisto, s katero je bil
izdajatelj povezan najveckrat. Ce izdajatelja $e ni v bazi podatkov, mora za

kategorijo poskrbeti uporabnik.
2.3 Ucinkovitost reSitve

Pri testiranju algoritmov smo uporabili 50 racunov, ki med razvojem aplikacije
niso bili uporabljeni v namen prilagajanja skeniranja. Testiranje je bilo izvedeno
tako, da smo slike vseh 50 racunov skenirali s pomocjo aplikacije, ter si shranili

rezultate, katerih pravilnost smo preverjali ro¢no.

Konéni znesek racuna je bil pravilno prebran v 80 odstotkih (40 racunov),
datum izdaje v 84 odstotkih (42 rac¢unov), izdajatelj racuna v 88 odstotkih (44
racunov), lokacija oziroma naslov na katerem je bil rac¢un izdan v 52 odstotkih
(26 racunov), pri kategoriji pa je odstotek pravilnosti znasal le 8 odstotkov (4
racuni). Tukaj velja pripomniti da je umesc¢anje racuna v kategorijo odvisno od
obstojecih podatkov v bazi, pravilnost prikazanega podatka pa je subjektivno
mnenje posameznika. Dokaj nizek odstotek pravilnosti lokacije izdaje racuna,
pa je posledica dejstva, da se na racunu v doloc¢enih primerih nahajata naslov
podjetja in naslov prodajne enote na kateri je bil racun izdan, saj je 50 odstotkov
napacno prebranih naslovov, posledica ravno tega, da je aplikacija namesto
naslova prodajne enote, izbrala naslov podjetja. Slika 2 prikazuje graf

uspesnosti skeniranja po postavkah racuna.
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Izdajatelj ratuna (88%)
Datum izdaje (84%)
Konéni znesek (80%)
Naslov (52%)

Kategorija (8%)
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Slika 2: U¢inkovitost algoritmov skeniranja ra¢unov po atributih

Z wuporabo aplikacije je predvideno tudi povecanje odstotka uspesnosti
skeniranja racunov, saj je uspes$nost iskanja nekaterih elementov racuna

odvisna tudi od obstojec¢ih podatkov v bazi.
3 ZAKLJUCEK

Skeniranje racuna s pomocjo tehnologije OCR je proces, katerega ucinkovitost
skorajda ne more biti sto odstotna. Glavni razlog za to je, da izdan ra¢un nima
nekega predpisanega formata na katerega bi se algoritmi za iskanje podatkov
lahko zanagali. Za izboljsavo ucinkovitosti skeniranja bi bilo potrebno zgraditi
obcutno vecjo bazo testnih primerov, kot smo jo uporabljali pri izdelavi
aplikacije, ki bi sluzila za prilagajanje algoritmov iskanja podatkov na racunih.
Bazo testnih racunov bi lahko nadgrajevali uporabniki aplikacije, tako da bi
opcijsko posiljali podatke povezane s skeniranjem racuna s pomocjo katerih bi
potem lahko tudi izboljsali storitev.
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1 INTRODUCTION

Image based biometric subject recognition has always been an active research
topic in computer vision field. During the years, several physical metrics (face,
iris...) and feature extractor algorithms have been explored. The present work
is focused on ear recognition, a promising topic that still has several research

issues unsolved.

According to [1], feature extraction, used for ear recognition, can be divided
into four different categories: geometric, holistic, local and hybrid. In this paper
local methods have been addressed. They ate based on the principle of
evaluating the whole ear texture without looking for specific points or shapes.
Because of that, it is interesting to address if different ear parts have different

influence on recognition performance of these extractors.

This information is especially useful when facing one of the most typical issues:
occlusion. In some cases, clear images of ears cannot be acquired and
recognition must be performed only on ears occluded by hair, glasses or
carrings. Furthermore, depending on the occluded ear part recognition systems
could suffer different performance degradation rates. Thus, it is important to
investigate if these differences actually exist and if so, how big they are for each

feature extractot.

Despite helping to better overcome occlusion it is also interesting to address if
this performance asymmetry between different ear parts could be somehow

exploited to improve recognition rates when whole ear images are available.
2 SUBDIVIDED EAR RECOGNITION

We perform recognition using two different subdivision approaches: up-down
and internal-externa. For internal-external subdivision the whole dataset has
been first divided into left-right images. The idea is to simulate separately up-
down and external-internal parts of left and right ears and look for asymmetries

in the performance.
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In order to get an overall and consistent picture of the topic, simulations have
been carried out using several feature extractors. The following ones have been
tested: Local Binary Patterns (LBP) [2] , Binarized Statistical Image Features
(BSIF) [3],[4] Local Phase Quantization (LPQ) [5], Rotation Invariant LPQ
(RLPQ) [6], Patterns of Oriented Edge Magnitudes (POEM) [7], Histogram of
Oriented Gradients (HOG) [8],[9] and Dense Scale Invariant Feature
Transform (DSIFT) [10]. All of them are already implemented in AWE
toolbox and belong to local approach category.

For score level fusion distances from different parts of the ear have been
combined based on a simple weighted averaging (1) where o defines the
averaging weight and goes from 0 to 1.

deomp = ady + (1 — a)d, 1)

3 RESULTS

To obtain partial ear images for the experiments, we used AWE dataset. It
contains 1000 images of 100 subjects that have been subdivided following the
criteria shown in Figure 1. Identification results based on the AWE dataset and

ear division is described in the continuation of this section.

100 120 140 gl

Figure 1: Ear subdivision approaches.
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3.1 Up-Down comparison

For up-down comparison Protocol 2 of AWE toolbox has been used. A
previously defined distribution of a train set of 600 images has been used to
test the performance of each algorithm based on 5 K-Fold and chi square

distance.

Obtained Rank-1 absolute and degradation values are displayed in Table 1. The
Gap column shows the difference between upper and down parts. At the same
time, Cumulative Match Characteristic (CMC) curves are plotted in Figure 2.

Table 1: Rank-1 values for Up-Down comparison

DATASET AWE Up Deg. Down Deg. | Gap
LBP 43,6 £7.2 36.34£5.0 7.3 34.7+7.5 8.9 +1.6
BSIF 48.5+6.9 429435 5.6 36.849.4 11.7 | +6.1
LPQ 43.3+£7.7 39.245.1 4.1 32.449.0 109 | +6.8
RILPQ 43.5+£9.3 36.2+5.1 7.3 31.2+£74 123 | +5.0
POEM 49.0+6.9 40.1+£5.7 8.9 36.4+£7.9 126 | +3.7

HOG 43.5+£8.0 30.9+3.3 12.6 34.0+8.0 9.5 -3.1
DSIFT 43.6+8.5 34.146.1 9.5 33.9+13.5 9.7 +0.2

It is clear that, for most of the algorithms, upper part of the ear has a higher
influence in successful recognition. HOG and DSIFT are the only descriptors
where upper part is equal or worse than down part. Especially for HOG, the
performance degradation for both up and down parts is highly noticeable.



D. Romero, M. Viitek, B. Meden, P. Peer & 7. Emersié Subdivided Ear Recognition 103

BSIF RILPQ

\
o
g &

Recognition Rate
Recognition Rate
e o o
e 2

@

o
Y

o
IS
s
o
=]
&
e
o
o
-
B
B
E]
&

o
@

Undivided
. W
— — ~Down

o o

E =
\

2

9
Q

4
&
<

Recognition Rate
Recognition Rate

o
IS
~

0.3

Figure 2: CMC curves for Up-Down comparison

On the other hand, for BSIF, LPQ and RILPQ) obtained upper part curves are
surprisingly close to ones with the whole ear.

31 External-Internal comparison

In this case, internal and external parts of left and right ears have been
separately tested following AWE Protocol 1. Thus, the entire datasets have
been tested with a random distribution, 5 K-Fold evaluation and chi square
distance. Obtained Rank-1 results for both left and right ears are shown in
Tables 2 and 3 respectively.

Table 2: Rank-1 values for Left Internal-External comparison

DATASET Left Left Int. Deg. Left Ext. Deg. | Gap
LBP 57.1+6.3 55.0+7.1 2.1 42.9+4.0 142 | +12.1
BSIF 59.4+6.9 62.7+£6.8 -3.3 44.4+4.6 15.0 | +18.3
LPQ 58.2+6.0 54.0+6.8 4.2 38.6+4.9 196 | +15.4

RILPQ 56.7+6.5 47.245.8 9.5 40.6+5.3 16.1 +6.6
POEM 62.7+4.5 47.7+6.4 15.0 43 546.3 19.2 +4.2
HOG 57.9+5.3 41.745.0 16.2 41.9+4.8 16.0 -0.2
DSIFT 56.9+5.2 51.7+6.9 5.2 44 442 8 12.5 +7.3
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According to the results, internal part appears to be more relevant than external
part. All extractors have achieved better or at least equal recognition rates for

this part of the ear and this difference is consistent for both left and right eats.

The performance gap is not constant for all the extractors. HOG shows again
practically no gap while BSIF and LPQ show the biggest one. Again, BSIF
achieves almost the same performance for internal part and whole ear images.

LPQ and DSIFT also get quite close to the whole ear curve.

Table 3: Rank-1 values for Right Internal-External comparison

DATASET Right Right Int. | Deg. | Right Ext. | Deg. | Gap
LBP 524499 48.3+2.1 4.1 38.5+£1.9 13.9 +9.8

BSIF 57.7+£6.3 55.243.7 2.5 38.7+2.7 19.0 | +16.5

LPQ 52.9+5.2 48.8+4.3 4.1 342422 18.7 | +14.6
RILPQ 49 446.5 42.944.0 6.5 344436 15.0 +8.5
POEM 58.9+7.1 44.243.6 14.7 39.4+3.7 19.5 +4.8
HOG 54.8+8.1 40.0+3.2 14.8 36.5+4.7 18.3 +3.5
DSIFT 51.2+7.5 47.343.0 3.9 30.2+3.9 21.0 | +17.1

31 Distance fusion

Separately obtained distances for up and down parts have been combined
according to equation (1) for three different values of o: 0.5, 0.65 and 0.8.
Obtained CMC curves for up-down are depicted in Figure 3. As it is shown,
proposed distance combination always works equal or better than partial ear
images separately. However, in general these improvements are not big enough
to outperform recognition rates obtained with whole ear. Interestingly, BSIF is
the only feature extractor that achieves a global improvement. Same distance
fusion approach has been applied to internal-external ear parts with similar

results.
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Figure 3: CMC curves for Up-Down distance combining
4 DISCUSSION AND FUTURE WORK

Results show that, according to Rank-1, there is a performance gap of up to
+7 between upper and down parts of the ear. At the same time, the gap
between internal and external parts is up to +18.3. However, these differences
are variable between different feature extractors. The different nature of each

extractor could be an explanation for these differences.

Although simulated weighted averaging distance fusion method showed small
improvements, the existence of a performance gap suggests that it could be
possible to exploit it to improve the overall performance. In this sense, some
future research steps can be identified. First, smaller and more complex ear
parts could be tested. Secondly, new fusion and feature extractor methods
could be developed to exploit performance asymmetry between ear parts.
Finally, feature extractors that have shown smaller degradation should be

strongly considered in future occluded ear recognition systems.
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5 CONCLUSIONS

Throughout this paper, the influence of different ear parts over several feature
extractor algorithms has been addressed. Based on AWE toolbox and dataset,
simulations have been carried out with images of only one part of the ear (up,
down, external or internal). According to obtained results, we can conclude
that, for most of the feature extractors, upper and internal parts have stronger
influence than down and external parts. This performance gap between
internal-external parts is bigger than the one for up-down parts. Both
performance gap and degradation differ significantly depending on used
feature extractor. We propose to use here presented degradation values as a

metric of the sensitivity to occlusion of a feature extractor.

At the same time, separately calculated distances have been combined based
on a basic weighted averaging. A small improvement has been achieved mostly
for BSIF extractor but results show that, for most of the cases there is no
significant improvement. However, this should be considered as a first step to
exploit existing performance gap since a lot of research work remains to be
done: different subdivision strategies or development of new feature extractors

or fusion models based on obtained results.
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Abstract When developing a decision model, data bias can have
large unwanted consequences. In this paper we explore whether
a trained ear detection model performs better on female or male
images depending on what its training set constituted. We use
three separately trained convolutional neural networks (CNN)
based on the U-Net architecture as well as Haar cascades for
comparison. The three distinct training sets consist of a balanced
set of females and males, a set of all females, and a set of all males.
After being trained on each, they attempted to produce a mask
locating an ear of both groups. With Bayesian statistics, we
modelled a normal distribution of their intersection over union
scores on similarly sized testing sets. Results show that models
tend to prefer one group over the other, but that this difference
is too marginal to be practically relevant. The overall success
achieved is related to the size of the training set and the larger it
is, the better it seems to perform on both genders. In our case, a
model that was trained on only males performed equally well
classifying females as the one trained on both genders if their
training sets were similarly large.
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1 INTRODUCTION

With the advent of automatic biometric approaches, the need for unbiased data
and derived models which are able to perform well on a wide variety of groups
has increased as well. Developing a decision model built on data that contains
certain biases is problematic as this can then reflect in biased decisions made
by such a model. This is especially important in biometrics, where allowing an
intruder to enter a system could have very adverse safety effects. Observations
were made in face recognition models where the skin tone had a large influence
on the accuracy of a developed system [1]. However, to the best of our
knowledge, no such tests have been performed on ear images. In the work of
Emersi¢ et al. [2], the authors analysed performance of their PED-CED
approach on gender-specific data but did not train the models separately to
observe any possible implications. To explore if and to what extent gender
causes bias in ear detection, we evaluate different state-of-the-art approaches
on two different groups - males and females. We use Haar cascades [3] and a
U-Net based deep neural network [4]. We measure union-over-intersection
accuracy of our predictions and observe whether there is discrepancy between
differently trained models, groups, or systems in general. Finally, we perform
the analysis with aid of Bayesian statistics to see whether there is some inherent

bias in our system.
2 METHODOLOGY

To analyse performance, we used a specific CNN architecture for segmentation
and Haar cascades. Architectures were selected due to their performance
reports in various literature. We selected the latter, Haar cascades, due to their

popularity before neural networks had started actively outperforming them.
2.1 Haar cascades

For ear detection, we used Python and the OpenCV library, which already
contains everything required to run the model (cascades, optimisations, the
algorithm, etc.). The proposed algorithm is based on the work of Viola and
Jones [3]. In our implementation we have chosen the parameters to be 1-

nearest neighbour for classification, and a scaling factor of 1,05.
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2.2 Convolutional neural networks

In our work, we have trained three separate different networks in order to
analyse how they will perform on males vs. females. In each case, we were
working with a relatively small number of images for a neural network, so for
each model, we have additionally created 20,000 artificial images. These are just
the original subjects which are transformed in some way, e.g. the image is
skewed, flipped, stretched, sheared, or any random combination of those. The
same process is applied to the mask, so it can still accurately represent the ear

in the original image as the network is trained.

The used loss function was binary cross entropy. In our tests, a smaller learning
rate performed significantly better, and experimentally we set it on 1e-05 as a
trade-off between time taken to train the model and accurately reproducing a
mask. The generated mask represents each output as an independent model
where each pixel is a predicted likelihood of it belonging to an ear in the

accompanying image.

The majority of code and the architecture was based on the U-Net architecture
as uploaded by Zhixuahao [5]. Some slight modifications were made to the
pipeline and some parameters were changed, but the general approach remains
the same. We have trained each of the models on 20 epochs and 2,000
iterations. On a GTX 980 graphics card, the networks trained for about 3-4

houts each.

As a neural network trains, over time, the mask converges to what is shown on
Figure 1, creating a proper rectangular mask. As we are trying to measure bias
of the system, we did not perform any additional operations on the mask to

clean it up, but rather left it as is for a better comparison of end results.
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Figure 1: Masks as created by the neural network after 10,000 iterations.

3 BAYESIAN ANALYSIS

To approximate a statistical distribution for e.g. females, after we train a model,
we randomly sample 200 predicted masks for females. We calculate the average
intersection over union for this sub-sample and mark it as our first reading. We
repeat this process 250 times to obtain a vector of 250 readings, where each

reading is an average of 200 random samples.

This means that we sampled a total of 50,000 (250 x 200) images and that some
may repeat. This gives us an indication of how accurate our model was in
predicting masks for that group. Each reading is a mean as by the central limit
theorem that guarantees the underlying distribution will be normal. In a
Gaussian distribution, we are estimating two parameters - the mean p and the
variance 0. The model is sas a 2-parameter distribution, which means that both

parameters are considered and modelled independently.

Based on preliminary tests, we have set the priors for these two parameters to

be:

,~ N(70, 20) "

o,~ U(0,1) 2
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In other words, we believe that our posterior distribution has a mean that is
normally distributed around 70 with the standard deviation of 20. Unlike the
mean, we have no prior opinion about the variance and we express that by

setting the prior to be uniformly distributed.

With this we express that we believe that our posterior distribution is:

Pd = N(I,lp, Gp) 3)

Based on these findings we then introduce a sample vector to our beliefs. The
process considers our prior beliefs and “‘updates" them with actual data we
provide it. The result is a posterior distribution of our data samples. We repeat
the process for both groups and this results in two separate distributions which
we can compare to each other. In this case, the intersecting area of distributions
will tell us just how similar the intersection over union is. We may interpret this
as confidence in these two distributions being the same if area is 1 (both
distributions intersect in their entirety) and O if they are different (they do not

intersect at all). For Bayesian analysis we have used R with the package Rstan

[6]-
4 EXPERIMENTS AND RESULTS

To evaluate the models, we have used the intersection over union metric which
measures the total area that intersects between the ground truth and our
predicted masks. For further reference, we will name the neural network that
contains a mix of males and females in the training set as 7030NN, and the
neural networks containing just females and males as FNN and MNN
respectively.

4.1 Data

All ear images and ground truth masks were collected by students as part of
the 2018/19 Image Based Biometry course at Faculty of Computer and
Information Science, University of Ljubljana. The images contain photographs

of famous people and were taken from the internet to ensure real-life
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conditions with variable environmental conditions. Each image has an
accompanying mask marking the location of an ear. We have used these
rectangular masks to compare both the Haar cascade approach and the trained
neural networks. The inputs were images of people and the outputs of the
models were masks where white pixels denote the ear region and black pixels

denote everything else.
4.2 Separation and model training

If we want to measure effects on groups of trained model predictions, it is
important to propetly split the data beforehand. This only applies to the neural
networks as Haar cascades merely serve as some baseline considering we use
the pre-trained Haar-like filters provided in the OpenCV [7] library.

Table 1: Model gender distribution and accompanying size of the training set

Female/Male dist # of training images
Neural network 1 (7030NN)  70/30 10.214
Neural network 2 (FNN) 100/0 1.977
Neural network 2 (MNN) 0/100 5.984

Table 1 showcases three differently trained models and sizes of their training
sets. While differences may occur due to this, we are mostly interested in how
each model performs separately on each group. It is also important to note that
some subjects in the first training set are the same as subjects in the other two.
This is something we should take into account when evaluating the final

performance of our models.
4.3 Detection Results

Table 2: Total intersection over union for all predicted cases

Haar 7030NN FNN MNN

0,255 0,338 0,236 0,333
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Table 3: Relative number of samples where IoU for females is higher than the one for

males (areas of non-intersection)

Haar 7030NN

FNN MNN

0,939 0,2175

0,882 0,851

Table 2 showcases total accuracy of each trained model. FNN performs the
worst, but that is most likely due to its smaller training set and not because it
would favour one gender over the other. MNN performs only slightly worse
than 7030NN even though its training set consists of only males and is half as

large.

This does not indicate whether any model discriminates a certain group. To

establish that, we have sampled an intersection over union vector for females
and males separately for each model. After modelling this and calculating their

posterior distributions, we atrive to plots shown on Figure 2.
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Figure 2: Posterior distributions for different model.
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Results reveal that both groups are relatively similarly distributed, existing
within less than 1% of each other. While practically this a negligible margin, it
is statistically significant. In fact, all models perform better on one specific
group with areas of non-intersection being above 75% (Table 3). While the
distributions of 7030NN and FNN match the training set, this does not hold
true for MNN. Even though the model was trained on only males, predicted
masks for females seem to match them better. These results seem to indicate
that there exists a small bias in a pre-trained network, which does not seem to
be directly correlated to the training set but is rather a result of some other

unaccounted factors.
5 CONCLUSION

In most models, selection of a proper and diverse training set is an important
step to building a generalized system. In the case of ear segmentation, this
seems to matter less as ears tend to be very similar across different genders.
Our results seem to show that some inherent bias towards one group exists,
but that it is practically negligible as these differences seem to be very minor.
We have also shown that a model's success is also somewhat related to the size
of its training set, regardless of the gender, as even the neural network that was
trained on only males performed practically equally well to the one trained on
both females and males. As most models tend to perform very slightly better
on females it would be interesting to see whether that is due to some biological

factor or just due to some inherent variance introduced in our procedure.
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Povzetek V tem prispevku predstavljamo spletni sistem in javno
podatkovno bazo USOVA3D, namenjena nepristranemu
ocenjevanju uspesnosti algoritmov detektiranja mesickov na 3D
ultrazvocnih posnetkih jajénikov. Podatkovna baza vsebuje 44
zapisov, pri ¢emer vsak zapis sestoji iz ultrazvocnega posnetka
jajénika pacientke ter volumenskih datotek z oznacbami jajénika
in mesickov. Vsak posnetek sta loceno oznacila dva neodvisna
eksperta ginekologa. Vsi podatki so popolnoma anonimizirani ter
so shranjeni v volumenskih datotekah v formatu VIK. Spletni
sistem zagotavlja dostop do podatkovne baze USOVA3D, hkrati
pa natancno predpisuje protokol validiranja in nudi programske
rutine za nepristrano vrednotenje algoritmov detektiranja
mesickov. Ta sistem tudi belezi in omogoca vizualiziranje
rezultatov validiranja.
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1 UvoD

V lanskem letu je minilo 40 let, odkar se je rodil prvi otrok, ki ni bil spocet po
naravni poti. Hiter razvoj postopka za oploditev z biomedicinsko pomocjo
(OBMP) je posebej v preteklih dveh desetletjith omogocil tisocem neplodnih
parov, da so postali star$i svojim otrokom. Vse faze postopka so moc¢no
odvisne od ultrazvocnih pregledov Zenskih jajénikov, v katerih dozorevajo

jajéni mesicki z jajceci, primernimi za oploditev.

Pravilno ovrednotenje jaj¢nih mesickov je temeljni kamen za uspesno izpeljano
OBMP. Jajéni mesicki so sfericne oblike in so napolnjeni s tekocino, ki $citi
jajcece. V jajcniku se razvijajo dalj casa, da s premerom 1 do 2 mm dosezejo t.
1. antralno stopnjo. V naravnem ciklusu nato v nekaj dneh zrastejo do 5 mm in
se prelevijo v dominante mesicke. Ti se povecujejo priblizno za 1 mm na dan
in tik pred ovulacijo dosezejo velikost med 18 in 30 mm. Pri OBMP je obicajno,
da rast mesickov stimulirajo s hormoni, kar povzroc¢i hkratno zorenje vec

antralnih mesickov.

Doziranje hormonov in spremljanje razvoja mesickov je za OBMP kljucnega
pomena. Ultrazvocne preiskave opravljajo v razmikih od 1 do 3 dni in
medicinski eksperti za ultrazvok morajo sproti analizirati mnozico ultrazvo¢nih
posnetkov. Delo je zamudno in utrudljivo, saj traja vsaj 10 minut po
opravljenem ultrazvo¢nem pregledu, pri 3D-ultrazvocnih posnetkih pa lahko
Se vec.

Avtomaticna detekcija jaj¢énih mesickov v ultrazvoénih posnetkih je torej zelo
dobrodosla, vendar pa mora biti po uspesnosti primetljiva z ekspertovimi
odcitki. Avtomati¢ni racunalniski algoritmi se pojavljajo vzporedno z razvojem
ultrazvo¢nih medicinskih snemalniki in izkoris¢ajo dejstvo, da se jaj¢ni mesicki
pti delovanju naprav v B-nacinu vidijo kot temna obmo¢ja na svetlejsi podlagi.
Sprva so se avtomati¢ne analize izvajale na loc¢enih racunalnikih, danes pa so

detekcijski programi praviloma vgrajeni ze v ultrazvocne snemalnike.
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Pred leti so ultrazvoéne naprave omogocale le 2D-vpoglede v ¢lovesko telo,
tako da so medicinskemu ekspertu prikazale ravninski presek skozi tkivo.
Ultrazvoéna sonda odda zvocno valovanje, ki se razsiri kot ozek snop v smeti,
ki jo doloca usmerjenost sonde. Razli¢na struktura tkiv bolj ali manj vsrka ali
pa odbija zvoc¢no energijo. Odbiti valovi se vrnejo do sonde, in ker poznamo
hitrost potovanja zvoka, lahko izracunamo razdaljo od sonde do reflektorja,
torej telesne strukture, ki je valovanje odbila. Obic¢ajno vidimo na ultrazvoénih
snemalnikih strukture, ki moc¢no reflektirajo zvok (hiper odmevne), kot svetle

tocke, tiste pa, ki zvocno energijo vsrkajo (hipo odmevne), kot temne tocke.

Zaporedje ve¢ 2D-presekov lahko sestavimo v prostorsko predstavitev
preiskovanca, vendar z ro¢nim premikanjem sonde v tretji prostorski dimenziji
ne moremo zagotoviti enakomerne in popolnoma vzporedne lege nanizanih
2D-slik. Pravilne kartezi¢ne razmere dosezemo lahko le s 3D-sodno, ki oddaja
in lovi zvok v pravilni 3D-mrezi. Najnovejse ultrazvocne naprave so v celoti
prilagojene 3D-snemanju in vsebujejo racunalniske algoritme, ki ekspertom

pomagajo razpoznati iskane 3D-strukture.

V klini¢ni praksi se je najbolj uveljavil detekcijski program SonoAVC, ki je
vgrajen v ultrazvocnih snemalnikih firme General Electric in v 3D-
ultrazvo¢nih  posnetkih jaj¢cnikov segmentira jajéne mesicke. Njegovo
delovanje ni ¢isto avtomati¢no, saj mora ekspert najprej omejiti obmodje, v
katerem isce mesicke, nato pa mora rocno izlociti tista obmodja, ki jih je
program napacno oznacil kot mesicke, in pokazati na mesicke, ki jih je program
spregledal. Ceprav Ze to prinasa pomembno pomo¢, je vendarle moéi
pricakovati od naprednejsih algoritmov Se vec¢jo uspesnost in predvsem vec

avtonomije [1].
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Zato se mnogi raziskovalci trudijo izboljSati racunalnisko detekcijo jajénih
mesickov [1, 3]. Vsak zase si pridobijo nabor ultrazvoc¢nih posnetkov jajénikov,
v katerih medicinski eksperti najprej rocno oznacijo obmocja mesickov. Te
segmentacije sluzijo kot referenca za dokazovanje, kako uspesna je razvita
racunalniska analiza. A pri takSnem pristopu se sooamo vsaj z dvema

problemoma:

*  detekcijski rezultati, dobljeni z razliénimi racunalniSkimi algoritmi,
niso primerljivi, ker ne izhajajo iz istega nabora ultrazvocnih
posnetkov in rocno dolocenih referenc;

* uporabliene so razlicne metrike za ugotavljanje, kako uspesno in
natanéno je algoritem razpoznal obmodja, ki pomenijo referencne

odcitke mesickov.

Ce Zelimo zagotoviti objektivno primetjavo uspesnosti razli¢nih racunalniskih
postopkov za razpoznavanje jaj¢nih mesikov, morajo vsi uporabiti isto bazo
anotiranih ulztrazvo¢nih posnetkov. Ker taksne baze doslej raziskovalci e niso
javno ponudili, smo se na Fakulteti za elektrotehniko, racunalni$tvo in
informatiko (UM FERI) odlocili, da z eksperti za OBMP v Univerzitetnem
klinicnem centru (UKC) v Mariboru zasnujemo in realiziramo taksno

podatkovno bazo.

O njej in o moznostih, da do nje dostopamo s spletnimi storitvami ter da na ta
nacin preverjamo tudi rezultate svojih detekcijskih algoritmov, govorimo v tem
prispevku. Baza je v fazi nastajanja in je sestavni del spletnega sistema za
nepristrano validiranje algoritmov za detekcijo jajénih mesickov v 3D-

ultrazvocénih posnetkih jaj¢nikov.

2 PODATKOVNA BAZA ULTRAZVOCNIH SLIK JAJCNIKOV
Z MESICKI - USOVA3D

Podatkovno bazo 3D ultrazvocnih slik jajénikov z referenénimi oznac¢bami
jajcnikov oz. mesickov (v nadaljevanju jo oznacujemo z USOVA3D) sta
konstruirala in jo dopolnjujeta ter vzdrzujeta ckipa ginekologov iz UKC

Maribor ter raziskovalci iz Laboratorija za sistemsko programsko opremo
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(LSPO) iz UM FERI. UKC zagotavlja 3D ultrazvoc¢ne posnetke jaj¢nikov ter
referenéne oznacbe, medtem ko LSPO zagotavlja infrastrukturo za hranjenje

podatkovne baze ter orodja in protokol za oznacevanje jajénikov in mesickov.

Vsaka pacientka, vkljuena v raziskavo, je s pisnim privoljenjem dovolila
uporabo in dodajanje njenih ultrazvocnih posnetkov v podatkovno bazo
USOVA3D. Vsi podatki v bazi so popolnoma anonimizirani. Opisana
raziskava ima vsa potrebna dovoljenja Komisije za medicinsko etiko, UKC
Maribor.

Trenutna razli¢ica podatkovne baze USOVA3D vsebuje 44 oznacenih 3D
ultrazvo¢nih posnetkov. Vecina ultrazvoénih posnetkov je bila zajeta z
ultrazvoc¢no napravo Volusonom 730, nekaj z napravo Medison Accuvix XQ,
novej$i posnetki pa so zajeti z napravo Voluson 630. Vsi 3D ultrazvocni
posnetki imajo prostorsko locljivost 0,2 mm po vsaki osi oz. velikost voksla je
0,2 mm x 0,2 mm X 0,2 mm, se pa posnetki razlikujejo po velikosti. V
podatkovni bazi so posnetki od velikosti 149 x 103 x 115 vokslov pa vse do

185 x 193 x 223 vokslov. Velikost posnetkov je po osi x med 101 in 229, po
osi y med 89 in 193, medtem ko je velikost po osi g med 115 in 247.

En zapis v podatkovni bazi USOVA3D sestoji iz ultrazvoc¢nega posnetka,
oznacbe jaj¢nika ter oznach jajénih mesickov. Vsak 3D ultrazvocni posnetek
sta vedno loc¢eno obdelala ter oznacila dva neodvisna eksperta ginekologa iz
UKC. LSPO je vzpostavil protokol in orodja za oznacevanje posnetkov. Vsa
oznacevanja so potekala z orodjem ITK-SNAP, ki bere in izpisuje podatke v
formatu VTK. Vse oznacbe so tvorjene volumsko in so shranjene v dveh
lo¢enih volumskih datotekah tipa VIK. V prvi datoteki so voksli ostevilceni z
0 za ozadje in z zaporednimi Stevilkami za locene mesicke (od 1 do Stevila
mesickov), v drugi pa imajo voksli ozadja vrednost 0, medtem ko so voksli, ki
pripadajo jajéniku, vpisani z 1. Oba volumna se po velikosti popolnoma

ujemata z originalnim volumnom oz. 3D ultrazvo¢nim posnetkom jajénika.

Podatkovna baza USOVA3D trenutno vsebuje 44 zapisov. Vsak zapis torej
sestoji iz petih datotek, in sicer: 3D ultrazvocnega posnetka, dveh datotek z

oznacbami jaj¢nika (ena datoteka za vsakega oznacevalca) ter dveh datotek z
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oznacbami jajénih meSickov (ena datoteka za vsakega oznacevalca). Vse

datoteke so shranjene volumensko v formatu VIK.

Zavedamo se, da 44 zapisov za podatkovno bazo ni veliko, a ket je raziskava

$e v teku, pri¢akujemo, da bo velikost baze narasla vsaj na 100 zapisov.
3 SPLETNI SISTEM USOVA3D

Razvijamo spletni portal, ki bo sprva omogocal dostop do podatkovne baze s
podatki o jajénikih in mesickih, kasneje pa bo nadgrajen z moznostjo
nepristranskega validiranja uspes$nosti postopkov za detektiranje jajénih
mesickov. Portal bo omogocal rangiranje rezultatov validiranih postopkov, s
¢imer bo omogocena direktna primerjava med razlicnimi detekcijskimi

postopki.

Prototipna verzija portala tece v okolju linux, a je naceloma neodvisna od
operacijskega sistema in arhitekture. Uporabljena je kombinacija streznika
Apache, podatkovne baze SQL in sistema za upravljanje z vsebinami
WordPress. Za wvalidiranje se trenutno uporablja modificiran sistem za

obdelavo posnetkov v oblaku [4].
31 Dostop do podatkovne baze

Dostop do podatkovne baze bo omogocen zgolj avtoriziranim uporabnikom.
Uporabniki se v spletni portal prijavijo s pomocjo storitve Google Sign-On,
lahko pa zaprosijo tudi za lokalno geslo. V razvoju je Se dodatna moznost

prijave preko Arnes AAL

Ker gre za medicinske podatke, ki so bili zbrani v raziskovalnih projektih,
morajo uporabniki najprej sprejeti raziskovalno licenco. Ker obstaja moznost
za zlorabo uporabniskih imen in s tem neupravicenega dostopa do podatkovne
baze, zelimo hraniti podatke o prijavah v portal ter prenosih vsebine, za kar v
skladu z uredbo GDPR potrebujemo uporabnikovo privolitev. Pri¢akujemo,
da portal vsaj na zacetku ne bo belezil velikega obiska. Obstaja pa verjetnost,

da bo obisk ¢ez ¢as poskocil, zato zelimo tudi statisticno spremljati obisk
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avtoriziranih uporabnikov na nasi spletni strani, da bomo lahko ustrezno

uravnavali sistemske vire za portal.

Uporabniki bodo bazo videli razdeljeno na dva dela. Prvi bo predstavljal t. i.
u¢no mnozico, ki bo nudila dostop do vseh petih datotek, torej do 3D
ultrazvocénega posnetka, dveh datotek z oznac¢bami jajénika in dveh datotek z
oznacbami jajcnih mesickov (po ena datoteka za vsakega oznacevalca). Drugi
del baze bo vseboval testno mnozico posnetkov, od katerih bo uporabnikom
omogocen dostop le do 3D ultrazvoc¢nih posnetkov, referencne anotacije pa
bodo sluzile za validiranaje rezultatov, ki jih bodo uporabniki posiljali v
preverjanje. Uporabniki bodo tako lahko svoje algoritme za razpoznavanje
jajénih mesickov razvijali s pomocjo u¢nega dela podatkovne baze, njthovo
uspesnost pa bodo potem potrjevali z zapisi v testnem delu baze. Obseg obeh

delov bomo z rastjo baze prilagajali glede na njeno velikost in vsebino.
3.2 Validiranje rezultatov

Portal bo sprva omogocal zgolj validiranje podatkov na nasi strani (uporabniki
bodo morali naloziti na portal rezultate algoritmov v predpisani obliki), za kar
bo uporabljal Ze obstojeco infrastrukturo [4]. V kasnejSem razvoju bi radi
implementirali $e t. i. "prenosni" validacijski sistem, ki ga bi uporabnik prenesel
na svoje racunalnike, v njem zagnal validacijske teste, sistem bi rezultate

digitalno podpisal, uporabnik pa bi jih nato nalozil na na$ portal.
33 BeleZenje rezultatov

Pricakujemo, da se bo podatkovna baza obc¢asno dopolnjevala z novimi
podatki, zato se bodo rezultati validacijskih testov rangirali za vsako verzijo
podatkovne baze posebej. Nacrtujemo, da bo podatkovna baza dopolnjena

priblizno enkrat letno.

V tabeli rezultatov bodo zbrani podatki o detekcijskem postopku (avtorji, ime
postopka, DOI, ¢e obstaja) ter njegovi uspesnosti. Objavili bomo vse merjene

metrike. Postopki bodo razvrséeni glede na skupno uspesnost postopka.
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4 PROTOKOL ZA VALIDIRAN]JE REZULTATOV

Kadar skusa ve¢ neodvisnih opazovalcev opisati dogodke ali stvari samo z
dvema nasprotnima pojmoma, lahko ujemanje njihovih ugotovitev dobro
kvantificiramo z uveljavljenimi statisticnimi indeksi. S tem pa seveda Se ne
izvemo, kdo od opazovalcev se moti in kdo ne. Ce hotemo prevetiti pravilnost
njithovih zaznav, moramo poznati dejansko stanje oziroma t. i. absolutno

resnico.

Pri razpoznavanju jajénih mesickov v ultrazvocnih posnetkih se srecamo s prav
taksno situacijo. Opazujemo lahko le slike, na katerih se mesicki pojavljajo
praviloma kot temnejsa obmocja na svetlejSem ozadju. Ultrazvocni posnetki
vsebujejo celo vrsto razli¢nih motilnih pojavov, ki lahko moéno zabrisejo jasne
meje med mesicki in okolico. Njihove dejanske oblike, velikosti in polozaja
torej na ta nacin ne moremo dolociti absolutno natanc¢no, ampak jih lahko
opredelimo le s subjektivho oceno. To velja seveda tako za medicinskega
strokovnjaka, ki ozna¢i vsebino ultrazvocnega posnetka, kot za vsak

racunalniski razpoznavalni postopek.

Baza USOVA3D 2z zbirkami ultrazvo¢nih posnetkov in njihovih anotacij je
zasnovana dinamicno. S¢asoma se bo Stevilo posnetkov v njej vecalo. Tako
bodo statisti¢cne primerjave, ki bodo temeljile na vpisih v bazi, postajale bolj
nepristranske. Ne glede na to pa seveda ne bomo mogli vedeti, kako dobro se
kaksna ocena ujema z absolutno resnico, ker te pri medicinskih ultrazvoc¢nih

posnetkih nikoli ni mogoce poznati brez invazivnih posegov, tj. biopsije.

Trenutno e vedno velja, da je medicinski izvedenec uspesnejsi ocenjevalec
struktur v ultrazvoénih posnetkih kot doslej znani ra¢unalniski algoritmi. Zato
jemljemo rocne anotacije jaj¢nih mesickov kot priblizke absolutni resnici: s
primerjavo ocen ve¢ neodvisnih oznacevalcev izboljSamo  statisti¢no
pomembnost in znizamo pristranskost. V bazi USOVA3D sta za vsak
ultrazvocni posnetek jajénika prisotni po dve neodvisni oznaki mesickov in
jajénikov. Oznake se lahko razlikujejo tako po stevilu razpoznanih mesickov
kot po njihovi oznaceni obliki oz. velikosti. Ker gre za neodvisne oznake

medicinskih izvedencev, jim lahko zaupamo tem bolj, ¢im bolj se med seboj
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statisticno ujemajo. Isto¢asno pa se lahko primetjava z njimi uporabi tudi za
ugotavljanje uspesnosti racunalniskih postopkov, s katerimi Zelimo

avtomati¢no odkrivati mesicke v ultrazvoénih posnetkih jajénikov.

Predstavljamo merila, s katerimi bomo ugotavljali ujemanje anotacij
vzporednih oznacevalcev ali detekcij iz racunalniskih postopkov z anotacijami
oznacevalcev. Oboje bo vkljucevalo statisticne indikatorje uspesnosti in

tocnosti razpoznav.

Ujemanje anotacij dveh neodvisnih oznacevalcev bo uporabljeno kot ocena za
kakovost anotacij v podatkovni bazi. Ocena bo objavljena in se bo spreminjala
z vsako spremembo v bazi, sestavljena pa bo iz statisticnih meril za ujemanje

anotacij in mer za ugotavljanje geometrijskih razlik med njimi.

Pri statistiki smo delno omejeni, ker ne moremo priti do podatkov o pravilno
negativnih odlocitvah, kar pomeni, da ne moremo ugotoviti, katere strukture v
ultrazvocnem posnetku bi oznacevalec lahko napacno razpoznal kot mesicek,
pa jih ni. Odvisni smo torej le od primerjav oznacenih obmocij dveh
oznacevalcev, pri ¢emer enega izberemo za referencnega, ali razpoznav
racunalniSkega postopka z enim od oznacevalcev oz. s presekom oznak obeh

oznacevalcev, kar se jemlje kot referenca.

Ce se primerjano obmodje vsaj nekoliko ujema z enim samim referenénim, to
poveéa $tevilo pravilno pozitivnih izidov (PP). Ce primetjano obmodje ne
sovpada z nobenim referen¢nim, s tem poveca Stevilo lazno negativno
odlocitev (ILN). Kadar primerjano obmocje prekriva vec referencnih, Stejemo
najvecje med referencénimi k PP, ostale pa k LIN. In nazadnje, ¢e referen¢no
obmo¢je pokriva ve¢ primerjanih obmocij, stejemo najvecje med njimi kot PP

za dano referenco, vse ostale pa kot lazno pozitivne (LLP).

1z danih vrednosti lahko izracunamo obcutljivost O in natan¢nost NN

ppP ppP

=——, N : 1)
PP+LN PP+LP

Gotovo pa ni pomembno samo, da so mesicki zaznani, ampak da so obmocdja,

ki jih predstavljajo, ¢im toc¢neje orisana. Primerno informacijo o tem posreduje
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produkt pi 0, uveden v [2]. Dobimo ga tako, da primerjamo volumne, ki

ustrezajo hkrati primerjanemu in referenénemu mesicku. Vrednost py primerja
volumen preseka med oznacenima obmocdjema istega mesicka z volumnom
referenénega obmodja, P2 pa volumen preseka z volumnom primerjanega
obmodja 0z. mesicka. Cim bolj se njun produkt pribliza 1, tem bolj se ujemata
obmodji dveh oznak istih mesickov. Vrednost p1 02 = 0,65, recimo, pomeni 80-

odstotno, vrednost p10» = 0,86 pa ze 93-odstotno ujemanje obmocij.

Uvajamo $Se tri mere toc¢nosti, in sicer i) razmetje med skupnim volumnom
5
primerjanih mesickov (1) in skupnim volumnom vseh referen¢nih mesickov

():
- @

1) povprecno evklidsko razdaljo med povrsinami primerjanih in referencnih

mesickov:

— 1 . .
e= MZie(vsi povriinksi voksli) E (pp Ok pr(l)), ©)

pri cemer pomeni M Stevilo vseh ujemajocih se povrsinskih vokslov na
ujemajocih se mesickih, E operator za racunanje evklidske razdalje, p,(9)
koordinate primerjanega in p,(?) koordinate referencénega i-tega voksla, ter iii)
povpre¢no absolutno razliko med premeri ekvivalentnih sfer, ki volumsko

ustrezajo primerjanim in referen¢nim mesickom:

= 1 . .
d =< Yie(wsi mesickny|dp (D) — dr (D], 4)

pri ¢emer pomeni N §tevilo vseh ujemajocih se mesickov, dy(7) ekvivalentni

premer primetjanega, 42 pa ekvivalentni premer referenc¢nega i-tega mesicka.

Povrsinske voksle na mesickih dolo¢imo tako, da od celotnega obmocja

mesicka odstejemo morfolosko skréeno obmocje tega mesicka. Potem jih



130 ROSUS 2019 - RACUNALNISKA OBDELAVA SLIK IN NJENA UPORABA V SLOVENTJT 2019

uparimo, tako da se vsak iz povrsine primerjanega mesicka poveze z najblizjim

referenénim vokslom.
5 SKLEP

V prispevku smo predstavili spletni sistem in javno podatkovno bazo
USOVA3D, ki sta namenjena nepristranemu ocenjevanju uspes$nosti
algoritmov detektiranja mesickov na 3D ultrazvoénih posnetkih jajénikov. Pri
razvoju spletnega sistema smo se zgledovali po uveljavljenih, javno dostopnih
podatkovnih bazah s podrocja prepoznavanja obraznih znacilnosti in ¢loveskih
emocij. Natanéno smo predpisali protokol za validiranje rezultatov, s ¢imer
omogocamo "posteno" in nepristrano medsebojno primetjavo detekcijskih
algoritmov. Spletni sistem je v fazi prototipiranja, zato $e pri¢akujemo dolocene

spremembe v implementaciji.

Podatkovna baza USOVA3D je zasnova tako, da jo je mogoce enostavno
periodi¢no dopolnjevati z novimi posnetki in oznac¢bami. Nacrtujemo, da
bomo do dvakrat letno podatkovno bazo dopolnili z novimi podatki iz UKC.
Vzpostavljamo $e protokol za dopolnjevanje podatkovne baze USOVA3D s
podatki (tj. posnetki in oznacbami) drugih raziskovalnih skupin. Pri tem bomo
zahtevali, da bodo nove oznacbe lahko dodajali zgolj relevantni eksperti. Pred
dodajanjem podatkov v bazo USOVA3D bodo posnetke in oznacbe potrdili
eksperti iz UKC.

V prihodnosti zelimo spletni sistem nadgraditi in uporabiti tudi za tekmovanje

algoritmov detektiranja mesickov na 3D ultrazvocnih posnetkih jajénikov.
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ali veCje investicije. Bancni kredit zavarovan z garancijo SPS-a je za podjetja ugodnejsi zaradi
niZjih zahtev po zavarovanju, niZjih obrestnih mer, daljSe rocnosti kredita in moZnosti koris¢enja
moratorija pri vracilu kredita, stroski odobritve garancije pa se ne zaraCunavajo.

2. Mikrokrediti predstavijajo neposredne kredite SPSa manjsih vrednosti, ki so namenjeni za
manjSe investicije in obratna sredstva ter na ta nacin omogocijo nemoteno tekoce poslovanje.
Njihova pridobitev je enostavna in hitra, prav tako so zelo ugodni (niZja obrestna mera, moznost
korisCenja moratorija, daljSa rocnost) in brez stroskov odobritve.

3. Zagonske spodbude so na voljo start up podjetjiem oziroma tistim, ki svojo podjetnisko pot
Sele zacenjajo. Namen tovrstne financne linije je, da se spodbudi ustanovitev in zagon mladih
podijetij z nepovratnimi oblikami spodbud, ki so najprimernejse za nastajajo¢a podjetja v zgodnji,
najbolj ranljivi fazi.

4. Semenski in tvegan kapital sta namenjena mladim visokotehnoloskim podjetiem s
potencialom globalne rasti.

5. Posebne spodbude so namenjene specificnim ciljnim skupinam, pri katerih se izkazuje vrzel
pri dostopu do potrebnih financnih sredstev.

Spremljajte razpise in preverite ugodnosti posameznih produktov na:
http://www.podjetniskisklad.si/sl/razpisi.

Prijavite se na e-novice in obvescali vas bomo o novostih!

RASTEMO SKUPAJ

Slovenski podjetniski sklad
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