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1 Uvod v strojno ucenje

Strojno ucenje (angl. Machine Learning) je podrocje umetne inteligence, ki se ukvarja
z razvojem algoritmov, ki omogoc€ajo ratunalnikom ucenje iz podatkov in
sprejemanje odloCitev brez eksplicitnega programiranja pravil. Strojno ucenje se
vedno bolj uveljavlja kot klju¢na tehnologija v sodobnem inZenirstvu, saj omogoca
razvoj inteligentnih sistemov za analizo, optimizacijo in avtomatizacijo procesov.
Med temeljnimi pristopi strojnega ucenja so nadzorovano ucenje, nenadzorovano
ucenije, ucenje z okrepitvijo in prenosno ucenje.

Nadzorovano ucenje temelji na oznaCenih podatkih in vkljuCuje metode, ki
omogocajo napovedovanje vrednosti (regresija) ali razvrSCanje v razrede
(klasifikacija). V inzenirskih aplikacijah se nadzorovano ucenje uporablja na primer
za napovedovanje stanja sistemov, ocenjevanje ucinkovitosti procesov ali za
avtomatizirano zaznavanije napak. Med pogostimi metodami so odlo€itvena drevesa,
metode podpornih vektorjev, nevronske mreZe in modeli z Gaussovimi procesi.

Nenadzorovano ucenje iSCe vzorce v neoznacenih podatkih. VkljuCuje grucenje (npr.
prepoznavanje vzorcev Vv podatkih) in zmanjSevanje dimenzionalnosti (npr.
poenostavitev kompleksnih podatkov za analizo in vizualizacijo). Med pogostimi
pristopi so K-sredinsko gruCenje, metoda glavnih komponent PCA in metoda za
nelinearno zmanjSevanje dimenzionalnosti t-SNE.
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Ucenje z okrepitvijo temelji na interakciji z okoljem, kjer agent pridobiva izkudnje s
preizkuSanjem dejanj in ucenjem iz prejetih nagrad ali kazni. Uporablja se predvsem
v primerih, Kjer je cilj optimizirati zaporedje odlocitev, kot so vodenje dinamicnih
sistemov, prilagodljivo odloCanje, nartovanje nalog ali optimizacija virov.

Poleg glavnih kategorij strojnega ucenja pa se je uveljavilo tudi prenosno ucenije, ki
omogoca uporabo Ze nau¢enih modelov za reSevanje sorodnih nalog z manj podatki
in krajSim ¢asom ucenja. Prenosno ucenje se v inZenirstvu uporablja pri strojnem
vidu, obdelavi signalov ter prenosu znanja med podobnimi procesi ali napravami.

Vsi primeri v teh skriptih so pripravljeni in testirani v okolju MATLAB R2024a. Za
izvajanje nalog in uporabo graficnih orodij so potrebni: Statistics and Machine
Learning Toolbox, Deep Learning Toolbox, Reinforcement Learning Toolbox,
Predictive Maintenance Toolbox, Image Processing Toolbox.
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2 Nadzorovano ucenje

Nadzorovano ucenje (angl. Supervised Learning) se uporablja za napovedovanje
rezultatov na podlagi znanih vhodnih podatkov in pripadajoCih izhodov. Na primer,
napovedovanje Zivljenjske dobe strojev na podlagi zgodovinskih meritev.

Glavni podskupini sta razvrs¢anje in regresija. Pri tem regresija hapoveduje zvezne
(numericne) vrednosti, medtem ko klasifikacija razvrs¢a podatke v diskretne razrede
ali kategorije.

Razvrscanje ali klasifikacija (angl. Classification) se uporablja, kadar Zelimo razvrstiti
vzorce v konc¢ne kategorije. V inZenirstvu se uporablja pri vizualni kontroli kakovosti
(npr. razvriCanje izdelkov na dobre/slabe), diagnostiki napak v proizvodnih
sistemih, prepoznavanju anomalij v delovanju strojev, razvri¢anju materialov ali
komponent glede na senzorske podatke ipd.

Najpogosteje uporabljene metode razvricanja so:

— Naivni Bayesov klasifikator (angl. Naive Bayes classifier): metoda temelji na
verjetnosti in predpostavki neodvisnosti znacilk.

— Odlotitvena drevesa (angl. Decision Trees): gradijo strukturo odlocanja na
0snovi pogojev.
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—  Metoda podpornih vektorjev (angl. Support Vector Machine 0z. SVM): poisce
optimalno mejo med razredi.

— Naklju¢ni gozd (angl. Random Forest): kombinacija ve¢ dreves za veljo
robustnost.
podlagi podobnosti z bliznjimi primeri.

— Umetne nevronske mreZe (angl. Artificial Neural Network oz. ANN):
uCinkovite pri kompleksnih vhodih, npr. slikah.

— Logisti¢na regresija (angl. Logistic Regression): napovedovanje binarnega ali
vecrazrednega izida.

Regresija (angl. Regression) se uporablja za napovedovanje zveznih (numericnih)
vrednosti. V inZenirstvu jo uporabljamo za oceno obrabe orodij, Zivljenjske dobe
komponent, energetskih potreb, mehanskih lastnosti materialov ter za kalibracijo
senzorjev in napovednih modelov.

Najpogosteje uporabljene regresijske metode so:

—  Linearna regresija (angl. Linear Regression): najpreprostejSi model za linearno
odvisnost.

—  Regresija z nevronskimi mreZzami (angl. Neural Network Regression): zajema
kompleksne nelinearne odnose.

— Regresija s podpornimi vektorji (angl. Support Vector Regression 0z. SVR):
metoda, robustna na izjeme.

— Odlotitvena regresijska drevesa (angl. Decision Regression Trees): podobna
Klasifikacijski metodi, a namesto razreda napoveduje zvezno vrednost.

— Lasso regresija (angl. Lasso Regression): znizuje kompleksnost modela z
nicelnimi koeficienti.

— Ridge regresija (angl. Ridge Regression): metoda omejuje rast koeficientov za
preprecevanije prenaucenosti (angl. overfitting).

— Regresija z Gaussovimi procesi (angl. Gaussian Process Regression 0z. GPR):
verjetnostni pristop, ki se uporablja v eksperimentalnem modeliranju in
optimizaciji.
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Za laZje razumevanije razlik med klasifikacijo in regresijo je v preglednici (Tabela 1)
povzeta primerjava obeh pristopov glede na vhodne in izhodne podatke, tipicne

inZenirske primere ter pogosto uporabljene metode.

Tabela 1: Primerjava klasifikacije in regresije v nadzorovanem ucenju

Podrocje
Vhodni podatki

Klasifikacija
Znacilke (npr. senzorski podatki,
slike, meritve)

Regresija
Znacilke (npr. senzorski podatki,
meritve)

Diskretna vrednost (razred,

Izhodna spremenljivka kategorija)

Zvezna (numeri¢na) vrednost

Razvrs€anije izdelkov na
dobre/slabe; diagnostika napak;
prepoznavanje materialov

Primer v inZenirstvu

Napoved obrabe orodja;
Zivljenjske dobe komponente;
energetskih potreb. mehanskih
lastnosti materialov

Naivni Bayes; Odlocitvena
drevesa; SVM; Nakljuéni gozd;
KNN; Nevronske mreze;
LogistiCna regresija

Tipi¢ne metode

Linearna regresija; Nevronske
mreze; SVR; Regresijska drevesa;
Lasso; Ridge; Regresija z
Gaussovimi procesi (GPR)

2.1 Primer: Nadzorovano ucenje za regresijo

V tem primeru bomo oblikovali model regresije z Gaussovimi procesi (GPR) za
napoved povrsine vara na podlagi dveh vhodnih parametrov: toka in podajalne
hitrosti. GPR je verjetnostna metoda regresije, ki na podlagi vhodnih podatkov
omogoca napoved vrednosti in oceno negotovosti napovedi. Metoda GPR je
primerna za manjSe nize eksperimentalnih podatkov.

2.1.1  Priprava podatkov

Za to nalogo bomo uporabili podatke iz poglavja 8.1 (Priloga 1). Na podlagi
podatkov ustvarite datoteko CSV z imenom povrsina_vara.csv.

> Povlecite in spustite datoteko povrsina_vara.csv v polje Files in pocakajte, da se
podatki prenesejo.
»  Kliknite OK.

Priprava dokumenta in branje podatkov

> Ustvarite nov skript z imenom povrsina_vara_GPR.m.
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»  V odprt skript prilepite spodnjo kodo.

% 1. Preberi numericne podatke brez naslovov z vejico kot decimalnim
loc¢ilom

tbl = readmatrix('povrsina_vara.csv', 'Range', "'A2:C51',
'DecimalSeparator', ',");

>  Dodajte spodnje vrstice.

% 2. Razdeli stolpce
Tok tbl(:,1);
Hitrost = tbl(:,2);
Povrsina = tbl(:,3);

S tem smo ustvarili tri vektorje s podatki o toku (A), podajalni hitrosti (cm/min) in
izmerjeni povrsini vara (mm?).

2.1.2  UcZenje modela GPR

» Model GPR naucite na celotnem naboru podatkov.

% 3. model GPR
[Tok, Hitrost];
Povrsina;

y

gprMdl = fitrgp(X, y);

Z uporabo ukaza fitrgp se model GPR (gprMdl) nauci napovedovati povrsino vara na
podlagi toka in podajalne hitrosti (X) z uporabo dveh vhodnih spremenljivk in
ustreznih rezultatov meritev povrsine (y).

2.1.3  Napoved in vrednotenje modela

» Ocenite natancnost modela z metrikama RMSE (koren srednje kvadratne
napake) in R2 (koeficient dolocnosti).
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Namig:

RMSE izratunamo po formuli:

1 A~
RMSE = |-31,(vi — 90,

R2 pa izraunamo po formuli:

Yie, i=99)?
R2=1_ i=1\Vi~ Vi :
L i-)?

kjer je:

— y; dejanska vrednost,

—  §, napovedana vrednost,

—  y,; povpreje dejanskih vrednosti,
—  nStevilo vzorcev.

% 4. Napoved in metriki
yPred = predict(gprMdl, X);

sqrt(mean((y - yPred).”2));
1 - sum((y - yPred).”2) / sum((y - mean(y)).”2);

rmse
r2

fprintf("RMSE: %.4f\n", rmse);
fprintf("R2: %.4f\n", r2);

Model z uporabo funkcije predict ustvari napovedi (yPred) za podane vhodne podatke
X. lzraCunata se metriki rmse (koren srednje kvadratne napake), ki meri povprecno
odstopanje napovedi od dejanskih vrednosti, in r2 (koeficient dolo¢nosti), ki kaze,
kolikden delez variabilnosti ciljne spremenljivke pojasni model. Na koncu funkcija
fprintf prikaZe izraunani rmse in r2 v ukaznem oknu.

»  Kodo zaZenite s klikom na gumb Run ali s pritiskom tipke Fb5.
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Rezultati modela dobro napoveduje povrsino vara glede na tok in podajalno hitrost,
saj RMSE = 1,35 mm? pomeni nizko povpre¢no napako glede na razpon vrednosti
(2—24 mm?2). R2 = 0,9156 kaZe, da model pojasni ve¢ kot 91 % variance.

2.1.4  Vizualizacija napovedi

»  lzriSite primerjalni graf med dejanskimi in napovedanimi vrednostmi.

% 5. Vizualizacija napovedi

figure;

scatter(y, yPred, '.');

xlabel('Dejanska povrsina'); ylabel('Napovedana povrsina');
title('Primerjava napovedane in dejanske povrsine');

hold onj; plot([min(y), max(y)], [min(y), max(y)], 'r--');
legend('Napovedi', 'Idealno (y = x)");

grid on;

Za oceno kakovosti napovedi modela se ustvari raztreseni graf, kjer so na vodoravni
osi prikazane dejanske vrednosti ciljne spremenljivke y, na navpi¢ni osi pa
napovedane vrednosti yPred. Vsaka tocka na grafu predstavlja en primer. Idealna
napoved, pri kateri bi napoved popolnoma ustrezala dejanski vrednosti (y = x), je
prikazana z rdeco Crtkano diagonalo. Prisotnost toCk ob tej premici pomeni dobro
ujemanje napovedi z dejanskimi podatki. Legenda in mreZa sta dodani za boljso
berljivost grafa ter hitrejSo vizualno presojo kakovosti modela.

» Kodo zaZenite s klikom na gumb Run ali s pritiskom tipke F5.

Slika 1 prikazuje raztreseni graf napovedanih vrednosti povrSine vara glede na
dejanske izmerjene vrednosti. Vsaka modra toCka predstavlja en primer napovedi
modela. RdeCa Crtkana diagonala oznaCuje idealno napoved (y = x), kjer bi se
napoved popolnoma ujemala z dejansko vrednostjo. Vecina tock leZi blizu diagonale,
kar kaze na dobro natancnost modela. Nekatera odstopanja so vidna pri vecjih
povrsinah, vendar je splosno prileganje ocenjeno kot zelo dobro (R2 = 0,9156).
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Primerjava napovedane in dejanske povrsine
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Dejanska povréina
Slika 1: Primerjava napovedanih in dejanskih vrednosti povrSine vara (model GPR)

2.1.5 PovrSina napovedi

»  Prikazite odzivno povrsino povrsine vara v odvisnosti od toka in hitrosti.

% 6. 0dzivna povrsina

[tokGrid, hitrostGrid] = meshgrid( ...
linspace(min(Tok), max(Tok), 50),
linspace(min(Hitrost), max(Hitrost), 50));

Xsurf = [tokGrid(:), hitrostGrid(:)];

Ysurf = predict(gprMdl, Xsurf);

Zsurf = reshape(Ysurf, size(tokGrid));

figure;

surf(tokGrid, hitrostGrid, Zsurf);
xlabel('Tok [A]");

ylabel('Hitrost [cm/min]");
zlabel('Napovedana povrsina [mm2]');
title('GPR povrsSina napovedi');

grid on;

Ta del kode pripravi in izriSe 3D-povrsino napovedi modela. Model najprej ustvari
mreZo vrednosti tokGrid in hitrostGrid s pomocjo funkcije meshgrid, Kjer linspace doloca
razpon vrednosti toka in hitrosti na 50 tockah. Nato se ti pari tock zdruzijo v matriko
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Xsurf, ki predstavlja kombinacije vhodnih spremenljivk. Funkcija predict izraCuna
napovedi (Ysurf) za vse toCke na mrezZi, te pa se nato preoblikujejo v matriko Zsurf,
da ustreza obliki mreze. Z uporabo funkcije surf se izrise 3D-povrsina napovedanih
vrednosti, pri ¢emer osi X, y in z predstavljajo tok, hitrost in napovedano povrsino
vara. Oznake osi in naslov (xlabel, xlabel, xlabel, title) pojasnjujejo vsebino grafa, mreZa
(grid on) pa izboljsa berljivost.

Povrsina napovedi modela GPR

25 -
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Slika 2: PovrsSina napovedi modela GPR za povrsino vara glede na tok in hitrost podajanja.

Slika 2 prikazuje 3D-povrsino, ki predstavlja napovedane vrednosti povrsine vara na
podlagi dveh vhodnih spremenljivk: toka (x-os, Tok [A]) in podajalne hitrosti (y-os,
Hitrost [cm/min]). Povrsina je rezultat Gaussian Process Regression (GPR) modela,
naucenega na eksperimentalnih podatkih. Vidna ukrivljenost povrsine kaZe, kako se
povrsina vara nelinearno spreminja glede na kombinacije vhodnih parametrov, kar
potrjuje sposobnost zajemanja kompleksnih odvisnosti modela GPR.

Vizualizacija negotovosti

» Zamodel GPR prikaZite oceno negotovosti napovedi, izraZene kot standardna
deviacija.
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% 7. Negotovost
[~, Zstd] = predict(gprMdl, Xsurf);
Zstd = reshape(Zstd, size(tokGrid));

figure;

surf(tokGrid, hitrostGrid, Zstd);
xlabel('Tok [A]");

ylabel('Hitrost [cm/min]");
zlabel('Standardna deviacija [mm2]');
title('Negotovost napovedi (o)');
colorbar;

grid on;

Model s funkcijo predict izraCuna standardno deviacijo napovedi (Zstd) za posamezne
tocke na vhodni mreZi, kar predstavlja negotovost modela. Vrednosti se
preoblikujejo v obliko mreZe in izriSejo kot 3D-povrSina, Kjer z-os prikazuje
negotovost napovedi v mmz, barvna lestvica pa ponazarja njeno porazdelitev glede
na tok in podajalno hitrost.

Negotovost napovedi (o)
1.9

Standardna deviacija [mm?]

100

Hitrost [cm/min] 20 50 Tok [A]

Slika 3: Negotovost hapovedi modela GPR glede na tok in podajalno hitrost

Slika 3 prikazuje 3D-povrsino standardne deviacije (o) napovedi Gaussian Process
Regression (GPR) modela. Os X predstavlja tok [A], os Y podajalno hitrost
[cm/min], os Z pa standardno deviacijo napovedane povrSine vara [mm?], ki
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oznaCuje negotovost modela v posamezni tocki. NajmanjSa negotovost je v
obmodju, kjer je model imel ve¢ ucnih podatkov, medtem ko se proti robovom
vrednosti (ekstrapolacijskim obmocjem) negotovost poveluje, kar je znacilno za
GPR. Barvna lestvica dodatno poudarja razlike v zanesljivosti napovedi.

2.2 Primer: Nadzorovano ucenje za klasifikacijo

Ta primer prikazuje postopek oblikovanja modela za napoved stanja industrijskega
stroja na podlagi podatkov, zbranih s senzorji. S pomocjo aplikacije Classification
Learner v MATLAB-u boste izdelali binarni klasifikacijski model, ki prepoznava
stanje stroja kot "po vzdrZevanju" ali "pred vzdrZzevanjem".

Model boste naucili na podatkih, zbranih tik pred nacrtovanim vzdrZevanjem in po
njem. Predpostavimo, da podatki po vzdrZevanju predstavljajo normalno delovanje,
medtem ko podatki pred vzdrZevanjem nakazujejo nepravilnosti. Tako nauceni
model lahko kasneje uporabite za napovedovanije potrebe po vzdrZzevanju na podlagi
novih podatkov.

Podatki za to nalogo so prevzeti iz vira: Build Condition Model for Industrial Machinery
and Manufacturing Processes (www.mathworks.com).

2.2.1 NalozZite podatke
Primer uporablja nabor podatkov, ki vsebuje 12 znacCilk, pridobljenih iz triosnih
meritev vibracij industrijskega stroja. lzvedite naslednje ukaze za prenos in

ekstrahiranje datoteke z naborom podatkov.

»  V delovnem prostoru (Command Window) izvedite ukaz:

url = "https://ssd.mathworks.com/supportfiles/predmaint/" + ...
"anomalyDetection3axisVibration/vl/vibrationData.zip";

outfilename = websave("vibrationData.zip",url);

unzip(outfilename)
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Nalozite featureAll tabelo v datoteko FeatureEntire.mat.

> 'V Command Window izvedite ukaz:

| load("FeatureEntire.mat")

Tabela vsebuje 17642 meritev za 13 spremenljivk: eno kategori¢no izhodno
spremenljivko (odziv oz. stanje stroja) ter 12 napovednih spremenljivk (znacilk).

Tabela 2: Pomen €asovnih znacilk, ki temeljijo na signalih v ¢asovni domeni.

Znacilka Pomen

RMS

Povprecna energija signala — kaze sploSno mo¢ vibracij.

Std (standardni odklon)

Variabilnost signala — koliko se vrednosti odmikajo od povpreja.

Crest Factor

Razmerje med najvecjo vrednostjo in RMS (kaZe prisotnost sunkov
ali udarcev).

Kurtosis Meri Silavost signala (visoka vrednost pomeni ostre impulze).
Skewness Asimetrija signala (kaZe, ali so odkloni bolj v eno smer).
Mean Povpre¢na vrednost signala (lahko kaZe na premik v osnovni liniji).

Tabela 3: Pomen frekvencnih znacilk, ki so izraCunane iz spektra signala.

Znacilka
SNR (Signal-to-Noise
Ratio)

Pomen
Razmerje med mogjo signala in Sumom (vi§ja vrednost pomeni bolj
Cist signal).

THD (Total Harmonic
Distortion)

Delez mo€i harmonikov glede na osnovno frekvenco (kaze na
nelinearnosti).

SINAD

Signal + Sum + popacenja (celostna ocena kakovosti signala).

SkrajSajte imena znaCilk tako, da odstranite predpono ("_stats/Coll_").

> 'V Command Window izvedite ukaz:

for i = 2:13

end

featureAll.Properties.VariableNames (i) =
erase(featureAll.Properties.VariableNames(i)," stats/Coll_");

Predogled prvih osem vrstic tabele.
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> V Command Window izvedite ukaz;

| head(featureAll)

[ans=gx13 table
label chiCrestFactor  chiKurtosis  chlRMS  chistd chamean chaRms chaskewness  chastd chiCrestFactor  ch3SINAD  ch3siR ch3THD
Before 2.3683 1.027 2.2225  2.2225 -0.015149  ©.62512 4.2031 ©.62405 5.6569 -5.4476 -4.9977  -4.4608
Before 2.402 1.9206 2.1807  2.1803 -0.018260  ©.56773 3.9985 ©.56744 8.7481 -12.532 S12.410 -3.2353
Before 2.4157 1.9523 2.1789  2.1788  -0.0063652  ©.45646 2.8886 ©.45642 8.3111 -12.977 -12.869  -2.9591
Before 2.4505 1.8205 214 2.1401 ©.0017307  ©.41418 2.0635 0.41418 7.2318 -13.566 -13.468  -2.7944
Before 2.2502 1.8600 2.3301 2.339  -0.0081820 0.3604 3.3408 0.36031 6.8134 -13.33 -13.225 -2.7182
Before 2.4211 2.2479 2.1286  2.1285 0.011139  0.36638 1.8602 .36621 7.4712 -13.324 -13.226  -3.0313
Before 3.3111 4.0304 1.5896  1.5896  -0.0080759  ©.47218 2.1132 0.47211 8.2412 -13.85 413,758 -2.7822
Before 2.2655 2.0656 2.3233 2.3233  -0.0049447  ©.37820 2.4936 .37827 7.6947 -13.781 -13.683  -2.5601

Slika 4: Tabela znacilk za vibracijske podatke

Slika 4 prikazuije izpis znaCilk v ukaznem oknu. Vrednosti v prvem stolpcu so oznake
meritev, Before ali After, ki oznaCujejo, ali je meritev opravljena pred vzdrZevanjem
ali po njem. Preostali stolpci vsebujejo 12 znacilk, pridobljenih iz meritev vibracij z
uporabo aplikacije Diagnostic Feature Designer v Predictive Maintenance Toolbox.

2.2.2 Uvozite podatke v Classification Learner in jih razdelite

Uvozite tabelo featureAll v aplikacijo Classification Learner in pustite 10 %
podatkov za testni niz.

»  Na zavihku Apps kliknite pus€ico Show more, da prikaZete galerijo aplikacij.
» V skupini Machine Learning and Deep Learning kliknite Classification
Learner.

Odpre se novo okno Classification Learner.

> Na zavihku Classification Learner, v razdelku File kliknite New Session in
From Workspace.

LEARN TEST EXPLAIN 0
— PCA - ] —
T 30mm 2 | g @ | [W> [F oW ||
New [ save ~ Feature ot All Quick-Te- Al Use | Train Seatter Confusion Results Layout | Export Plot
Session + Selection @ Optimizer rain Parallel| Al ~ Matrix . Teble - to Figure
FILE OPTIONS MODELS TRAIN PLOTS AND RESULTS EXPORT

Slika 5: Ukazna vrstica aplikacije Classification Learner
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> V oknu New Session izberite tabelo featureAll na seznamu Data Set
Variable.

Aplikacija izbere spremenljivke odziva (label) in spremenljivke napovedovanja
(Predictors - 12 features) glede na oznake podatkov.

» 'V razdelku Test kliknite potrditveno polje (set aside a test data set), da
shranite testni niz podatkov.
» Dolocite 10 % uvoZenih podatkov kot testni niz.

Tabela featureAll vsebuje 17642 vzorcev. Nastavitev 10 % pomeni, da bo 1764
vzorcev v testnem nizu in 15878 vzorcev v u¢nem nizu.

4 New Session from Workspace - O X
Data set Validation
Data Set Variable Validation Scheme
[feazurenil 17642x13 table v | )
b | Cross-Validation v |
Response
@F dat t bl Protects against overfitting. For data not set
QAT INGHEEETIE LS aside for testing, the app partitions the data
(:) From workspace into folds and estimates the accuracy on each
[1abel cazegorical 2 unimus v | fold.

Cross-validation folds s )

Predictors
= = = Read about validation
ame ype ange
0 Test
chiCrestFactor double 1.44845 . 17.2662 Set aside a test data set
chiKurtosis double 1.37911 .. 123.72
ch1RMS double 0304842 353385 Percent set aside =
ch15td double 0304836 363386
Use a test set to evaluate model performance
ch2Mean double -0.143312 . 0.0588345 ~
after tuning and training models. To import a
- N N separate test set instead of partitioning the
L Add Al J [ Removesn | current data set, use the Test Data button after
starting an app session
How to prepare data [ Refresh|

Read about test data

| Start Session H Cancel

Slika 6: Razdelitev podatkov v aplikaciji Classification Learner

»  Zasprejem sheme preverjanja in nadaljevanje, kliknite Start Session.

Privzeta moZnost preverjanja veljavnosti je 5-kratna navzkrizna validacija za zaS¢ito
pred Cezmernim ujemanjem (angl. overfitting). Pri 5-kratni navzkrizni validaciji se
podatki razdelijo na pet delov. Model se nato petkrat trenira, vsaki¢ na drugih stirih
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delih podatkov in preveri na preostalem delu. Tako se oceni njegova splosna
ucinkovitost.

2.2.3 Naucite modele z uporabo vseh znacilk

Najprej nauCite modele z uporabo vseh 12 znatilk. Podokno Models Ze vsebuje
osnutek za fini drevesni model (angl. fine tree model). V podokno Models lahko
dodate razlicne osnutke modelov, tako da jih izberete v galeriji Models.

» Nazavihku Learn v razdelku Models Kliknite pus€ico Show more, da odprete
galerijo.
»  lzberite tri modele:
— Bagged trees: V skupini Ensemble Classifiers kliknite Bagged Trees.

— Fine Gaussian support vector machine (SVM): V skupini Support Vector
Machines kliknite Fine Gaussian SVM.

— Bilayered neural network: V' skupini Neural Network
Classifiers kliknite Bilayered Neural Network.

Aplikacija Classification Learner vkljuCuje osnutke modelov v podoknu Models.

Sort by: | Mode! Number A ||fI‘||'T‘| |fﬁ~|
|f_~| 1 Tree Drait
Last change: Fing Tree 12112 features
|_| 2 Ensemble Drait
Last change: BEagged Trees 12/12 features
(-] 3 svm Draft
Last change: Fine Gaussian SVM 1212 features
|f_~| 4 Neural Network Drait
Last change: Bilayered MNeural Metwork 1212 features

Slika 7: 1zbrani modeli za Kklasifikacijo

>V razdelku Train na zavihku Learn Kkliknite Train All in izberite Train All.
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Classification Learner nauci Stiri modele z uporabo vseh 12 znacilk.
2.2.4  Ocenite zmogljivost modela

Naucene modele lahko primerjate na podlagi ve¢ znaCilnosti. Ocenite lahko na
primer natancnost modela, velikost modela (ki vpliva na potrebe po pomnilniku ali
prostoru na disku), raunske stroSke, povezane z uCenjem in testiranjem modela, ter
napovedno sposobnost modela.

Primerjajte Stiri nauCene modele glede na natanfnost, izmerjeno na podlagi
validacijskih podatkov.

V podoknu Models ima vsak model oceno natancnosti preverjanja, ki oznaCuje
odstotek pravilno predvidenih odgovorov.

Opomba:

Validacija v rezultate vnese nekaj nakljucnosti. Vasi rezultati preverjanja modela se
lahko razlikujejo od rezultatov, prikazanih v tem primeru.

» Razvrstite nauCene modele glede na natanCnost preverjanja. V podoknu
Models kliknite pusCico Sort by in izberite Accuracy (Validation).

Sort by: | Accuracy (Validation) ¥ ||I||?| |ﬁ|

[ 2 Ensemble | Accuracy (Validation): 99.8%
Last change: Bagged Trees 1212 features
[]1 Tree Accuracy (Validation): 99 8%
Last change: Fine Tree 12112 features

| |4 Neural Network  Accuracy (Validation): 99.8%
Last change: Bilayered Meural Network  12/12 features

[]3 svm Accuracy (Validation): 99.6%
Last change: Fine Gaussian SVM 1212 features

Slika 8: Primerjava natan¢nosti nau¢enih modelov



18

STROINO UCENJE ZA INZENIRJE:

KONCEPTI, PRIMERI IN UPORABA VV OKOLIU MATLAB

Ce preverimo tri decimalna mesta, ima model Ensemble najvecjo natanénost. Za
boljSe razumevanije rezultatov preuredite postavitev grafov, da boste lahko primerjali
matrike zmede (angl. confusion matrix) za Stiri modele.

»  Kliknite gumb Document Actions, ki je skrajno desno od zavihkov izrisa

modela.
>

Izberite moZnost Tile All in dolo€ite postavitev 2-by-2.

(® Single
() LeftiRight

o
Maximize
Close Model 1
Sub-Tile Model 1 »
Tile All .
Tab Paosition »

() Top/Bottom

| I
SrEEE

Slika 9: Postavitev grafov matrike zmede

V zgornjem desnem kotu vsakega izrisa kliknite gumb |':i“|, da naredite vec prostora

za izris.

Model 1

Summary

True Class

Scatter Plot | Validation Confusion Matrix x

Model 1

Before 17

- - -

Before After
Predicted Class

Model 2 o
Validation Confusion Matrix x
Model 2

Summary

Before 13

True Class

After 17 10264

Before After
Predicted Class

Model 3

Summary

True Class

Validation Confusion Matrix x
Model 3

Before 65

- -

Before After
Predicted Class

Model 4 ©
Validation Confusion Malrix »
Model 4

Summary

Before 24

True Class

After 14 10267

Before After
Predicted Class

Slika 10: Primerjava matrik zmede



2 Nadzorovano ulenje 19

V primerjavi z drugimi modeli ima model Ensemble (Model 2) najmanj elementov
v izvendiagonalnih celicah, ki ustrezajo nepravilno razvrs¢enim opazovanjem.

2.2.5 lzvozite model v delovni prostor in shranite sejo

Izvozite najbolj$i model v delovni prostor in preverite velikost modela.

» V podoknu Models kliknite model, da ga izberete.

» Na zavihku Learn Kkliknite Export, kliknite Export Model in izberite Export
Model.

» 1z izvoZzenega modela izkljucite uéne podatke tako, da pocistite potrditveno
polje v ukaznem oknu Export Classification Model.

Opomba:

Konc¢ni model, ki ga izvozi Classification Learner, se vedno nauCi z uporabo

celotnega nabora podatkov, razen podatkov, rezerviranih za testiranje. Izbrana

shema validacije vpliva le na nacin, kako aplikacija izraCuna metrike zmede modela.

» V ukaznem oknu Export Classification Model lahko uredite ime izvoZene
spremenljivke in nato kliknite OK.

V delovnem prostoru se prikaze nova spremenljivka trainedModel. Privzeto ime za

izvoZeni model je trainedModel in se poveCa vsaki€, ko izvozite model (na primer

trainedModell), da se prepreci prepisovanje obstojecih izvoZenih modelov.

2.2.6  Shranite in zaprite trenutno sejo Classification Learner

»  Kiliknite Save v razdelku File na zavihku Learn.

» Dolocite ime in lokacijo datoteke seje in nato zaprite aplikacijo Classification
Learner.

2.2.7 Preverite velikost modela

Preverite velikost modela z ukazom whos v ukaznem oknu.
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> V Command Window izvedite ukaz;

mdl = trainedModel.ClassificationEnsemble;

whos mdl
Name Size Bytes Class
Attributes
mdl 1x1 315622
classreg.learning.classif.CompactClassificationEnsemble

Slika 11: Velikost najboljSega nau¢enega modela

Predpostavimo, da Zelimo model uporabiti na programirljivem logicnem krmilniku
(PLK) z omejenim pomnilnikom in model Ensemble z vsemi 12 znaCilkami presega
vire, ki so na razpolago na PLK-ju.

2.2.8 Nadaljevanje seje Classification Learner
V aplikaciji Classification Learner odprite predhodno shranjeno sejo.

»  Kliknite Open v razdelku File.
» V ukaznem oknu Select File izberite shranjeno sejo.

2.2.9 lzberite najpomembnejSe znacilke z uporabo razvrstitve znacilk

Eden od pristopov za zmanjSanje velikosti modela je zmanjSanje Stevila znaCilk v
modelu z uporabo razvrs€anja in izbire znacilk. Naucite nove modele z zmanjSanim
naborom znacilk in ocenite natan¢nost modela.

»  Ustvarite kopijo vsakega nau¢enega modela tako, da z desno miskino tipko
kliknete model in izberete Duplicate.

»  ZarazvrsCanje znaCilk v Classification Learner, kliknite Feature Selection v
razdelku Options na zavihku Learn.

Aplikacija odpre zavihek Default Feature Selection.
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» Na zavihku Default Feature Selection kliknitte  MRMR pod Feature
Ranking Algorithm.

Aplikacija prikaze palicni graf razvrsCenih rezultatov po pomembnosti znacilk, pri
¢emer veCje ocene (vkljuéno z Infs) kaZejo na ve¢jo pomembnost znaCilke. Tabela
na desni prikazuje razvrscene znacilke in njihove ocene.

» V razdelku Feature Selection uporabite privzeto moznost izbire najvisje
uvrs€enih znacilk.
» Dolocite, da obdrzite 3 znacilke za ucenje modela.

Model 5 Model & Model 7 Model 8 Default Feature Selection

Feature Ranking Algorithm Feature Selection

(&) Select highest ranked features

Num features to keep S

(O Select individual features

[ wone J[wRMR ][ chiz ][ ReleF

Feature importance scores sorted using MRMR algorith

Select |Features MRMR
1 ch3THD 06013
2 ch3SINAD 0.5299
3 ch3CrestFactor 0.3167
4 ch2Skewness 0.2168
5 ch1RMS 01925
6 ch3SNR 01924
2 7 ch2RMS 01725
E 8 chiKurtosis 01717
9 chiCrestFactor 0.0953
10 ch2Mean 0.0953
" ch1Sid 0.0718
12 ch2Std 0.0448
0 01 02 03 04 05 06

Importance scores —_——
How to select features? | Save and Apply |

Slika 12: Razvrstitev znaCilk po pomembnosti

Rezultati razvriCanja znacilk temeljijo na celotnem razpoloZljivem naboru podatkov,
ki vkljuCuje tako podatke za ucenje kot podatke za validacijo, ne pa tudi testnih
podatkov. Aplikacija pri uenju modela uporabi najvisje uvrs¢ene znacilke. Pred
vsakim ucnim korakom izvede izbiro zna€ilk, nato pa na podlagi izbranih znacilk
nauci model. Pomembno je poudariti, da lahko pri razli¢nih u¢nih ponovitvah
aplikacija izbere razlicne znaCilke kot najpomembnejSe, saj se razvriCanje znacCilk
izvaja na novo v vsakem koraku.



22 STROINO UCENJE ZA INZENIRJE:
KONCEPTI, PRIMERI IN UPORABA VV OKOLIU MATLAB

»  Kliknite Save and Apply.

Aplikacija uporabi spremembe izbire znacilk za nove osnutke modelov v podoknu
Models. Upostevajte, da osnutki modelov uporabljajo 3 znailke od 12 (3/12).

>V razdelku Train kliknite Train All in izberite Train All.

Aplikacija u€i vse nove osnutke modelov z uporabo izbranih znacilk.

Models

Sort by: [Accuracy (Validation) ][Il
O 2 Ensemble Accuracy (Validation): 99.8%
Last change: Bagged Trees 12/12 features
[(]1 Tree Accuracy (Validation): 99.8%
Last change: Fine Tree 12112 features
() 4 Neural Network Accuracy (Validation): 99.8%
Last change: Bilayered Neural Network 12112 features
()3 svm Accuracy (Validation): 99.6%
Last change: Fine Gaussian SVM 12/12 features
D 5 Ensemble Accuracy (Validation): 99.7%
Last change: Removed 9 features 3/12 features
[:] 6 Tree Accuracy (Validation): 99.7%
Last change: Removed 9 features 312 features
[:] 7 Neural Network | Accuracy (Validation): 99.9%
Last change: Removed 9 features 3/12 features
()8 svm Accuracy (Validation): 99.8%
Last change: Removed 9 features 3/12 features

Slika 13: Natan¢nost modelov, nau€enih na treh najpomembnejSih znacilkah.

Ugotovimo, da so v tem primeru modeli, ki so bili nauceni z uporabo samo treh
znacilk, primerljivi z modeli, ki so bili nauceni za vse znacilke. Ta rezultat nakazuje,
da lahko model, ki temelji samo na treh najboljSih znacilkah, doseZe podobno
natancnost kot model, ki temelji na vseh znacilkah.

Med vsemi treniranimi modeli je najbolj uspeSen model nevronske mreze (Neural
Network) s tremi znacilkami.
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2.2.10 RaziscCite pomembne znacilke v raztresenem grafikonu

Za vizualno oceno ucinkovitosti Klasifikacijskega modela si oglejte raztreseni
diagram, ki prikazuje razporeditev podatkov glede na dve najpomembnejsi
napovedni znacilki: ch3THD in ch3SINAD. Ker ima izbrani model visoko
natan¢nost, priakujemo jasno loCene razrede v tem prikazu.

Navodila za prikaz grafa:

>

V podoknu Models izberite najboljSi model. V nasem primeru je to Model 7,
ki temelji na nevronski mrezi.

Na zavihku Learn pojdite v razdelek Plots and Results in kliknite Show
more, da odprete dodatne moznosti.

V galeriji izberite moznost Scatter pod skupino Validation Results.

V razdelku Predictors izberite funkciji ch3THD (za os X) in ch3SINAD (za
0sY).

Model 5 Model & Model 7 Model &

Summary x | Validation Confusion Malrix x = Scatter Plot X

Predictions: model 7

%

ch3SINAD

Slika 14: Raztreseni graf znacilk ch3THD in ch3SINAD

Aplikacija nato ustvari raztreseni diagram, kjer so podatkovne tocke razporejene
glede na napovedi modela. Ker uporabljate navzkrizno preverjanje, model za vsak
posamezen primer napovedi ni bil uen na tem konkretnem primeru. To pomeni, da
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je vsak izhod rezultat napovedi modela, ki tega podatka ni videl med ucenjem, kar
zagotavlja realisticno in nepristransko oceno ucinkovitosti modela.

Slika 14 kaZe mocno loCitev med kategorijama Before in After za obe znagilki.
2.2.11 Ocenite natan¢nost modela na testnem nizu podatkov

Za oceno ucinkovitosti modela na novih, Se nevidenih podatkih uporabite testni
nabor podatkov. V tem primeru boste preverili delovanje modela nevronske mreze.

» V podoknu Models izberite model Neural Network.
> Na zavihku Test, v razdelku Test, kliknite Test Selected.

Aplikacija izratuna natanénost modela na testnem naboru podatkov, pri ¢emer
uporabi model, ki je bil nau¢en na celotnem razpoloZljivem uénem naboru podatkov.
Rezultat potrjuje visoko natanénost modela tudi na neznanih podatkih. DoseZena
natancnost na testnem naboru je 99,8 %, kar je primerljivo z validacijskimi rezultati.

Sort by | Accuracy (Validation) v || i

[] 2 Ensemble Accuracy (Validation): 99.8%
Last change: Bagged Trees 12112 features
[]1 Tree Accuracy (Validation): 99.8%
Last change: Fine Tree 1212 features

[] 4 Neural Network  Accuracy (Validation): 99 8%

Last change: Bilayered Neural Network 1212 features

[ 3 svm Accuracy (Validation): 99.6%
Last change: Fine Gaussian SVM 1212 features

[]5 Encemble Accuracy (Validation): 99.7%

Last change: Removed 9 features 312 features

[]6 Tree Accuracy (Validation): 99.7%
Last change: Removed 9 features 312 features

D 7 Neural Network Accuracy (Test) 99.8%

Last change: Removed % features 312 features

[ 8 svm Accuracy (Validation): 99.8%
Last change: Removed 9 features 312 features

Slika 15: Natan¢nost modela, izracunana na podlagi testnih podatkov.
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PrikaZite matriko zmede testnega nabora podatkov.

> V razdelku Plots and Results na zavihku Test kliknite Confusion Matrix
(Test).

Model 5 Model 6 Model 7 Model 8

Summary Validation Confusion Matrix Scatter Flot Test Confusion Matrix x

Model 7

Before

True Class

After

Before After
Predicted Class

Slika 16: Matrika zmede za testne podatke

2.2.12 lzvozite kon¢ni model
Kon¢ni model izvozite v delovni prostor in preverite velikost modela.

» V Classification Learner izberite model Neural Network v podoknu
Models.

» V  zavihku Learn kliknite Export, nato  Kkliknite Export  Model in
izberite Export Model.

» V ukaznem oknu Export Classification Model po potrebi uredite ime
izvozene spremenljivke in kliknite OK.

Privzeto ime je trainedModell.

Preverite velikost modela z ukazom whos.
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> V Command Window izvedite ukaz;

mdl_final = trainedModell.ClassificationNeuralNetwork;
whos mdl final

Name Size Bytes Class
Attributes
mdl_final 1x1 7842

classreg.learning.classif.CompactClassificationNeuralNetwork

Slika 17: Velikost modela, nau€enega na treh znacilkah.

Upostevajte, da je velikost kon¢nega modela (mdl_final iz trainedModell) manj$a od
velikosti modela Ensemble (mdl iz trainedModel).

2.3 Samostojno delo s podrocja nadzorovanega ucenja
2.3.1  lIzbor in optimizacija klasifikacijskega modela

Cilj: Razviti in oceniti razlicne Kklasifikacijske modele za napoved stanja stroja, izbrati
najprimernejSega ter raziskati vpliv izbire znacilk in kompleksnosti modela.

Navodila:

» Uvozite podatke featureAll v aplikacijo Classification Learner.
» Razdelite podatke z 10 % za testiranje.

»  Naucite ve€ modelov (npr. All ali izbrane).

»  Primerjajte modele glede na:

— natan¢nost (Accuracy),
— velikost modela (Model size),
— Cas ucenja in napovedovanija.
»  ZanajboljSi model:
— uporabite izbor znacilk in ohranite le tri najpomembnejse,
— ponovno naucite model in preverite uspeSnost.
»  Prikazite:
— raztreseni graf za dve najpomembnejsi znacilki,
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— matriko zmede za testne podatke.
» Razmislek:
— Kako se spremeni velikost modela pri zmanjSanju Stevila znacilk?
— Ali bi lahko tak model uporabili na napravi z omejenim pomnilnikom (npr.
PLK)?
— Kak3sen kompromis ste zaznali med kompleksnostjo in natancnostjo?

2.3.2 Samodejno iskanje optimalnih hiperparametrov

Cilj: Uporabiti postopek samodejne optimizacije hiperparametrov za izboljSanje
klasifikacijskega modela in primerjati rezultate z modeli s privzetimi nastavitvami.

Hiperparametri so nastavitve modela, ki jih dolofimo pred ucenjem, in vplivajo na
proces ucenja ter koncno delovanje modela (npr. Stevilo dreves, hitrost ucenja ali
Sirina jedra).

Navodila:

» Uvozite podatke featureAll v aplikacijo Classification Learner.
» V galeriji modelov izberite enega izmed Optimizable Models (npr. Optimizable
Tree, Optimizable SVM ali Optimizable Ensemble).
»  Kiliknite Train in poCakajte, da se optimizacija zakljuci (algoritem bo samodejno
iskal najboljSo kombinacijo hiperparametrov).
»  Primerjajte rezultate:
— natan¢nost (angl. Accuracy),
— velikost modela,
— trajanje ucenja,
— izbrana konfiguracija (prikazana v razdelku Hyperparameters).
» Nastavite rono izbrane vrednosti hiperparametrov in preverite, ali dobite
boljSe rezultate.
»  Razmislek:
— Katere hiperparametre je algoritem optimiziral?
— Alise je izboljSala natan¢nost modela v primerjavi s prejSnjo nalogo?
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— Bi za podobne naloge v industriji raje uporabili ro€no iskanje nastavitev ali
avtomatsko optimizacijo? Zakaj?

2.3.3 Primerjava in ocena regresijskih modelov

Cilj: Primerjati razlicne regresijske modele za napoved povrsine vara in analizirati
njihovo natancnost ter uporabnost za nadaljnje optimizacijske naloge.

Navodila;

» Uvozite podatke iz poglavja 8.1 (Priloga 1) v aplikacijo Regression Learner.
»  Naucite vse Quick-to-Train modele.
»  Primerjajte modele glede na:
— RMSE (u€na in testna napaka),
— R (koeficient dolocnosti).
»  Dolocite model z najboljsim razmerjem med natan¢nostjo in preprostostjo.
»  ZanajboljSa dva modela izrisite graf:
— dejanske proti napovedanim vrednostim (y vs. yPred).
» Razmislek:
— Ali bi izbrani model uporabili za integracijo v optimizacijski algoritem (npr.
PSO ali GA)?
— Ali napake modela nakazujejo sistemati¢na odstopanja (npr. prenaucenost
ali slab3e prileganje pri robnih vrednostih)?
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3 Nenadzorovano ucenje

Nenadzorovano ucenje (angl. Unsupervised Learning) se uporablja za odkrivanje
vzorcev v neoznacenih podatkih. Glavni podskupini sta razvri¢anje v skupine oz.
grucenje (angl. Clustering) in zmanjSevanje dimenzionalnosti (angl. Dimensionality
Reduction).

Grucenje je iskanje podobnih skupin v podatkih brez vnaprej$njih oznak. V
inZenirstvu se uporablja za razvri€anje delovnih stanj strojev glede na senzorske
podatke, odkritje rezimov obratovanja v kompleksnih sistemih, analizo porabe
energije in segmentacijo odjemalcev, avtomatsko oznaCevanje nestrukturiranih
podatkov ipd.

Najpogosteje uporabljene metode grucenja so:

—  K-sredinsko grucenje (angl. K-Means): preprost algoritem za razvranje
podatkov v K skupin z iterativnim posodabljanjem srediS¢, da se minimizira
razdalja med podatki in njihovimi skupinami.

— Pomik sredine (angl. Mean-shift): algoritem za razvrS¢anje podatkov, ki
postopno premika sredisCa proti gostejSim regijam podatkov, pri Cemer
samodejno doloci Stevilo skupin brez potrebe po vnaprej$nji nastavitvi.
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DBSCAN (angl. Density-Based Spatial Clustering of Applications with Noise):
povezuje tocke v skupine, kjer je gostota dovolj velika, in u€inkovito loCuje Sum
oziroma izstopajoce tocke.

Hierarhi¢no grucenje (angl. Hierarchical Clustering): algoritem, ki postopno
zdruzuje ali razdruZuje skupine podatkov in omogoCa prikaz strukture na
razli¢nih ravneh podrobnosti (granularnosti).

Gaussian Mixture Models (GMM): verjetnostni algoritem, ki podatke modelira
kot meSanico Gaussovih porazdelitev in omogo¢a mehko (verjetnostno)
dodeljevanje tock ve€ skupinam.

ZmanjSevanje dimenzionalnosti (angl. Dimensionality Reduction) je metoda za
poenostavitev podatkov z ohranjanjem kljuénih informacij. V inZenirstvu se
uporablja za pripravo podatkov za vizualizacijo in razlago modelov, pospeSitev
ucenja z manj vhodnimi spremenljivkami, odpravo redundance v podatkih iz veC
senzorjev, identifikacijo glavnih vplivnih dejavnikov v procesih (npr. s PCA) ipd.

Najpogosteje uporabljene metode za zmanjevanje dimenzionalnosti so:

Metoda glavnih komponent (angl. Principal Component Analysis 0z. PCA):
linearna projekcija najvecje variance.

Samoskodirnik (angl. Autoencoders): nevronska mreza, ki se uci stiskati
podatke v nizjedimenzionalno predstavitev in jih nato rekonstruirati, s Cimer
zajame kljucne znacilnosti vhodnih podatkov.

t-SNE (angl. t-distributed Stochastic Neighbor Embedding): metoda za
nelinearno  zmanjSevanje dimenzionalnosti, ki omogo€a vizualizacijo
kompleksnih podatkovnih struktur v 2D- ali 3D-prostoru na nacin, ki ohranja
lokalne odnose med tockami.

UMAP (angl. Uniform Manifold Approximation and Projection): metoda za
zmanjSevanje dimenzionalnosti, ki omogoca hitro vizualizacijo podatkov ob
ohranjanju tako lokalne kot globalne strukture v podatkovnem prostoru.

SOM (angl. Self-Organizing Maps): nevronska mreZa, ki preslika podatke na
nizkodimenzionalno mreZo in pri tem ohranja topolodke odnose med podatki.
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3.1 Primer: Nenadzorovano ucenje za zmanjSevanje dimenzionalnosti

V tem primeru bomo uporabili metode nenadzorovanega ucenja za vizualizacijo in
poenostavitev vibracijskih podatkov industrijskega stroja. S pomocjo metod
zmanjSevanja dimenzionalnosti bomo iz visokodimenzijskega prostora znacilk (12
znaCilk) poiskali nizkodimenzionalne predstavitve, ki omogocajo vpogled v
strukturo podatkov in morebitna stanja stroja. Uporabljeni podatki so pridobljeni z
merjenjem vibracij stroja pred vzdrzevanjem in po njem.

Cilj je ugotoviti, ali lahko brez uporabe oznak (npr. brez eksplicitne Klasifikacije)
razpoznamo razli¢na stanja delovanja stroja. Uporabili bomo dve metodi: PCA in t-
SNE. Metoda PCA omogoca linearen pogled v prostor najvecje variance, medtem
ko t-SNE omogoca odkrivanje kompleksnejSih nelinearnih struktur. Oba pristopa
sta kljucna koraka pri pripravi podatkov za nadaljnje ucenje in razumevanje dinamike
industrijskih sistemov.

Podatki za to nalogo so prevzeti iz www.mathworks.com.
3.1.1  Nalozite podatke

> 'V Command Window izvedite ukaz:

url = "https://ssd.mathworks.com/supportfiles/predmaint/" + ...
"anomalyDetection3axisVibration/vl/vibrationData.zip";
outfilename = websave("vibrationData.zip",url);

unzip(outfilename)

Nalozite featureAll tabelo v datoteko FeatureEntire.mat.

»  V ukazni vrstici naloZite podatke.

|load("FeatureEntire.mat");

3.1.2  Ustvarite novo datoteko in pripravite podatke

»  Ustvarite novo datoteko, npr. grucenje.m.
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» |z tabele featureAll izloCite numeri¢ne znacCilke in jih standardizirajte.

% 1. IzloCi numericne znacilke

numericVars = varfun(@isnumeric, featureAll, 'OutputFormat’,
‘uniform');

X = table2array(featureAll(:, numericVars));

% 2. Standardizacija
X_std = (X - mean(X)) ./ std(X);

Ta del kode najprej izlo€i vse numericne znacilke iz tabele featureAll in jih pretvori v
matriko X. Nato sledi standardizacija podatkov, pri kateri se vsaki znaCilki odSteje
povprecje in deli s standardnim odklonom, s Cimer dobimo podatke s povprecjem 0
in standardnim odklonom 1.

3.1.3 ZmanjSevanje dimenzionalnosti z metodo PCA

» lzvedite PCA in prikaZite podatke v dvorazseznem prostoru.

% 3. PCA
[coeff, score, ~, ~, explained] = pca(X_std);

Na standardiziranih podatkih se izvede analiza glavnih komponent (PCA), ki
podatke preoblikuje v nov prostor neodvisnih komponent, urejenih po
pomembnosti. coeff vsebuje smeri glavnih komponent, score projekcije podatkov
nanje, explained pa delez pojasnjene variance vsake komponente.

»  Dodajte oznako podatkov.
Oznake dodamo zgolj za laZjo interpretacijo rezultatov. PCA kot metoda

nenadzorovanega ucenja deluje na neoznacenih podatkih, z barvno oznacitvijo pa
laZje presodimo, kako uporabna je redukcija dimenzij za loCevanje razlicnih stan;.

% 4. Poisci stolpec z oznakami (categorical ali string)

isLabelVar = varfun(@(x) iscategorical(x) || isstring(x), featureAll,
'OutputFormat', ‘'uniform');

labelColIdx = find(isLabelvar, 1);
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if isempty(labelColIdx)

error("V tabeli ni stolpca z oznakami (npr. 'Condition' ali
'Label').");
end

labels = featureAll{:, labelColldx}; % izbere ustrezen stolpec

Ta del kode poisCe stolpec z oznakami v tabeli featureAll, tako da preveri, kateri
stolpci so tipa kategoricni ali znakovni. Ce tak stolpec obstaja, se njegov indeks
shrani v labelColldx in iz njega pridobijo oznake labels. Ce ga ni, se sproZi napaka.
Oznake se nato uporabijo za barvanje tock pri vizualizaciji ali za u¢enje modelov.

3.1.4 Analiza rezultatov

»  PrikaZite rezultate PCA v dvorazseZnem prostoru.

% 5. Vizualizacija PCA z oznakami

figure;

gscatter(score(:,1), score(:,2), labels);
xlabel('1l. glavna komponenta');
ylabel('2. glavna komponenta');
title('Projekcija PCA z oznakami');

grid on;

Ta del kode izride dvodimenzionalno projekcijo podatkov v prostoru prvih dveh
glavnih komponent, pri ¢emer so tocke obarvane glede na pripadajoCe oznake.
Funkcija gscatter nariSe raztreseni diagram z barvami po skupinah, kar omogoca
vizualno analizo lo¢enosti med razredi po izvedbi PCA.

Slika 18 prikazuje rezultat zmanjSevanja dimenzionalnosti z metodo glavnih
komponent (PCA), kjer so vibracijski podatki industrijskega stroja projicirani v
dvorazsezni prostor. ToCke so oznaCene glede na stanje stroja: Before (modro)
pomeni pred vzdrZevanjem, After (rdece) pa po vzdrzevanju. PCA ne uporablja
oznak pri ucenju, barvna oznaka je dodana zgolj za lazjo interpretacijo. Opazimo
lahko delno loCenost med obema stanjema, kar nakazuje, da znaCilke vsebujejo
uporabne informacije za razlikovanje delovanja stroja pred vzdrZzevanjem in po
njem.
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Projekcija PCA z oznakami

. Before
© After

2. glavna kompenenta
)

-25 -20 -15 -10 -5 0 5
1. glavna kemponenta

Slika 18: Vizualizacija podatkov z metodo PCA in barvnimi oznakami stanja stroja

»  Varianco posameznih komponent predstavite s Pareto diagramom.

% 6. Pareto graf variance

figure;

pareto(explained);

xlabel('Glavna komponenta');

ylabel('Pojasnjena varianca (%)');
title('Pojasnjena varianca po komponentah (PCA)');

Ta del kode izriSe Pareto diagram, ki prikazuje, kolikSen delez celotne variance
pojashi vsaka glavna komponenta. Os X predstavlja posamezne komponente, 0s Y
pa deleZ pojasnjene variance v odstotkih. Ta vizualizacija pomaga dolociti, koliko
komponent je smiselno ohraniti za nadaljnjo analizo.

Slika 19 prikazuje Pareto diagram pojasnjene variance po glavnih komponentah
metode PCA. Stolpci predstavljajo deleZ variance, ki jo pojasni vsaka posamezna
komponenta, medtem ko rdeCa Crta prikazuje kumulativno pojashjeno varianco.
Vidimo, da prvi dve komponenti skupaj pojasnita vec kot 60 % variance v podatkih,
kar upraviCuje njuno uporabo za vizualizacijo in analizo. Prispevek dodatnih
komponent je postopno manjsi, kar pomeni, da lahko vecino informacij ohranimo
Ze z nizkim Stevilom dimenzij.
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Slika 19: Prispevek posameznih komponent k pojasnjeni varianci pri PCA

3.1.5 ZmanjSevanje dimenzionalnosti z metodo t-SNE

» lzvedite t-SNE za nelinearno dimenzionalno zmanj3anije.

% 7. t-SNE za nelinearno zmanjsanje (z oznakami)
Y_tsne = tsne(X_std, 'NumDimensions', 2, 'Perplexity', 30);

Ta ukaz izvede t-SNE (angl. t-distributed Stochastic Neighbor Embedding), metodo
za nelinearno zmanjSevanje dimenzionalnosti, ki podatke iz visokodimenzionalnega
prostora preslika v 2D-prostor. Uporablja standardizirane podatke X std,
nastavljena pa sta dimenzionalnost ciljne projekcije (NumDimensions na 2) in
parameter Perplexity na 30, ki uravnava ravnotezje med lokalno in globalno strukturo.
Rezultat Y_tsne vsebuje koordinate podatkov v 2D-prostoru za vizualizacijo.

»  Prikazite rezultate t-SNE v dvorazseznem prostoru.

% 8. Vizualizacija t-SNE z oznakami

figure;

gscatter(Y_tsne(:,1), Y_tsne(:,2), labels);
xlabel('t-SNE 1');

ylabel('t-SNE 2');

title('Projekcija t-SNE z oznakami');

grid on;
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Ta del kode izriSe 2D-vizualizacijo rezultatov t-SNE, kjer so toCke v prostoru t-SNE
prikazane glede na prvi in drugi koordinatni stolpec iz Y_tsne. Funkcija gscatter
poskrbi za barvanje to¢k glede na pripadajofe oznake labels, kar omogoca pregled
nad razporeditvijo in lo¢ljivostjo skupin po nelinearni projekciji.

Projekcija t-SNE z oznakami

80

t-SNE 2

t-SNE 1

Slika 20: Projekcija t-SNE vibracijskih podatkov z oznakami stanja stroja

Slika 20 prikazuje rezultat zmanjSevanja dimenzionalnosti s pomocjo metode t-SNE.
Podatki so projicirani v dvorazseZni prostor, kjer vsaka tocka predstavlja en vzorec
vibracij, barva pa oznaCuje stanje stroja pred vzdrZevanjem in po vzdrZevanju. t-
SNE kot nenadzorovana metoda ne uporablja oznak pri projekciji, barvna oznaka
omogoca le lazjo interpretacijo rezultatov. Jasna loCenost med skupinama kaze, da
znaCilke vsebujejo zadostno informacijo za razloCevanije stanj, obenem pa se znotraj
skupin nakazujejo podstrukture, kar kaZe na raznolikost reZimov delovanja ali
stopnje obrabe.

3.2 Primer: Nenadzorovano ucenje za grucenje
Ta primer uporabi podatke obrabe orodja, pridobljene po struzenju razlicnih

materialov z razlicnimi parametri obdelave. Podatke boste uvozili v aplikacijo za
nenadzorovano ucenje z namenom, da prepoznate skupine (gruce) podatkov s
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podobnimi lastnosti, tj. vrednostmi merjenih parametrov. Podatki bodo neoznaceni,
kar pomeni, da ne bomo lo€evali med odvisnimi in neodvisnimi spremenljivkami.

Cilj naloge je ugotoviti, ali algoritem podatke zdruZi v skupino z veliko obrabo in v
skupino z zmerno obrabo orodja brez predhodne informacije.

3.2.1  Ustvarite novo datoteko

»  Kliknite New in izberite Live Script.

Live Script v MATLAB-u je interaktivni skript, ki omogoCa kombinacijo kode,
razlag, enacb in grafov v enem dokumentu. Uporablja se za bolj pregledno analizo,

uCenje in porocanije rezultatov.

»  Kiliknite Save in Save As.
»  Vnesite ime datoteke (npr. grucenje.mIx) in kliknite Save.

3.2.2 Nalozite podatke

Podatki za to nalogo so na voljo v poglavju 8.2 (Priloga 2). Na podlagi podatkov
ustvarite datoteko CSV z imenom obraba_orodja.csv.

»  Povlecite in spustite datoteko obraba_orodja.csv v polje Files in poCakajte, da se
podatki prenesejo.

»  Kliknite OK.

» V dokument grucenje.mlx vnesite naslednje ukaze.

rng(1);
A =
readmatrix('obraba orodja.csv', 'Range','A2:E109"', 'DecimalSeparator’,’

>

Ukaz rng(1) nastavi zaCetno vrednost generatorja nakljucnih Stevil, kar omogoca
ponovljivost rezultatov pri algoritmih, ki vkljuCujejo nakljune elemente. Nato se z
ukazom readmatrix iz datoteke obraba_orodja.csv preberejo podatki v obmocju od celice
A2 do F109, pri cemer je decimalno locilo vejica. PreskoCi se prva vrstica, ki vsebuje
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naslove stolpcev, in se preberejo samo numericni podatki. Rezultat je matrika A, ki
vsebuje eksperimentalno matriko in jo bomo v nadaljevanju uporabili kot vhod v
algoritem grucenja.

» V zavihku Editor v skupini Run kliknite Run.

V delovnem prostoru se ustvari matrika A dimenzije 108 x 5 tipa double.

Dodajte Cluster Data

» V zavihku Live Editor v skupini CODE kliknite puscico pod ukazom Tasks.
Tasks v MATLAB Live Scriptu so interaktivna orodja, ki omogocCajo izvajanje analiz
brez programiranja, pri ¢emer se koda samodejno generira glede na izbrane

parametre.

» Vskupini Al, Data Science, and Statistics kliknite Cluster Data.

N I EIO) ) EET ¢ .- ]

ZE B

B struzenje_obraba_orodjacsu
£ grucenjemix

rng(1);
A = readmatrix(’|

Command Window

struzenje_obraba_orodjacsy (Microsoft Excelova datot..

No detais avalable

Zoom 125 |UTFE o [sept 3 Gl

Slika 21: Dodajanje interaktivne aplikacije Cluster Data za nenadzorovano ucenje

V Live Script se vkljuci interaktivni programski vmesnik za nenadzorovano ucenije.
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rng(1);
A = readmatrix(’struZenje_obraba_orodja.csv’, 'Range’, 'A2:F37', 'DecimalSeparator’,’,");

Cluster Data [> CJAuorn | @

Cluster data using k-means or hierarchical clustering
Specify clustering algorithm
- Partition data into clusters

= Cluster data with many observations
- Visualize clusters using scatter plots

- Create multilevel hierarchy of clusters
= Cluster data with fewer observations

k-Means Clustering Hierarchical Clustering
1
= Visualize clusters using a cluster tree (dendrogram)

Slika 22: Interaktivni programski vmesnik za nenadzorovano ucenje

3.2.3  Zdruzite podatke v dve skupini

» V Cluster Data v polju Specify clustering algorithm izberite Hierarhical
Clustering.

Hierarhical Clustering je primernejsi za grucenje, ko imamo manjse Stevilo vhodnih
podatkov.

»  ZaSelect data za Input data izberite A.
» 'V polju Specify number of clusters za Selection method izberite Manual
num clusters, za Max number of clusters pa izberite 2.

S tem dolo¢imo matriko vhodnih podatkov in najvecje Stevilo gruc, ki jih Zelimo
prepoznati.

» V polju Specify optional distance parameters za Distance izberite
Euclidean in za Linkeage izberite Average.

Za naCin izraCuna matrike parnih razdalj med podatkovnimi to¢kami v matriki A
dologimo evklidsko razdaljo. Z ukazom linkage in argumentom average dolo¢imo
metodo hierarhicno povezovanje podatkov. Z izbrano metodo povprecne povezave
se razdalja med gruc¢ama izracuna kot povprecje razdalj med vsemi pari tock iz obeh
gruc.

» V polju Display results izberite 2D-scatter plot in za Columns izberite 1, 2.
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Za graficni prikaz rezultatov uporabimo 2D-raztreseni diagram.

» V zavihku Editor v skupini Run kliknite Run.

Opomba:

Z razsiritvijo spodnjega odseka »Show codex si lahko ogledate programsko kodo za
izvedbo grucenja, ki temelji na izbranih parametrin. Koda omogo€a naprednej$o
analizo kot uporabnisko prijaznejSi graficni vmesnik, saj omogoca vecjo
prilagodljivost in transparentnost pri izvajanju postopkov grucenja.

3.2.4  Preglejte rezultate grucenja

Po izvedbi kode se v delovni prostor zapiSe vektor clusterindices. To je vektor celih
Stevil, dolg toliko, kot je Stevilo podatkovnih tock (vrstice v podatkovni matriki A).
Vsak element v tem vektorju oznaduje, v katero gruco je bila uvrifena posamezna
tocka.

»  V delovnem prostoru dvokliknite clusterindices.

Primerjava clusterindices s podatki iz tabele stugenje_obraba_orodja.csv pokaze, da so
posebna skupina samo primeri s hitrostjo rezanja 220 m/min.

»  Preverite dendrogram.

Hierarhiéno gruéenje med podatkovnimi toékami
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Slika 23: Hierarhi¢no gru¢enje med podatkovnimi tockami
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Slika 23 prikazuje dendrogram, tj. rezultat hierarhicnega gruCenja. Vsaka veja
predstavlja povezovanje posameznih tock ali gru¢ glede na njihovo medsebojno
podobnost (po evklidski razdalji). Navpicna os prikazuje razdaljo med gru¢ami ob
zdruZitvi. NiZja kot je povezava, bolj podobni so podatki. Vodoravna os prikazuje
identifikatorje podatkovnih tock, torej vrstice v vhodni podatkovni matriki. Na
osnovi izbranega praga smo dobili dve gruci.

»  Preverite raztreseni grafikon.

Slika 24 prikazuje dvorazseZni raztreseni diagram grucenih podatkov. Na podlagi
prikaza potrdite, da so podatki zdruzeni po rezalni hitrosti 220 m/min.

Grudéi podatkov v dvorazseznem prostoru

® Gruéat
® Gruta2

o
>

Stolpec 2
s © o o =
s Z Z = = =
N pry N w S o
.

=3
=1
@

o
o
®

100 120 140 160 180 200 220
Stolpec 1

Slika 24: Vizualizacija grucenih podatkov v dvorazseznem prostoru

3.2.5 Dodajte podatke velike obrabe orodja

Podatki v poglavju 8.2 (Priloga 2), oznaCeni z oznako velika obraba orodja,
predstavljajo primere, Kjer je do vecje obrabe prislo zaradi velike globine rezanja.

»  Spremenljivko A prepiSite z novimi podatki z ukazom:

A =
readmatrix('obraba_orodja.csv', 'Range','A2:D163", 'DecimalSeparator’',’

>
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» V Cluster Data v polju Display results izberite 3D-scatter plot in za
Columns izberite 1, 2, 3.

» V zavihku Editor v skupini Run kliknite Run.

3.2.6  Preglejte rezultate grucenja

» V delovnem prostoru dvokliknite clusterindices.

Primerjava clusterindices s podatki iz tabele obraba_orodja.csv pokaze, da so posebna
gruca podatki z rezalno hitrostjo 220 m/min.

»  Preverite raztreseni grafikon.

3D-prikaz rezultatov gruéenja
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Slika 25: 3D-prikaz grucenja z uporabo umetno ustvarjenih podatkov

Potrdite, da so posebna skupina samo podatki z rezalno hitrostjo 220 m/min.
3.2.7 Prilagodite parametre gru¢enja

» V Cluster Data v Specify optional distance parameters za Distance
izberite Standardized Euclidean in za Linkeage izberite Average.



3 Nenadzorovano uéenje 43

S tem ste spremenili merilo za gruCenje podatkov, tako da se uporablja
standardizirana razliCica evklidske razdalje, kjer se vsak vhodni parameter najprej
normalizira glede na svojo varianco. Merilo uporabimo, kadar imajo razli¢ni vhodni
podatki razlicne merske enote ali razli¢ne razpone vrednosti (npr. rezalna hitrost v
m/min. in ¢as obdelave v min.).

» V polju Display results izberite 2D-scatter plot in za Columns izberite 1, 3.
» V zavihku Editor v skupini Run kliknite Run.

Prvi stolpec v matriki A je rezalna hitrost, tretji stolpec v matriki A pa je globina
rezanja.

Gruci podatkov v dvorazseZnem prostoru
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Slika 26: Pravilno zdruZeni umetno ustvarjeni podatki
Zdaj so podatki zdruZeni po globini rezanja, ki najbolj izrazito vpliva na obrabo
orodja. Algoritem s temi nastavitvami je uspesno prepoznal podatke z veliko globino
rezanja kot loceno gruco.
3.3 Samostojno delo s podrocja nenadzorovanega ucenja

3.3.1 Primerjava metod grucenja

Cilj: Preuciti, kako se rezultati gru€enja spreminjajo glede na izbrano metodo.
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Navodila;

»  Uporabite podatke iz poglavja 3.2.

» Primerjajte rezultate za vsaj tri metode gruCenja: K-Means, Hierarhi¢no,
DBSCAN.

»  Uporabite razlicne metri¢ne razdalje (npr. Euclidean, Standardized Euclidean).

» Vizualizirajte rezultate in komentirajte, katera metoda najbolje loCi podatke z
veliko obrabo orodja.

3.3.2 Uporaba metode silhouette za oceno gruc

Cilj: Kvantitativna ocena kakovosti gru¢enja.

Navodila:

Uporabite podatke iz poglavja 3.2.

Izraunajte silhouette coefficient za reSitve z 2-5 grucami.
Na podlagi vrednosti predlagajte optimalno Stevilo gruc.

Uporabite metode K-Means in Hierarchical.
PrikaZite silhouette graf.

YV YV VY

Opomba:

Za oceno kakovosti grufenja lahko uporabite silhouette coefficient (koeficient
obrisa), ki meri, kako dobro je posamezen vzorec zdruZen s tockami v svoji gruci v
primerjavi z drugimi gru¢ami. Vrednosti so med —1 in 1, pri ¢emer vi§je vrednosti
pomenijo boljse gruenje.

V MATLAB-u lahko uporabite funkcijo silhouette(X, idx) za graficni prikaz ali
evalclusters(X, 'kmeans', ‘silhouette’, 'KList' ...) za samodejno izbiro optimalnega
Stevila gruc.

3.3.3  Grucenje na osnovi projekcije PCA ali t-SNE

Cilj: Preveriti uporabnost nizkodimenzionalne projekcije kot osnove za grucenje.
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Navodila:

»  Uporabite podatke iz poglavja 3.2.

»  ZmanjSajte dimenzionalnost z metodo PCA (ali t-SNE).

» lzvedite gruCenje v 2D-prostoru (npr. K-Means na komponentah 1 in 2).
»  Primerjajte rezultate grucenja z rezultati na originalnih podatkih.

3.3.4 Razsiritev spremenljivk in njihova vplivnost

Cilj: Oceniti vpliv posameznih vhodnih spremenljivk na rezultat grucenja.

Navodila:

»  Uporabite podatke iz poglavja 3.2.

» lz podatkov odstranite po eno spremenljivko naenkrat in opazujte spremembo
rezultatov grucenja (npr. ali Se vedno loci primere z veliko obrabo).

»  Opisite, kateri atributi so najpomembnejsi za loCevanje gruc.

3.3.5 Vizualizacija gru¢ z oznakami

Cilj: Prikazati gruce v 2D- ali 3D-prostoru z barvnimi oznakami zmerna/velika
obraba zgolj za vizualno interpretacijo.

Navodila:

»  Uporabite podatke iz poglavja 3.2.

» Po izvedenem grucenju prikaZite grufe v 2D- ali 3D-prostoru z barvnimi
oznakami.

»  Ocenite, ali je grucenje skladno z dejanskimi staniji.



46

STROINO UCENJE ZA INZENIRJE:
KONCEPTI, PRIMERI IN UPORABA VV OKOLIU MATLAB




STROINO UCENIJE ZA INZENIRJE:

Y
KONCEPTI, PRIMERI IN UPORABA V OKOLJU MATLAB -ﬁ-

i /B Univerzitetna zalozba
J. GOtllh, M. Bl’t’:&OLﬂ//é Univerze v Mariboru

4 UcCenje z okrepitvijo

Ucenje z okrepitvijo (angl. Reinforcement Learning) se uporablja za optimizacijo
procesov in avtomatizacijo odlocanja. Model se uci preko povratnih informacij iz
okolja (nagrade/kazni) in i5Ce optimalno zaporedije dejanj. V inZenirstvu se uporablja
za prilagajanje krmilnih strategij v realnem ¢asu, optimizacijo proizvodnih procesov
brez vnaprej znanega modela, pametni nadzor energetsko intenzivnih sistemov,
terminiranje in razporejanje v delavniSkih proizvodnjah, samodejno vodenje
mobilnih robotov (npr. AGV, droni) ipd.

Najpogosteje uporabljene metode ucenja z okrepitvijo so:

— Q-uCenje (angl. Q-learning): z uporabo Q-tabele ocenjuje koristnost
posameznih dejanj v dolo¢enih stanjih na podlagi prejetih nagrad iz okolja.

— R-uCenje (angl. R-learning): razliica Q-learninga, prilagojena za okolja z
nenehnimi ali konstantnimi nagradami, kjer je cilj maksimirati dolgoro¢no
povprecje nagrad hamesto uteZene vsote.

—  TD-ucenje (anlg. Temporal Difference learning): metoda, ki ocenjuje vrednost
stanj ali dejanj na podlagi razlike med pri¢akovano in dejansko nagrado, brez
potrebe po koncani epizodi.
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—  Globoke Q-mreZe (angl. Deep Q-Networks DQN): raziritev Q-learninga, kjer
se Q-vrednosti aproksimirajo z globokimi nevronskimi mrezami, kar omogoca
uporabo v kompleksnih okoljih z veliko stanji.

— Metoda gradienta politike (angl. Policy Gradient): metoda, ki ne ocenjuje
vrednosti stanj ali dejanj, temve€ neposredno optimizira politiko (strategijo
izbiranja dejanj) z uporabo gradientnih metod.

—  Proksimalna optimizacija politik (anlg. Proximal Policy Optimization PPO):
izboljSana metoda ucenja politike, ki s posebnimi mehanizmi omeji spremembe
strategije med ucenjem ter s tem zagotavlja veCjo stabilnost in zanesljivost
ucenja v neznanem okolju.

4.1 Primer: UCenje z okrepitvijo
Ta primer prikazuje, kako oblikovati in usposobiti agenta DQN (deep Q-learning
network) z uporabo diskretnega akcijskega prostora v Matlab aplikaciji

Reinforcement Learning Designer.

Cilj naloge je agenta DQN nauciti uravnoteZiti palico na premikajo¢em se vozicku z
uporabo vodoravnih sil na vozitek (Slika 27).

: OKOLJE !
| |
| |
| | opazovanje
| 3 ' |
ukrepanje | \ ! | nagrada
| |/ | zakljugek
1 I
1 1 1 1 I I 1 1 1 1 1
- -3 -2 -1 0 1 2 3 4
opazovanje
ukrepanje nagrada
agent DOQN |«
zakljucek

Slika 27: Koncept delovanja ucenja z okrepitvijo za primer balansiranja palice
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Okolje je definirano z naslednjimi robnimi pogoji:

—  Pokontni uravnoteZeni polozaj palice je 0 radianov, vodoravni poloZaj palice
pa je pi radianov.

—  Zacetni pokoncni kot palce je med —0,05 in 0,05 radiana.

—  Zunanja sila na vozicek je lahko —10 ali 10 N.

—  Opazovanjaiz okolja so polozaj in hitrost vozicka ter kot nagiba in kotna hitrost
palice.

— Ucnaepizoda se konca, Ce je palica nagnjena za ve¢ kot 12 stopinj od navpicnice
ali Ce se vozicek premakne za ve€ kot 2,4 m od prvotnega poloZaja.

— Nagrada +1 je zagotovljena za vsak diskretni Casovni korak, ko palica ostane
pokonci. Ko palica pade, se uporabi kazen —5.

Naloga je za skripto prirejena po viru: Design and Train Agent Using Reinforcement
Learning Designer (www.mathworks.com).

4.1.1  Odprite aplikacijo Reinforcement Learning Designer

» V Command Window vpisite in izvedite ukaz:

| reinforcementLearningDesigner

Odpre se novo okno Reinforcement Learning Designer.
4.1.2 Uvozite okolje Cart-Pole
Zata primer uporabite vnaprej dolo¢eno diskretno okolje Cart-Pole (vozi¢ek-palica).

» Na zavihku Reinforcement Learning v razdelku Environments izberite
New > Discrete Cart-Pole (Slika 28).
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A Reinforcement Leaming Deskaner

REINFORCEMENT LEARNING
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Emvironments Disorete Continuous Discrets Continuous

Slika 28: Testno okolje za balansiranje palice na vozicku (Discrete Cart Pole)

V podoknu Environment se v aplikaciji doda uvoZeno okolje Discrete Cart Pole. Ce
Zelite preimenovati okolje, Kliknite besedilo okolja. V sejo lahko uvozite tudi ve¢

okolij.

Ce si Zelite ogledati dimenzije prostora za opazovanje in delovanje, kliknite ime
okolja. Aplikacija prikaZe dimenzije v podoknu Preview (Slika 29).

0 o

Discrete_CartPole

Results

Preview

Discrete CartPole =

Cbhservation Dimension

CartPole State= : [4 1]
Action Dimension
CartPole Action : [1 1]

Slika 29: Okolje, v€itano v Reinforcement Learning Designer.
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To okolje ima zvezen Stiridimenzionalni prostor za opazovanje (poloZaji in hitrosti
vozicka in nagibi in kotne hitrosti palice) in diskretni enodimenzionalni akcijski
prostor, sestavljen iz dveh moznih sil, =10 N ali 10 N.
4.1.3 Ustvarite agenta DQN za uvoZeno okolje

» Na zavihku Reinforcement Learning v razdelku Agent kliknite New.

V ukaznem oknu Create agent (Slika 30) podajte ime agenta, okolje in algoritem za
uCenije. Privzeta konfiguracija agenta uporablja uvoZeno okolje in algoritem DQN.

»  Zataprimer spremenite Number of hidden units iz 256 na 20.

Create an agent compatible with the specified environment. The agent is initialized with a default neural
network structure, which you can modify after creation

Agent name

agent1

) RL Agent
Environment ‘Dlscrete_CanPo\e v |

Observations Actions

Policy

Policy
Update

* Neural network parameterizations Alg m

v
Number of hidden units 20 Reward

Environment

Compatible algorithm ‘ DQN

[ ] Use recurrent neural network

Help | ok | | cance

Slika 30: Ustvarjanje agenta za ucenje z okrepitvijo

>  Kiiknite OK.

Aplikacija doda novega agenta v podokno Agents in odpre ustrezen dokument
agentl.
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» V razdelku Hyperparameter pod moZnostmi Critic Optimizer
Options nastavite stopnjo u¢enja Learn rate na 0,0001 (Slika 31).

agent1 x

» Overview

~ Hyperparameters

Agent Options Critic Optimizer Options

Sample time 1 Learn rate 0.0001
Discount factor 0.99 Gradient threshold Inf
Execution environment () CPU () GPU » More Options

Batch size 64

Experience buffer length 1e+04

» More Options

Slika 31: Nastavitve hiperparametrov agenta

»  Zapovzetek nastavitev agenta DQN ter za ogled specifikacij za opazovanje in
ukrepanje za agenta razsirite Overview (Slika 32).

~ Overview
ADQN agent s a value-based reinforcement leaming agent that trains a critic to estimate the retum or future rewards.
| Learn More |

Observation Specification Action Specification

Observation Name Domain Dimension

“1

Data Type ‘A((ion Name Domain Dimension Data Type

CartPole States continuous double <] [catPole Action discrete 01 double

Slika 32: Povzetek nastavitev agenta in okolja

Ko ustvarite agenta DQN v Reinforcement Learning Designerju, agent za svojega
kritika uporabi privzeto strukturo globoke nevronske mreze.

» Dasi ogledate mreZo, v ukazni vrstici na zavihku DQN Agent kliknite View
Critic Model.

Odpre se okno Deep Learning Network Analyzer in prikazZe strukturo mreze.
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4\ Deep Learning Network Analyzer

- o X
Analysis for dinetwork usage
Name: Model 562 6 0 0 o
Analysis date: 22-Jul-2025 13-46:35
LAYER INFORMATION [

o linput_1 Name Type Activations Learnable Sizes State Sizes

l i input.’ Feature Input 4(c) = 1(B)

b il 1 t

® relu_body 2 |kt Fully Connected 20(C) x 1(B) Meights 28 x 4

] o ully connected lave Bi 2 1

T'@“"f relu_body RelU 28(C) = 1(8) -

 body_output

1 fe_body Fully Connected 20(C) = 1(8) Ueights 28 x 28
 output 20 fully connected layer Blas 20 x 1
s | body_output Rell 20(c) = 1(B)
output Fully Connected 2(€) * 1(8) Ueights 2 x 20
fully connected laye B 2x1

Slika 33: Struktura globoke nevronske mreZe za u€enje z okrpitvijo

»  Zaprite Deep Learning Network Analyzer.
4.1.4  Naucite Agenta
Da naucite agenta, doloCite moznosti za uCenje agenta.

» Na zavihku Train doloCite najveCje Stevilo epizod ucenja tako,
Max Episodes na 1000.

Za druge moznosti uenja uporabite privzete vrednosti. Privzeto merilo

da nastavite

Za ustavitev

je takrat, ko je povprecno Stevilo korakov na epizodo (v zadnjih 5 epizodah) vecje

od 500.

REINFORCEMENT LEARNING TRAIN SIMULATE DQN AGENT
Max Episodes| 1000 ““ {’S} I>
Environment| Discrete_CartPole - =————————— Siopping Criteria| AverageSteps -
— Max Episode Length| 500 T |
Agent| agent1 - Stopping Value| 500 Use More | Train
— | Average Window Length|5 —————— Parallel v Options o
SYSTEM TRAINING OPTIONS TRAIN

Slika 34: Nastavitve moZnosti u¢enja

»  Za zaCetek uCenja kliknite Train.
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Med ucenjem aplikacija odpre zavihek Training Session in prikaZe napredek ucenja
v dokumentu Training Results. Med ucenjem lahko kliknete gumb Stop ali Stop
Training, da prekinete ucenje in izvedete druge operacije v ukazni vrstici (Slika 35).

Environment: Discrete_CartPole D

Agent: agent1 Stop
SYSTEM TRAIN CLOSE

Slika 35: MoZnosti med uc¢enjem

Resume, Accept in Cancel v zavihku Training Session nudijo moZnost, da
nadaljujete ucenje, sprejmete rezultate uCenja ter shranite rezultate ucenja in
naucenega agenta ali prekli¢ete ucenje.

»  Zanadaljevanje ucenja kliknite Resume.

Episade rewara for CantPoleDiscreteAction with IDQNAgent

Viors Detals

R ——

Slika 36: Potek ucenja z DQN-agentom

Ucenje se ustavi, ko je povprecno Stevilo korakov (akumulirana nagrada) na epizodo
500 (Slika 36).
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»  Kliknite Accept, da sprejmete rezultate ucenja.
V podoknu Agents se v aplikaciji doda nauceni agent, agentl_Trained.
4.1.5 Simulirajte agenta in preglejte rezultate simulacije

» Na zavihku Simulate izberite agentl_Trained na spustnem seznamu Agent.

REINFORCEMENT LEARNING TRAIN SIMULATE DQN AGENT

° m >

+ | Number of Episodes
Environment\ Discrete_CartPole - ]

Max Episode Length| 500 .
[Agent{ agent1_Trained ] Use Simulate
Stop on Error Parallel + -
SYSTEM SIMULATION OPTIONS SIMULATE

Slika 37: I1zbira agenta za simulacijo

» Za Number of Episodes uporabite 10.
» Za Max. Episode Length uporabite 500.
»  Zasimulacijo agenta kliknite Simulate.

Aplikacija odpre zavihek Simulation Session. Ko je simulacija koncana, se v
podoknu Simulation Results prikaZe nagrada za vsako epizodo ter srednja vrednost
nagrade in standardno odstopanje (Slika 38).

Simudstion Ramsta

Simissnn

Slika 38: Rezultati simulacije ucenja
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V prikazanem primeru je agent za vse simulirane epizode dosegel najvecjo nagrado
500.

Opomba:

Ce kateri izmed agentov najvecje nagrade ne more doseci, to nakazuje, da bi se lahko
izboljSala odpornost nauc¢enega agenta na razli¢ne zacetne pogoje. To lahko doseZete
z daljSim uCenjem agenta, na primer z izbiro Average Window Length 10 namesto
5, kar prinese boljSo robustnost. Prav tako lahko spremenite nekatere moZnosti
agenta DQN, kot sta BatchSize in TargetUpdateFrequency, da spodbudite hitrejSe
in robustnejSe ucenije.

»  Zaanalizo rezultatov simulacije kliknite Inspect Simulation Data.

Opomba:

Da iz podatkov Simulation Data Inspector pocistite vse podatke, ki ste jih morda
naloZili v prejsnji seji v razdelku Inspect Simulation Data, izberite Clear and Inspect

Simulation Data (Slika 39).

4\ Reinforcement Learning Designer

SIMULATION SESSION

Environment: Discrete_CartPole \’—I@ @ ®
Agent: agent1_Trained Inspect Accept  Cancel
Simulation Data «
SYSTEM SIMULATE . -
Inspect Simulation Data —
Agents
agent1 % Clear and Inspect Simulation Data |

agent1_Trained T

Slika 39: Dostop do analize rezultatov simulacije

V Simulation Data Inspector si lahko ogledate shranjene signale za vsako epizodo
simulacije. Privzeto je izbrano eno obmodje izrisa.

»  Zaprikaz poloZaja vozitka, med prvo epizodo pod Run 1: Simulation Result,
odprite spremenljivko CartPoleStates in izberite CartPoleStates(1,1).
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VoziCek uspesno ostane v mejah vseh 500 sekund simulacije (Slika 40).

Ed

12 \
T m m . T W

I O TR R I I R R T T I

Slika 40: Prikaz rezultatov simulacije

»  Zaprikaz nagrade izberite spremenljivko Reward.
» Dodajte dve mesti za izris, tako da v ukazni vrstici kliknete Vizualizations in
v odseku Grid za Rows vnesete 3 in za Columns vnesete 1 (Slika 41).

ek 3

~ Visualizations (7]
Click or drag visualization onto subplot

_\-'l-.T o \\// \/
/\/\/ AL ° MA_ N

° ML g
Time Plot Array Map Sparklines

T

Text Editor XY
20| Grid 460

__| Rows Columns |

~ Basic layouts

Slika 41: Razporeditev oken za primerjavo rezultatov simulacije

»  Vdrugem izrisu prikaZite kot nagiba CartPoleStates(3,1).
»  lzriSite tudi drugo in Cetrto stanje: hitrost vozicka CartPoleStates(2,1) in kotno
hitrost CartPoleStates(4,1).
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Slika 42: Pregled rezultatov simulacije

mmmmmm

»  Zaprite Simulation Data Inspector.

» Na zavihku Simulation Session kliknite Accept, da sprejmete rezultate
simulacije.

V podoknu Results aplikacija doda strukturo rezultatov simulacije, experiencel.

4.1.6 lzvozite agenta in shranite sejo

Izberite naufenega agenta in odprite ustrezen dokument agentl Trained.

» Pod podoknom Agents dvokliknite agentl_Trained.

» Na zavihku Reinforcement Learning pod Export izberite Agent.

» Na zavihku Reinforcement Learning kliknite Save Session, da shranite sejo.

Ce Zelite v prihodnosti nadaljevati delo, kjer ste konali, lahko sejo odprete v
Reinforcement Learning Designerju.

4.1.7  Simulirajte agenta v ukazni vrstici

Za simulacijo agenta v ukazni vrstici najprej naloZite okolje cart-pole.
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» V Command Window vpisite in izvedite ukaz:

| env = rlPredefinedEnv("CartPole-Discrete"); |

Okolje cart-pole ima vgrajen prikazovalnik okolja, ki vam omogoca, da vidite, kako
se sistem obnaSa med simulacijo in ucenjem.

I1zriSite okolje in izvedite simulacijo z uporabo naucenega agenta, ki ste ga predhodno
izvozili iz aplikacije.

» V Command Window vpiSite in izvedite ukaz:

plot(env)
xpr2 = sim(env,agentl_Trained);

Med simulacijo se v animaciji prikazuje gibanje vozicka in palice.

4

-5 -4 -3 -2 -1 0 1 2 3 4 5

Slika 43: Animacija balansiranja palice

PrikaZite kumulativno nagrado za simulacijo.

» V Command Window vpiSite in izvedite ukaz:

| sum(xpr2.Reward)
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4.2 Samostojno delo: Ucenje z okrepitvijo
4.2.1 Robustnost agenta za Cart-Pole okolje

Cilj: Preverite, kako se nauceni agent DQN za Cart-Pole okolje odziva na razli¢ne
zaCetne pogoje in ali zna ohranjati ravnovesje tudi pri daljih epizodah.

Navodila;

»  Uporabite agenta, ki ste ga naucili v poglavju 4.1.
»  V aplikaciji Reinforcement Learning Designer:
— izberite agenta agentl Trained,
» V zavihku Simulate nastavite:
— Number of Episodes na 20,
— Max Episode Length na 1000.
»  ZaZenite simulacijo in v zavihku Simulation Results opazuijte, ali agent uspe
ohraniti ravnoteZje v vseh epizodah.
»  Kliknite Inspect Simulation Data in preverite:
— gibanje vozicka,
— kot palice,
— trajanje epizod.

Opomba:

Sunkovit zaCetek ali rahlo nagnjena palica lahko povzrocita padanje. S to nalogo
ocenite robustnost naucenega agenta v razlicnih zaCetnih pogojih. V realnih
aplikacijah je tak3na robustnost nujna za zanesljivo delovanje sistemov.

4.2.2  Vpliv hiperparametrov in primerjava z algoritmom PPO

Cilj: RaziScite, kako sprememba hiperparametrov vpliva na delovanje agenta DQN
in primerjajte rezultate z alternativnim algoritmom PPO (angl. Proximal Policy
Optimization). Na ta nacin boste pridobili vpogled v pomen nastavitev ucenja ter v
primerjavo razli¢nih pristopov ucenja z okrepitvijo.
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»  Spremenite hiperparametre agenta, npr.:
— BatchSize,
— TargetUpdateFrequency,

— AverageRewardWindowLength.
»  Preverite, ali se zmogljivost izboljsa.
»  Ustvarite novega agenta z algoritmom PPO in primerjate rezultate.

4.2.3 Balansiranje Zoge z robotom

Cilj: Preverite, ali se lahko agent, naufen s pomocjo algoritma SAC (Soft Actor-
Critic), uspeSno odzove na razlicne zaCetne poloZaje Zoge na plosci. S tem boste
raziskali sposobnost sploSnega delovanja agenta v neznanih zaCetnih pogojih in
zmoznost finega vodenja sistema z ve€ vhodnimi dimenzijami.

Navodila:

»  Odprite primer iz Matlab dokumentacije: Train SAC Agent for Ball Balance
Control.

» 'V modelu za simulacijo spremenite zaCetne poloZaje Zoge glede na naslednje
koordinate:

— X =0,085minY = 0,085 m od sredis¢a plo3Ce,
— X=0,085minY =0,0mod sredia plo3Ce in
— X=0,05minY =0,05m od sredis¢a plosCe.
»  Simulirajte sistem za vsak poloZzaj posebe;.
»  Opazujte:
— ali Zoga ostane v ravnovesju,
— koliko Casa traja stabilizacija,
— ali pride do oscilacij ali padca Zoge.

Opomba

Balansiranje Zoge na plo3¢i je zahtevna naloga vodenja z ve¢ prostostnimi stopnjami. Ulenje z
okrepitvijo omogoca agentu, da samodejno poisce optimalno strategijo nadzora. Z razli¢nimi zaCetnimi
pogoji preverite sposobnost posploSevanja naucene politike.
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Vir

MathWorks. (2024). Train SAC agent for ball balance control. Dostopno na:
https://www.mathworks.com/help/reinforcement-learning/ug/train-sac-agent-for-ball-
balance-control.html
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i /B Univerzitetna zalozba
J. GOtllh, M. Bl’t’:&OLﬂ//é Univerze v Mariboru

5 Prenosno ucenje

Prenosno ucenje (angl. Transfer Learning) je metoda strojnega ucenja, ki ni strogo
kategorizirana kot nadzorovano ali nenadzorovano ucenje. To je tehnika, pri kateri
se znanje modela, usposobljenega za eno nalogo, prenese na reSevanje podobne
naloge. Pogosto se uporablja v okviru globokega ucenja, kjer se obstojece nevronske
mreZe, trenirane na velikih zbirkah podatkov (npr. slikah, besedilu), prilagodijo
novemu, obi€ajno manjSemu, naboru podatkov.

Zarazliko od klasi¢nih metod strojnega ucenja, prenosno uc¢enje omogoc€a, da model
zaCne ucenje z Ze pridobljenim znanjem, kar bistveno zmanjSa koli€ino potrebnih
podatkov in Casa za u€enje. To omogoca ucinkovitejSe izvajanje tako nadzorovanih
kot nenadzorovanih nalog.

V inZenirstvu se prenosno ucenje pogosto uporablja pri raunalniSkem vidu za
vizualno kontrolo kakovosti, kjer se sploSne mreze (npr. GoogLeNet, SqueezeNet,
ResNet, VGG, EfficientNet) prilagajajo specificnim nalogam (npr. prepoznavanje
napak na izdelkih), pri obdelavi signalov z majhnimi koli¢inami oznacenih podatkov
(npr. vibracije, akustika), pri prenosu znanja med podobnimi stroji ali procesi v
razlitnih obratih (npr. adaptacija modela na nov stroj), v robotiki, kjer se vedenjski
vzorci ali zaznavanje, nau¢eno v simulaciji, prenesejo v realno okolje ipd.
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Najpogosteje uporabljene metode vkljucujejo:

—  Fino prilagajanje (angl. Fine Tuning): nadaljnje ucenje Ze nauCene mreze na
novem sklopu podatkov.

—  Zamrznitev slojev (angl. Feature Extraction): uporaba zgodnjih slojev kot
fiksnih izlusCevalcev znaCilk.

—  Modeli s predhodnim u€enjem (angl. Pretrained Models): uporaba Ze obstojecih
arhitektur (npr. GoogLeNet, SqueezeNet, ResNet, MobileNet, BERT) kot
osnove za nove naloge.

Prenosno ucenje je Se posebej uporabno, kadar imamo na voljo le omejeno koli¢ino
oznaCenih podatkov, kar je v inZenirskih aplikacijah pogosto. Zaradi svoje
ucinkovitosti je postalo kljucni pristop pri uporabi globokega ucenja v praksi.

5.1 Prepoznava predmetov v realnem ¢asu

Primer prikazuje delovanje globoke konvolucijske nevronske mreze GoogLeNet za
klasifikacijo predmetov v realnem casu. GoogLeNet je bil nau¢en na vec kot milijon
slikah in lahko razvrsti predmete na slikah v 1000 kategorij (kot so tipkovnica,
skodelica za kavo, svincnik in Stevilne Zivali). MreZa vzame sliko kot vhod in vrne
oznako za predmet na sliki skupaj z verjetnostjo za pripadnost kategoriji.

»  Ustvarite nov skript z imenom strojni_vid_GoogLeNet.m.
» V odprt skript prilepite spodnjo kodo.
» Kodo zaZenite s klikom na gumb Run ali s pritiskom tipke F5.

camera = webcam; % povezava kamere
net = googlenet; % nalaganje nevronske mreze

while true

im = snapshot(camera); % zajem slike

image(im); % prikaz slike

im = imresize(im,[224 224]); % prilagoditev velikosti slike za
squeezenet

label = classify(net,im); % razvrstitev slike

title(char(label)); % prikaz kategorije slike

drawnow

end
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Skript v zanki v realnem Casu zajema slike s kamere, jih obdeluje in klasificira z
vnaprej nauceno nevronsko mreZzo GooglLeNet. Najprej se vzpostavi povezava $
kamero (webcam) in naloZi nevronska mreZa (googlenet). Znotraj neskonéne zanke se
vsaki zajame slika (snapshot), prikaZe na zaslonu (image), spremeni njena velikost na
224 x 224 slikovnih pik (kar zahteva GooglLeNet), ter nato Klasificira s pomocjo
funkcije classify. Rezultat klasifikacije se prikaze kot naslov slike (title). Funkcija
drawnow omogoca sproten prikaz rezultatov.

Slika 44 prikazuje rezultat kode, ki zajema sliko s kamere in jo v realnem ¢asu
klasificira z GoogLeNet. Nevronska mreZa je prizor prepoznala kot window shade
(okensko sencilo), kar se izpiSe kot naslov nad prikazano sliko. Sistem deluje tako,
da vsako zajeto sliko zmanjSa na 224 x 224 slikovnih pik, jo razvrsti in rezultat sproti
prikaZe.

| [4 Figure 1 = O X
|
File Edit View Insert Tools Desktop Window Help ~

Nade(Q[08[rE

window shade

200 400 600 800 1000 1200

Slika 44: Prepoznava predmetov na slikah v realnem ¢asu z mreZzo GooglLeNet

»  Za prekinitev neskoncne zanke pritisnite Ctrl + C.
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5.2 Prepoznava predmetov na sliki

Ta primer prikazuje, kako razvrstiti sliko z uporabo vnaprej usposobljene globoke
konvolucijske nevronske mreZze SqueezeNet.

5.2.1 Ustvarite nov skript s prednau¢eno mrezo SqueezeNet

»  Ustvarite nov skript z imenom strgjni_vid_SqueezeNet.m.
» V odprt skript prilepite spodnjo kodo.

% Nalozi prednauceno mrezo SqueezeNet

net = squeezenet;

Ukaz naloZi naufen model SqueezeNet, ki je majhna in hitra konvolucijska
nevronska mreZza za klasifikacijo slik. Pogosto se uporablja kot alternativa
GoogLeNet z manj parametri in hitrejSim delovanjem ter je primerna za uporabo v
realnem Casu ali na napravah z omejenimi viri.

5.2.2 Nalozite sliko in spremenite velikost slike
Slika, ki jo Zelite razvrstiti, mora biti enake velikosti, kot je predvidena vhodna

velikost mreZe. Za SqueezeNet je velikost vnosa v mreZo doloCena z lastnostjo
InputSize.

Slika 45: Slika Test00.jpg za u€enje mreZe SqueezeNet



5 Prenosno ucenje 67

Preberite sliko, ki jo Zelite razvrstiti in ji spremenite velikost. Spreminjanje velikosti
nekoliko spremeni razmerje stranic slike. Uporabite lahko sliko mavri¢nega deZnika
(Slika 45).

»  Dodajte naslednje vrstice.

% Preberi sliko in prilagodi velikost
I = imread("test00.jpeg");

inputSize = net.Layers(1).InputSize;
I = imresize(I,inputSize(1:2));

Koda najprej naloZi sliko iz datoteke z ukazom imread, nato s pomocjo
net.Layers(1).InputSize prebere zahtevano velikost vhodnega sloja izbrane nevronske
mreze (npr. 227 x 227 za SqueezeNet), in na koncu z zmresize ustrezno prilagodi
dimenzije slike (Sirina in viSina), da jo je moZno uporabiti kot vhod v mreZo za
klasifikacijo.

5.2.3 Ragzuvrstite in prikaZite sliko
Razvrstite in prikaZite sliko s predvideno oznako.

»  Dodajte naslednje vrstice.

% Prikazi sliko in izpisi pripadnost kategoriji
label = classify(net,I);

figure

imshow(I)

title(string(label))

Koda najprej s pomocjo classify(net, 1) izvede klasifikacijo slike | z nevronsko mrezo
net in shrani napovedano oznako v spremenljivko label. Nato s figure odpre novo
graficno okno, z imshow(l) prikaZe sliko, in s title(string(label)) doda nad sliko besedilo
z rezultatom razvrstitve (npr. umbrella). Tako omogoca vizualni prikaz slike skupaj
s prepoznano kategorijo.

» Kodo zaZenite s klikom na gumb Run ali s pritiskom tipke Fb5.
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Algoritem pravilno kategorizira predmet na sliki kot deznik (Slika 46).

Z] Figure 1 = O X
File Edit View Insert Tools Deskiop Window Help =~
Nede @08 KE

umbrella

—

Slika 46: Pravilno kategoriziran deznik

5.2.4 Nalozite in kategorizirajte novo sliko

Spremenite programsko kodo tako, da naloZeno sliko deZnika test00.jpeg zamenjate s
sliko industrijskega robota test01.jpeg.

Slika 47: Slika za ucenje Test01.jpg
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»  Spremenite vrstico za nalaganije slike.

| I = imread("test@l.jpeg");

» Kodo zazenite s klikom na gumb Run ali s pritiskom tipke F5.

Upostevajte, da algoritem predmeta ne prepozna kot industrijskega robota (Slika 48).

(H&_ Figure 2 = [H]

|
File Edit View Insert Tools Desktop Window Help
Dcde & 08 kE

spotlight

Slika 48: Nepravilno kategoriziran predmet industrijski robot

5.3 Prilagodite mreZo za prepoznavo novih predmetov

V tem primeru boste vnaprej nauceno mrezo prilagodili za prepoznavo novih
predmetov.

Naloga je za skripte prirejena po viru: Retrain Neural Network to Classify New Images
(www.mathworks.com).

5.3.1 Nalozite slike
Za to nalogo naloZite v MATLAB lastne slike predmetov, ki jih zelite analizirati. To

so lahko industrijski stroji, orodja, izdelki ali drugi objekti, ki jih obstojece nevronske
mreze (npr. SqueezeNet) Se ne prepoznajo.
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Za izbrani razred predmetov pripravite vec slik, posnetih iz razli¢nih zornih kotov
in pri razlicnih svetlobnih pogojih (Slika 49). S tem boste zagotovili, da bo predmet
zajet ¢im bolj splodno, kar je kljuéno za nadaljnjo uporabo v strojnem vidu,
razvrs¢anju ali u€enju novih modelov. Vse slike poimenujte z nazivom kategorije
predmeta na sliki, saj bo v algoritem v fazi ucenja iz imena datoteke pridobil razred
predmeta.
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Slika 49: Kategorizirane slike izvijaCev za prenosno ucenje
Namig:

Slike organizirajte v poimenovane mape, pri ¢emer naj ime vsake mape ustreza
kategoriji oziroma predmetu, ki ga prikazuje (npr. industrijski robot, izvija¢, kladivo).
Tak3na struktura vam bo omogocila laZji nadzor nad podatki in u€inkovitejSe delo
pri pripravi utne mnoZice. Ker za kakovostno prepoznavo potrebujete izjemno
veliko koli€ino slik, vam bo dobra organizacija in dosledno poimenovanje datotek
mocno olajSalo nadaljnjo obdelavo (Slika 50).

Pomembno je, da nekaj slik iz vsake kategorije izloCite za kasnejSe testiranje
naucenega modela. Te slike ne smejo biti uporabljene v procesu prenosnega ucenja,
saj se bo model z njimi soocil Sele v fazi testiranja. Na ta nacin boste lahko objektivno
preverili, kako dobro se model odziva na nove, Se nevidene primere, in ocenili
njegovo splo3nost in robustnost.



5 Prenosno 71[?77/6’ 71

= ———
1\ e ! 2|
fr' M s— ~ —
() Industrijski @ lzvijac @ Kladivo (D Klesce () Pomicno (@) test02.jpeg () testd3jpeg
Robot Merilo
-
(D test04,jpeg () test05.jpeg

Slika 50: Nove slike za prenosno ucenje, organizirane v mapah.

Tako organizirane slike (lahko v formatu ZIP) prenesite v delovno mapo projekta.

»  Povlecite in spustite datoteko s/Zke.zip v polje Files in poCakajte, da se podatki
prenesejo.

»  Kliknite OK.

» V Comand Window vnesite in izvedite ukaz:

| unzip(“"slike.zip"); |

5.3.2 Odprite aplikacijo Deep Network Designer in izberite SqueezeNet

> V Comand Window vnesite in izvedite ukaz;

| deepNetworkDesigner("-v1i") |

Ukaz odpre prvo razli¢ico orodja Deep Network Designer (Slika 51), ki omogoca
graficno gradnjo, urejanje in analiziranje nevronskih mrez.

»  Na seznamu vnaprej naucenih mrez izberite SqueezeNet in kliknite Open.
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4\ Deep Metwaork Designer Start Page - (=] ¥
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Slika 51: Niabor vnaprej naucenih nevronskih mrez

5.3.3 Raziscite mrezo

Deep Network Designer prikaZze pomanjSan pogled na celotno mreZo v podoknu
Designer (Slika 52).

4 Deep Netmork Desigrer o x

rwsae
Layer library
wage

= - Classhca
| B masereutayer - “
= - s

imaga3dinputLayer -=
i roilmputLager —
| B -

[ wansposeaconvtdLayer — Overview
| B wansposeaconvzdLayes T ]
wanspasedConv3dLayer = ;

B uyConnectedl ayar = 1

7 -

Slika 52: Strukturna globoke nevronske mreze SqueezeNet
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RazisCite strukturo in plasti mreZe. Za poveCavo z misko uporabite tipko Ctrl in
kolesce na miski. Za premikanje uporabite smerne tipke ali drZite kolesce za
pomikanje in povlecite misko.

»  lzberite plast, da si ogledate njene lastnosti.
»  PrekliCite izbor vseh plasti, da si ogledate povzetek mreZze v podoknu
Properties.

5.3.4 Uvozite podatke

NaloZite podatke v Deep Network Designer (Slika 53).

» Na zavihku Data kliknite Import Data in Import Image Classification
Data.

> Naseznamu Data source izberite Folder.
»  Kliknite Browse in izberite mapo, ki vsebuje vase slike.

4 Import Image Classification Data - o X

TRAINING VALIDATION

Import image ciassification data for training Import valication data to help prevent overfiting.

Datasource: (Folder  v| Data source: [Spit from training data 7 |

Select a folder with Subfolders of images for each class, Specity amount of raining data to use for validation

C\Usersijanez gotfihiOneDrive - Univerza v Mariborusluzbeni FC\Pe| [ Browse || | Percentage: | 30[-2] []Randomize

AUGMENTATION OFTIONS

Random reflection axis x O v O

Random rotation (deqraes) M [ ofF] max =

Random rescaling M [ 1P max

Random horizontal Wiansiation (pixels) Min: | 0| =] Max[ 0[]

Random vertical ianslation (pixels)  Min: [ 0[=] Max[  o[%]

Images will e resized during training to match netwerk input size.

[Crew | [mport ] (cancar |

Slika 53: Uvoz novih slik v aplikacijo za prenosno ucenje

5.3.5 Povecajte koli¢ino u¢nih podatkov s transformacijami slik

Za povecanje u¢ne mnoZice za ucenje lahko uporabite spremenjene slike. Aplikacija
Deep Network Designer nudi naslednje moznosti:

— nakljuéno zrcaljene preko osi X,
— nakljuéno zrcaljene preko osi Y,
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— nakljuéna rotacija,

— nakljuéno spreminjanje velikosti,
— nakljuéna vodoravna translacija,
— naklju¢na navpicna translacija.

Kaoli¢ino u¢nih podatkov lahko uginkovito povecate tako, da za svoje slike uporabite
nakljuéno povecanje. Razsiritev vam omogoca tudi, da nauCite mreZo, da je
neobcutljiva na popacenja v slikovnih podatkih. Vhodnim slikam lahko na primer
dodate nakljucne rotacije, tako da je mreZa neobCutljiva na prisotnost rotacije v
vhodnih slikah.

»  Zata primer uporabite:
— nakljuéno zrcaljenje preko osi X,
— naklju¢no rotacijo iz obsega [-90,90] in
— nakljuéno spreminjanje velikosti v merilu [1,2] kot prikazuje Slika 54.

4 Import Image Classification Data - o X
TRAINING VALIDATION
Import image classilication data for training Import validation data to help prevent overfitting
Detasource: (Folder v Data source: [Spiitfom training data v |
Select a folder with subfolders of images for each class Specily amount of training data to use for validation
C\Usersijanez golin\OneDrive - Univerza v Mariborulsluzoeni PCP: | [ Browse || | Percentage: | 30[5] [JRandomize
AUGMENTATION OPTIONS
Random reflection axis X Y. O
Random rotation (degress) Min: Max
Random rescaling Min Max
Random horizontal translation (pixels) Min: | 0= Max| 0[]
Random vertcal translation (pixels)  Min: | 0[] Max|  o[%]

Images will be resized during training to match network input size.

[ hep | [ mport | cancel |

Slika 54: Transformacije slike za povecanje koli¢ine u¢nih podatkov

5.3.6  Validacijski podatki

Podatke za preverjanje lahko izberete tako, da jih locite od podatkov za ucenje, ali
pa jih uvozite iz drugega vira (Slika 55). Validacija oceni zmogljivost modela na novih
podatkih v primerjavi s podatki za ucenje ter omogocCi spremljanje ucinkovitosti
ucenja in zasCititi pred cezmernim ujemanjem.
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» 'V tem primeru za preverjanje uporabite 30 odstotkov slik.

4 Import Image Classification Data

TRAINING VALIDATION
Import image classiication data for training. Import validation data to help prevent overfting
oswsource: (Fader 7] oetasource: (spitomvnng deta v
Select a folder with subfolders of images for each ciass Specily amount of raining data to use for validation.
C:\Usersijanez gotih\OneDrive - Univerza v Mariboru'sluzben PCP:| [ Browse || | Percentage: | 30} [JReandomize
AUGMENTATION OPTIONS

Random reflection axis X Y. O

Random rotation (degrees) win: [ o0[Z] max

Random rescaling Min: Max

Random herizontal translation (pixels) Min Max

Random vertcal translation (pxels)  Min: Max

Images will be resized during training to match netvork input size.

Slika 55: Razdelitev podatkov na ucni in validacijski niz

» Kliknite Import, da uvozite podatke v Deep Network Designer.
5.3.7 Preglejte podatke

Z uporabo aplikacije Deep Network Designer lahko vizualno pregledate
porazdelitev podatkov za ucenje in validacijo na zavihku Data. Vidite lahko, da je v
tem primeru v naboru podatkov pet razredov. Ogledate si lahko tudi nakljucne
vzorce iz vsakega razreda (Slika 56).

Training data by class R

T

Slika 56: Predogled podatkov za prenosno ucenje
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5.3.8  Pripravite mreZo za ucenje

Uredite mreZzo v podoknu Designer, da doloCite novo Stevilo razredov v svojih
podatkih. Ce Zelite mreZo pripraviti za prenosno ucenje, uredite zadnjo ugljivo plast
in konéno klasifikacijsko plast. Ce Zelite uporabiti vnaprej nauceno mrezo za
prenosno ucenje, morate spremeniti Stevilo razredov, da se bo ujemalo z vaSim
novim naborom podatkov.

»  PoisCite zadnjo ucljivo plast v mreZi.

Za SqueezeNet je zadnja ucljiva plast zadnja konvolucijska plast, ‘conv10'.

»  lzberite plast ‘conv10'.

» Nadnu podokna Properties kliknite Unlock Layer.

» V ukaznem oknu z opozorilom, ki se prikazZe, kliknite Unlock Anyway.

S tem odklenete lastnosti plasti, da jih lahko prilagodite svoji novi nalogi.

»  V novi konvolucijski 2D-plasti nastavite FilterSize na [1 1].

Lastnost NumpFilters doloca Stevilo razredov za Klasifikacijo.

»  Spremenite NumFilters na Stevilo razredov v novih podatkih, v tem primeru
5.

»  Spremenite stopnjo ucenja tako, da bo ucenje v novi plasti hitrejSe kot v

prenesenih  slojin, tako da nastavite WeightLearnRateFactor in
BiasLearnRateFactor na 10.
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Designer Data Training H Properties
| Ml UTOpOUCEYET
- convolution2dLayer
Name conv1o
FiterSize K
conv10 NumFiters 5
ﬁ convolution2dL... Stride 111
DilationFactor 11
Padding 0000
Pacdingvalue 0
W Weights il
reluLayer ED u
e or [10
el 1
10
—_— 0
‘ pooll0 ‘ [gorot
globalAverage. Siastntan (zers

Slika 57: Nastavitve parametrov ucne plasti za prenosno ucenje

Uredite izhodni sloy

»  lzberite kon¢no Klasifikacijsko plast, ClassificationLayer_predictions.
»  Kliknite Unlock Layer in nato Unlock Anyway.

Za odklenjeno izhodno plast vam ni treba nastaviti OutputSize. V ¢asu ucenja Deep
Network Designer samodejno nastavi izhodne razrede plasti iz podatkov (Slika 58).

Designer Data Training

classoutput
| classificationLa...

Properties

classificationLayer

Name
Classes
Classleights
OutputSize

LossFunction

classoutput

auto

none

auto

crossentropyex

Slika 58: Nastavitve parametrov izhodne plasti za prenosno ucenje

5.3.9 Preverite mrezo

» Da preverite, ali je mreZa pripravljena za u€enje, kliknite Analyze.

Ce Deep Learning Network Analyzer ne sporodi napak, je urejena

pripravljena za ucenije (Slika 59).

mreza
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4\ Deep Learning Network Analyzer - o X

Analysis for training in Deep Network Designer

Name: Network from Deep Netwark Designer 725k 68 0 00

Analysis date: 24-Apr-2024 11:35:09

ANALYSIS RESULT (-]
ame Activations Learnable Proper... 54
227(s) = 227(S) * 3(C) = 1(B)
113(5) = 113(S) = 64(C) = 1(B) Veig. 3% 3 <3
81 1x1x68

113(5) * 113(5) = 84(C) = 1(E)

56(5) = 56(5) = 64(C) = 1(B)

56(5) x 56(S) x 16(C) = 1(B) Weig. 1x 164
ias

56(5) = 56(5) = 16(C) x 1(B)

56(5) = 56(S) = 64(C) = 1(B) Vieig. 1% 1= 16

56(5) = 56(5) = 64(C) = 1(B)

56(5) = 56(5) = 64(C) = 1(B) eig. 3% 3= 16
Bias 1x1x64

56(5) = 56(5) = 64(C) x 1(B)

Depth concatenation [S6(S) = 56(5) = 128(€) = 1(B)

2-D Convolution 58(5) x 55(S) x 16(C) x 1(8) ueig. 1 x 1 x 128
d Bias 1x1x16

RelU 56(S) = 56(5) = 16(C) = 1(8)

2.D Convolution 56(S) x 56(5) x 64(C) x 1(8) Weig. 1x1x 16

Slika 59: MreZa, pripravljena za ucenje

5.3.10 Naucite mrezo

V Deep Network Designerju lahko naucite mreZo, uvoZeno ali ustvarjeno v
aplikaciji.

»  Zaucenje mreZe s privzetimi nastavitvami na zavihku Training kliknite Train.

Privzete moZnosti uCenja so bolj primerne za velike nabore podatkov kot za majhne,
saj uporabljajo vijo zaCetno ucno hitrost in ve€je Stevilo epoh, kar pri majhnih
naborih podatkov pogosto vodi v prenaucenost (angl. overfitting). Za vecji nadzor
nad uCenjem v primeru majhnega nabora podatkov prilagodite nastavitve za ucenje.

— Nastavite Initial Learn Rate na majhno vrednost, da upocasnite ucenje v
prenesenih slojih.

— ValidationFrequency nastavite tako, da se validacija izvede enkrat na epoho (ali
pogosteje pri majhnih naborih podatkov).

—  Dolotite majhno Stevilo epoch. Epoha ali obdobje je celoten cikel ucenja na
celotnem nizu podatkov za u€enje. Za prenosno ucenje vam ni treba uiti toliko
obdobij. V primeru heterogenih podatkov je lahko potrebnih ve¢ epoh ucenja,
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pri Cemer se za prepreCevanje prenaucenosti uporablja zgodnje ustavljanje
(parameter ValidationPatience).

—  Dologite MiniBatchSize, to je, koliko slik Zelite uporabiti v vsaki ponovitvi. Ce
Zelite zagotoviti, da se v vsakem obdobju uporablja celoten nabor podatkov,
nastavite MiniBatchSize tako, da enakomerno razdelite Stevilo u¢nih vzorcev.

Za primer z majhnim naborom slik prilagodite Training Options.

»  Kiliknite Training Options in nastavite naslednje vrednosti:
— InitialLearnRate na 0,0001,
— MaxEpochs na 8,
— ValidationFrequency na 6,
— MiniBatchSize na 11.

Nastavitve smo izbrali za primer 66 u¢nih vzorcev, z namenom da enakomerno
razdelimo podatke za u€enje in zagotovimo, da bomo v vsaki epohi uporabili celoten
nabor podatkov za ucenje (Slika 60).

[4 Training Options - m] X
~Frequently Used
Solver | sgdm v |
Initiall eamRate
MiniBatchSize =
ValidationFrequency l:’}{
» Solver
» Leamn Rate
» Normalization and Regularization
» Mini-Batch
» Validation and Qutput
» Gradient Clipping
» Hardware
» Checkpoint
| oK || Cancel |

Slika 60: Nastavitve moznosti ucenja

Nastavitev parametra MiniBatchSize 11, pomeni, da se bo mreZa vsak korak ucila na
11 slikah, za eno epoho bo potrebovala Sest iteracij ucenja (66/11 = 6).
ValidationFrequency 6, pomeni, da se validacija izvede po vsakih 3estih iteracijah,
torej enkrat na vsako epoho.
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»  Zaucenje mreZe z izbranimi moZznostmi kliknite OK in nato kliknite Train.

Deep Network Designer omogoca vizualizacijo in spremljanje napredka pri ucenju
(Slika 61). Nato lahko uredite moZnosti ucenja in po potrebi ponovno ucite mrezo.

Training Frogress (2Jul- 12 1:4Edd

Slika 61: Prikaz napredka ucenja pri prenosnem ucenju

5.3.11 lzvozite rezultate in ustvarite programsko kodo
Izvozite arhitekturo mreZe s treniranimi utezmi.

» Na zavihku Training izberite Export in Export Trained Network and
Results.

Deep Network Designer izvozi nauteno mrezo kot spremenljivko
trainedNetwork_1 in informacije o ucenju kot spremenljivko trainInfoStruct_1.

>V Comand Window vnesite in izvedite ukaz;

| trainInfoStruct_1 |

Ustvarite lahko tudi Matlab kodo, ki poustvari mreZo in uporabljene moZnosti
ucenja.
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» Na zavihku Training izberite Export in Generate Code for Training.

Preglejte kodo, da se naucite, kako programsko pripraviti podatke za ucenje, ustvariti
arhitekturo mreZe in nauciti mrezo.

5.3.12 Razvrstite novo sliko
NaloZite novo sliko za razvrs¢anje z uporabo naucene mreze.

> 'V Comand Window vnesite in izvedite ukaz:

| I = imread("testol.jpeg"); |

Deep Network Designer med uenjem spremeni velikost slik, da se ujema z
zahtevano velikostjo vnosa v mreZo. Ce si Zelite ogledati velikost vnosa v mreZo,
pojdite v podokno Designer in izberite imagelnputLayer (prvi sloj). MreZa
SqueezeNet ima vhodno velikost 227 x 227 (Slika 62).

Properties

~all imagelnputLayer

data
[ — imagelnputLayer

Mame |data

InpuiSize
SplitComplexinpus

Mormalization

-,

m Gﬂn\f’1 MNormalizationDimension
convolution2dL... Mean [1x1x3 single]
StandardDeviation [1
Min [
Max [1
Y
[m relu conv1

Slika 62: Prikaz lastnosti vhodne plasti v mrezo SqueezNet

Spremenite velikost testne slike, da bo ustrezala velikosti, primerni za vnos v mrezo.
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>V Comand Window vnesite in izvedite ukaz;

| I = imresize(I, [227 227]);

Razvrstite testno sliko z uporabo naucene mreze.

>V Comand Window vnesite in izvedite ukaze;

[YPred,probs] = classify(trainedNetwork_1,I);

imshow(I)

label = YPred;

title(string(label) + ", " + num2str(100*max(probs),3) + "%");

MreZa pravilno kategorizira novo sliko kot industrijski robot (Slika 63).

4| Figure 1 — O X
File Edit View Insert Tools Desktop Window Help ¥
DEde @ 0E kE

Industrijski Robot, 99.4%

Slika 63: Pravilna kategorizacije slike industrijskega robota
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5.4 Samostojno delo: Prenosno ucenje
5.4.1 Razvrstitev testnih slik z uporabo naucenega modela

Cilj: Preverite natan¢nost Ze nau¢enega modela na vseh testnih slikah, ki niso bile
uporabljene v procesu ucenja.

Navodila:

»  lzvedite razvrsCanje preostalih testnih slik, ki so bile med uCenjem izloCene.
»  Primerjajte napovedano oznako z dejansko.

»  ZabeleZite Stevilo pravilno in nepravilno razvr§cenih slik.

»  lzdelajte matriko zmede.

5.4.2 Priprava lastnega nabora slik za novo kategorijo

Cilj: Dodajte povsem novo kategorijo predmetov (npr. industrijski del, orodje,
komponenta) in prilagodite obstoje¢o mrezZo, da jih prepozna.

Navodila:

»  Zberite vsaj 20 slik za novo kategorijo (lahko jih fotografirate ali uporabite slike
s spleta).

»  Organizirajte slike v ustrezno mapo.

»  Uporabite obstoje€o arhitekturo (npr. SqueezeNet) in ponovno naucite mrezo
z dodatno kategorijo.

»  Testirajte, ali mreZa novo kategorijo prepozna pravilno.

5.4.3  Primerjava razli¢nih arhitektur (SqueezeNet, GoogLeNet)

Cilj: Preverite, katera arhitektura bolje razvri€a vade podatke (natan¢nost, hitrost,
velikost modela).
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Navodila;

> Naucite isti nabor slik z dvema razlicnima arhitekturama (npr. SqueezeNet in
GoogLeNet).

»  Primerjajte:
— natanénost modela,
— trajanje ucenja,
— velikost modela,
— robustnost na testnih podatkih.

Opomba:

Vsaka arhitektura ima razlicne prednosti, SqueezeNet je manjSa in hitrejSa,
GoogLeNet je natancnejsa, a vecja.

5.4.4 Uporaba funkcije classify iz ukazne vrstice

Cilj: Preverite, kako uporabiti nauteno mreZzo programsko, brez graficnega
uporabniskega vmesnika (angl. GUI), in jo vklju€iti v avtomatski sistem.

Navodila:

» NaloZite sliko iz ukazne vrstice (imread).

»  Prilagodite velikost slike (imresize).

»  Uporabite classify(trainedNetwork, 1) za napoved.
»  Prikaz rezultatov dopolnite z imshow in title.

Opomba:

Tak pristop je prvi korak k avtomatizaciji, saj omogoca uporabo mreZe v realnih
aplikacijah brez uporabniSkega vmesnika.
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6 Sklep

Skripta celovito predstavi podrocje strojnega ucenja v kontekstu inZenirstva in
povezujejo temeljne koncepte z uporabo v realnih primerih. Bralec postopoma
spoznava razlicne pristope strojnega ucenja, kot so nadzorovano ucenje,
nenadzorovano ucenje, ucenje z okrepitvijo in prenosno ucenje, ter razume njihove
posebnosti, prednosti in omejitve. Vsaka metoda je predstavljena s pomocjo
prakti¢nih nalog in primerov, ki temeljijo na resni¢nih inZenirskih problemih, kot so
klasifikacija vibracijskih signalov, napoved obrabe orodij, uravnoteZenje sistemov ter
prepoznavanje predmetov na slikah.

Poudarek je na prakticni uporabi orodij in aplikacij v okolju MATLAB, kot so
Classification Learner, Regression Learner, Reinforcement Learning Designer in
Deep Network Designer. Uporaba teh orodij omogoca Studentom, da teoreti¢ne
koncepte preizkusijo na podatkih, razvijejo lastne modele in jih ocenijo z ustreznimi
metrikami brez poglobljenega znanja programiranja. Posebno vrednost predstavlja
vkljucitev eksperimentalnih podatkov ter nalog, ki spodbujajo kriti€no razmisljanije,
raziskovanje in samostojno delo.

Skripta ne sluZijo le kot ucni pripomocek za razumevanije strojnega ucenja, temvec
tudi kot izhodiCe za razvoj uporabnih resitev v industriji. Studentom tehnikih smeri
omogocajo, da pridobijo kompetence za obvladovanje podatkovno podprtih
pristopov, ki postajajo nepogresljiv del sodobnega inZenirskega dela. Ob tem se
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razvija tudi razumevanje pomena kakovostne priprave podatkov, izbire ustreznih
modelov ter interpretacije rezultatov v lu€i tehnicnih in prakti¢nih zahtev.

Povezava med teoretiCnim znanjem in prakticno uporabo, ki jo ta skripta
vzpostavljajo, prispeva k razvoju inZenirskega razmisljanja ter pripravljenosti na
reSevanje kompleksnih nalog v industrijskem okolju. Tak pristop krepi tudi
zavedanje o pomenu umetne inteligence kot orodja za podporo odloganju,
optimizacijo in avtomatizacijo procesov Vv sodobni proizvodnji, logistiki,
vzdrzevanju in drugih inZenirskih panogah.

Vabim te, da pridobljeno znanje s podro€ja strojnega u¢enja uporabis tudi pri drugih
predmetih, projektnih nalogah ali raziskovalnem delu. Metode, ki si jih spoznal v teh
skriptih, se pojavljajo v najrazlicnejSih kontekstih, od tehnitnih in proizvodnih
sistemov do ekonomskih, okoljskih ali organizacijskih odlocitev. Povsod tam, kjer si
prizadevamo za boljSe, hitrejSe, ucinkovitejSe ali zanesljivejSe resitve, ima strojno
ucenje pomembno vlogo. Kljutno pa je, da zna$ prepoznati takSne situacije in
znanje, ki si ga pridobil, ustrezno prenesti v prakso.
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Priloge

Priloga 1

Priloga vsebuje eksperimentalne podatke o varjenju, ki vkljuujejo tok, podajalno
hitrost in izmerjeno povrsino vara. Namenjeni so analizi povezav med procesnimi
parametri in lastnostmi zvara.

Tok [A] Podajalna hitrost [cm/min.] Povrsina vara [mm”2]
65 20 5,204
75 20 5,688
85 20 5,615
95 20 12,153
105 20 12,434
115 20 11,177
125 20 9,963
135 20 10,773
145 20 19,924
155 20 24,063
65 25 4,895
75 25 6,951
85 25 7,126
95 25 8,509
105 25 10,249
115 25 12,321
125 25 11,752
135 25 9,613
145 25 14,407
155 25 17,807
65 30 3,359
75 30 4,240
85 30 5,537
95 30 5,210
105 30 7,851
115 30 6,103
125 30 6,618
135 30 8,167
145 30 11,676
155 30 16,176
65 35 2,097
75 35 2,361
85 35 3,380
95 35 9,285
105 35 5,573
115 35 4,380
125 35 4,586




Tok [A] Podajalna hitrost [cm/min.] Povrsina vara [mm”2]

135 35 6,608
145 35 9,285
155 35 9,405
65 40 2,041
75 40 2,017
85 40 2,493
95 40 3,193
105 40 4,594
115 40 7,005
125 40 7,195
135 40 8,216
145 40 10,182
155 40 11,308

Priloga 2

Priloga vsebuje podatke o obrabi orodja pri struZenju, namenjene analizi z metodami
grucenja. VKljuCujejo tako Stevilske znacilke (npr. rezalna hitrost, podajalna hitrost,
globina rezanja, Cas obdelave, trdota) kot tudi kategoricne oznake obrabe. Ta
kombinacija omogo¢a uporabo naprednih metod za raziskovanje podatkovne
strukture in prepoznavanje skupin z namenom boljSega razumevanja vpliva vhodnih
parametrov na obrabo orodja.

Fi]eifraolgta P(;](ijtar J:SIPa Globina Cas obdelave Trdota Obraba
[m/min.] [mm/vrt] rezanja [mm] [s] [HRC] orodja
100 0,08 0,25 2 56 zmerna
150 0,08 0,25 2 56 zmerna
220 0,08 0,25 2 56 zmerna
100 0,12 0,25 2 56 zmerna
150 0,12 0,25 2 56 zmerna
220 0,12 0,25 2 56 zmerna
100 0,16 0,25 2 56 zmerna
150 0,16 0,25 2 56 zmerna
220 0,16 0,25 2 56 zmerna
100 0,08 0,5 2 56 zmerna
150 0,08 05 2 56 zmerna
220 0,08 05 2 56 zmerna
100 0,12 0,5 2 56 zmerna
150 0,12 0,5 2 56 zmerna
220 0,12 05 2 56 zmerna
100 0,16 05 2 56 zmerna
150 0,16 0,5 2 56 zmerna
220 0,16 0,5 2 56 zmerna
100 0,08 0,25 4 56 zmerna
150 0,08 0,25 4 56 zmerna
220 0,08 0,25 4 56 zmerna




Rezalna Podajalna

Globina Cas obdelave Trdota Obraba

hitrost hitrost rezanja [mm] [s] [HRC] orodja

[m/min.] [mm/vrt]

100 0,12 0,25 4 56 zmerna
150 0,12 0,25 4 56 zmerna
220 0,12 0,25 4 56 zmerna
100 0,16 0,25 4 56 zmerna
150 0,16 0,25 4 56 zmerna
220 0,16 0,25 4 56 zmerna
100 0,08 05 4 56 zmerna
150 0,08 0,5 4 56 zmerna
220 0,08 0,5 4 56 zmerna
100 0,12 05 4 56 zmerna
150 0,12 05 4 56 zmerna
220 0,12 0,5 4 56 zmerna
100 0,16 0,5 4 56 zmerna
150 0,16 05 4 56 zmerna
220 0,16 0,5 4 56 zmerna
100 0,08 0,25 8 56 zmerna
150 0,08 0,25 8 56 zmerna
220 0,08 0,25 8 56 zmerna
100 0,12 0,25 8 56 zmerna
150 0,12 0,25 8 56 zmerna
220 0,12 0,25 8 56 zmerna
100 0,16 0,25 8 56 zmerna
150 0,16 0,25 8 56 zmerna
220 0,16 0,25 8 56 zmerna
100 0,08 05 8 56 zmerna
150 0,08 05 8 56 zmerna
220 0,08 0,5 8 56 zmerna
100 0,12 05 8 56 zmerna
150 0,12 05 8 56 zmerna
220 0,12 0,5 8 56 zmerna
100 0,16 0,5 8 56 zmerna
150 0,16 05 8 56 zmerna
220 0,16 05 8 56 zmerna
100 0,08 0,25 2 63 zmerna
150 0,08 0,25 2 63 zmerna
220 0,08 0,25 2 63 zmerna
100 0,12 0,25 2 63 zmerna
150 0,12 0,25 2 63 zmerna
220 0,12 0,25 2 63 zmerna
100 0,16 0,25 2 63 zmerna
150 0,16 0,25 2 63 zmerna
220 0,16 0,25 2 63 zmerna
100 0,08 05 2 63 zmerna
150 0,08 05 2 63 zmerna
220 0,08 0,5 2 63 zmerna
100 0,12 0,5 2 63 zmerna
150 0,12 05 2 63 zmerna
220 0,12 05 2 63 zmerna
100 0,16 0,5 2 63 zmerna




Rezalna Podajalna

Globina Cas obdelave Trdota Obraba

hitrost hitrost rezanja [mm] [s] [HRC] orodja

[m/min.] [mm/vrt]

150 0,16 0,5 2 63 zmerna
220 0,16 0,5 2 63 zmerna
100 0,08 0,25 4 63 zmerna
150 0,08 0,25 4 63 zmerna
220 0,08 0,25 4 63 zmerna
100 0,12 0,25 4 63 zmerna
150 0,12 0,25 4 63 zmerna
220 0,12 0,25 4 63 zmerna
100 0,16 0,25 4 63 zmerna
150 0,16 0,25 4 63 zmerna
220 0,16 0,25 4 63 zmerna
100 0,08 0,5 4 63 zmerna
150 0,08 0,5 4 63 zmerna
220 0,08 05 4 63 zmerna
100 0,12 0,5 4 63 zmerna
150 0,12 0,5 4 63 zmerna
220 0,12 05 4 63 zmerna
100 0,16 05 4 63 zmerna
150 0,16 0,5 4 63 zmerna
220 0,16 0,5 4 63 zmerna
100 0,08 0,25 8 63 zmerna
150 0,08 0,25 8 63 zmerna
220 0,08 0,25 8 63 zmerna
100 0,12 0,25 8 63 zmerna
150 0,12 0,25 8 63 zmerna
220 0,12 0,25 8 63 zmerna
100 0,16 0,25 8 63 zmerna
150 0,16 0,25 8 63 zmerna
220 0,16 0,25 8 63 zmerna
100 0,08 0,5 8 63 zmerna
150 0,08 0,5 8 63 zmerna
220 0,08 05 8 63 zmerna
100 0,12 05 8 63 zmerna
150 0,12 0,5 8 63 zmerna
220 0,12 0,5 8 63 zmerna
100 0,16 05 8 63 zmerna
150 0,16 05 8 63 zmerna
220 0,16 0,5 8 63 zmerna
100 0,08 1,2 2 56 velika

150 0,08 1,2 2 56 velika

220 0,08 1,2 2 56 velika

100 0,12 1,2 2 56 velika

150 0,12 1,2 2 56 velika

220 0,12 1,2 2 56 velika

100 0,16 1,2 2 56 velika

150 0,16 1,2 2 56 velika

220 0,16 1,2 2 56 velika

100 0,08 1,2 4 56 velika

150 0,08 1,2 4 56 velika




Rezalna Podajalna

. . Globina Cas obdelave Trdota Obraba
hitrost hitrost : .
[m/min.] [mm/vrt] rezanja [mm] [s] [HRC] orodja
4 velika
100 0,12 1,2 4 56 velika
150 0,12 1,2 4 56 velika
220 0,12 1,2 4 56 velika
100 0,16 1,2 4 56 velika
150 0,16 1,2 4 56 velika
220 0,16 1.2 4 56 velika
100 0,08 1,2 8 56 velika
150 0,08 1,2 8 56 velika
220 0,08 1.2 8 56 velika
100 0,12 1.2 8 56 velika
150 0,12 1,2 8 56 velika
220 0,12 1,2 8 56 velika
100 0,16 1.2 8 56 velika
150 0,16 1,2 8 56 velika
220 0,16 1,2 8 56 velika
100 0,08 1.2 2 63 velika
150 0,08 1.2 2 63 velika
220 0,08 1,2 2 63 velika
100 0,12 1,2 2 63 velika
150 0,12 1.2 2 63 velika
220 0,12 1.2 2 63 velika
100 0,16 1,2 2 63 velika
150 0,16 1,2 2 63 velika
220 0,16 1.2 2 63 velika
100 0,08 1.2 4 63 velika
150 0,08 1,2 4 63 velika
220 0,08 1.2 4 63 velika
100 0,12 1.2 4 63 velika
150 0,12 1,2 4 63 velika
220 0,12 1,2 4 63 velika
100 0,16 1.2 4 63 velika
150 0,16 1.2 4 63 velika
220 0,16 1,2 4 63 velika
100 0,08 1,2 8 63 velika
150 0,08 1.2 8 63 velika
220 0,08 1.2 8 63 velika
100 0,12 1,2 8 63 velika
150 0,12 1.2 8 63 velika
220 0,12 1.2 8 63 velika
100 0,16 1,2 8 63 velika
150 0,16 1,2 8 63 velika
220 0,16 1.2 8 63 velika
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The book deala with machine learning from the perspective of its
application in engineering, linking fundamental concepts with
practical application in the MATLAB environment. Four basic
approaches to machine learning are presented: supervised
learning, unsupervised learning, reinforcement learning, and
transfer learning. For each approach, basic concepts, specific use
cases, and independent work assignments are provided. Special
emphasis is placed on the use of tools such as Regression Learner,
Classification  Learner, Deep Network Designer, and
Reinforcement Learning Designer, with which students develop
models based on data derived from real engineering examples.
These include tool wear, machine vibrations, system balancing,
and object recognition. The scripts also include experimental data
sets and practical guidelines for learning, validating, and improving
models. They are intended for students of technical disciplines and
anyone who wants to learn how to use machine learning methods
to solve specific engineering problems.
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