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Globoke nevronske mreze so bile uspesno aplicirane Ze na
mnogih podrocjih obdelave slik. Uspe$nost mreze je vedno
pogojena z njeno arhitekturo, ki pogosto zahteva ro¢no
oblikovanje strokovnjaka z bogatim strokovnim znanjem. Taksen
pristop je lahko v realnem svetu zamuden, morda tudi neizvedljiv,
predvsem zaradi primanjkljaja izkusenj nacrtovalcev oz. njihovega
znanja. V tem clanku smo predstavili postopek avtomatskega
iskanja topologije globoke nevronske mreze v aplikaciji
razvrscanja slik. Iskanje ustrezne topologije smo preslikali v
optimizacijski problem, ki ga resujemo z algoritmom diferencialne
evolucije. Algoritem smo testirali nad podatkovnima zbirkama
CIFAR10 in AffectNet. Dobljent rezultati so obetavni in odpirajo
novo mlado razsikovalno podrocdje nacrtovanja globokih mrez

brez predhodnega ekspertnega znanja.
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Deep neural networks have already been successfully applied in
many areas of image processing. The success of a network is
always conditioned by its architecture, which requires manual
design with expert knowledge. In the real world, such an
approach can be time-consuming, perhaps even unfeasible,
mainly due to the lack of experience of users or of their
knowledge. In this paper, we presented the process of
automatically finding the topology of a deep network in an image
classification application. We mapped the search for a suitable
topology into an optimization problem, which is solved using the
differential evolution algorithm. We tested the algorithm on the
CIFAR10 and AffectNet datasets. The obtained results are
promising and open up a new young research field of designing
deep networks without prior expert knowledge.
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1 Uvod

Globoke nevronske mreze (angl. Deep Neural Networks - DNN), ki so temelj
globokega ucenja (cite), so se v zadnjih letih izkazale uspesne pri razlicnem naboru
aplikacij, kjer so najvec¢ uporabljene pri razvrscanju slik (He, 2016) (Huang, 2017),
procesiranju naravnega jezika, prepoznavanju govora (Zhang, 2017) in drugih.
Njihova pomembna lastnost je sposobnost prepoznavanja in ucenja pomembnih
lastnosti vhodnih podatkov, brez predhodnega ro¢nega oblikovanja znacilnic. V
splosnem uspesnost DNN pogojujeta dva vidika in sicer zasnova arhitekture ter
pripadajoc¢e uteZi. Sele ko sta oba hkrati v optimalnem stanju, lahko pri¢akujemo
obetavno delovanje DNN. Optimalne utezi se pogosto pridobijo s postopkom
ucenja: z uporabo zvezne funkcije izgube za merjenje razlik med dejanskim in
zelenim izhodom, nato pa se za minimiziranje izgube pogosto uporabljajo algoritmi,
ki temeljijo na gradientnem spustu. Ko je izpolnjen pogoj za zakljucek ucenja, ki je
obi¢ajno Stevilo ucnih iteracij, lahko algoritem pogosto najde dober nabor utezi
(LeCun, 2015). Taksen postopek je v praksi zelo priljublijen predvsem zaradi
ucinkovitosti in se ga najve¢ uporablja za optimizacijo utezi, ceprav gre zgolj za
algoritme lokalnega iskanja. Po drugi strani pa iskanje optimalnih arhitektur ni
mogoce neposredno formulirati z zvezno funkcijo, ne obstaja pa tudi eksplicitna

funkcija za merjenje procesa iskanja optimalne arhitekture.

Obetavne arhitekture, ki dosegajo dobre rezultate vecinoma razvijejo strokovnjaki z
obsirnim domenskim strokovnim znanjem. Primer taks$nih arhitektur so npr. VGG
(Zisserman, 2015), ResNet (Sun, 2015) in DenseNet (Weinberger, 2018). Vse
omenjene modele konvolucijskih nevronskih mrez (angl. Convolutional Neural
Networks - CNN) so roc¢no zasnovali raziskovalci z bogatim znanjem s podrocja
nevronskih mrez in obdelave slik. Pogosto se dogaja, da v praksi vecina konénih
uporabnikov nima tak$nega znanja. Poleg tega so arhitekture DNN/CNN pogosto
odvisne tudi od resevanega problema. Ce se porazdelitev vhodnih podatkov
spremeni, je treba arhitekturo ustrezno spremeniti. Proces iskanja arhitektur
globokih mrez (angl. Neural Architecture Search - NAS), katerega cilj je
avtomatizacija nacrtovanja arhitekture globokih nevronskih mrez, je opredeljen kot
obetaven nacin za resevanje zgoraj navedenih izzivov. Matemati¢no lahko NAS

modeliramo kot optimizacijski problem:

argmin(AeA) = F(A; Duéna' Duspeénost) (l>
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V enacbi (1) je A iskalni prostor vseh potencialnih arhitektur, I'( ) pa meri

uspesnost posamezne arhitekture, ki je naucena z u¢no mnozico Diygip.

Naceloma je NAS tezek optimizacijski problem, postavljen pred vec¢ izzivov, kot so
kompleksne omejitve, diskretne predstavitve, dvonivojske strukture, racunske
zahtevnosti in Stevilna nasprotujoca si merila. Algoritmi NAS se nanasajo na
optimizacijske algoritme, ki so posebej zasnovani za u¢inkovito in uspesno resevanje

problema, ki ga predstavlja enacba (1).

NAS algoritme lahko glede na uporabljen optimizacijski algoritem delimo v 3
kategorije:

— Algoritmi, ki temeljijo na ucenju z okrepitvijo (angl. Reinforcement
Learning -LR) (Kaelbling, 1996),

—  Algoritmi, ki temeljijo na gradientu in

—  Evolucijski algoritmi (Back, 1997).

Algoritmi, ki uporabljajo RL, pogosto zahtevajo ogromno grafi¢nih kartic Zze za
preprostejse probleme razvrscanja slik. Algoritmi, ki temeljijo na gradientu, so sicer
bolj ucinkoviti od algoritmov, ki temeljijo na RL, vendar pogosto najdejo slabse
arhitekture zaradi neustreznega razmerja skaliranja za optimizacijski algoritem.
Dodatno je pri nacrtovanju teh algoritmov potrebno zZe precej ekspertnega znanja
za ucinkovito resevanje problema. V tretjo skupino spadajo pa evolucijski algoritmi,
ki temeljijo na populaciji resitev in simulirajo razvoj vrste ali obnasanje populacije v
naravi. Sposobni so poiskati resitev problema tudi kadar matematicna oblika
kriterijske funkcije ni na voljo. Ta skupina algoritmov ja za problem NAS sicer zelo

zanimiva, vendar je podobno kot pristop z RL precej racunsko pozresna.

V zadnjih nekaj letih se v literaturi pojavlja kar nekaj pristopov na¢rtovanja arhitektur
globokih mreZ z uporabo evolucijskih algoritmov na razlicnih podrocjih, kar
nakazuje na ocitno pomanjkanje ekspertnega znanja. V tem ¢lanku bomo predstavili
algoritem diferencialne evolucije (angl. Differential Evolution - DE), ki spada v
skupino evolucijskih algoritmov. Uporabili ga bomo za iskanje optimalne arhitekture
CNN za izbran problem razvrscanja slik. Pri tem ne bomo uporabljali domenskega

ckspertnega znanja.
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2 Diferencialna evolucija

Diferencialna evolucija (DE) je stohasti¢ni populacijski algoritem, ki se uporablja za
resevanje zveznih in tudi diskretnih problemov (Mlakar, 2017) (Brest, 2000).
Navkljub svoji enostavnosti je izredno ucinkovit pri reSevanju realnih problemov.
Temelji na matematicnem modelu, ki uporablja razlike vektorjev. DE algoritem
razvija in spreminja populacijo vektorjev skozi generacije, pri cemer gre vsak vektor
skozi niz evolucijskih operatotjev, vkljuéno z mutacijo, ktizanjem in selekcijo.
Populacijo v okviru algoritma DE lahko matemati¢no zapisemo kot (Mlakar U. ,
2019):

@ _ (,.@ @ . _
x;7 = (x(i,l)' ...,x(i,D)),za i=1,..,Np, @)

kjer je D dimenzija reSevanega problema, Np je pa velikost populacije. Algoritem
DE v prvem koraku izvede operator mutacije, nato pa mutiran vektor kriza.
Predlaganih je bilo ze precej razlicnih mutacij, vendar se v algoritmu DE
najpogosteje Se vedno uporablja metoda “rand/1”, ki jo matemati¢no definiramo
kot (Mlakar U. , 2019):

vi(g) = xﬁf) + F (xﬁzg) - xﬁf)). 3

Venacbi 3)sor 1,7 ,inT 3 naklju¢no generirane celostevilske vrednosti na

intervalu
@

i

[1, Np], F je skalirni faktor na intetvalu [0,1], v
(9.

mutiran vektor v;7’je v drugem koraku kriZzan z originalnim vektorjem xl-(g) , kjer

pa je mutiran vektor. Dobljen

kot rezultat dobimo poskusni vektor. Krizanje matematicno zapisemo kot (Mlakar
U., 2019):

@ Ui(?),éerand(o'l) < Cralij = jrana,
ui“‘} =1 )] Y
) xig ,sicer.
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V enacbi (4) je vetjetnost krizanja Cr definirana na intervalu [0,1]. Dodatni pogoj
(@
od

J = Jrana- Ket je jrana = rand(0, D), zagotavlja, da bo poskusni vektor u;
originalnega razlien vsaj v enem elementu. S tem preprecimo izdelavo enakih
posameznikov in posledi¢no ne izgubljamo casa z ocenjevanjem resitve, ki smo jo
ze ocenili. V zadnjem koraku evolucijskega procesa poskusni vektor tekmuje z
originalnim v postopku selekcije. Vektor, katerega funkcija uspesnosti je boljsa, je
izbran za prezivetje v naslednjo generacijo. Matemati¢no operator selekcije zapiSemo

kot (Mlakar U. , 2019):

g _ (utef (1) < 7 (=),
Xi - @

i )

)

X sicer.

3 Algoritem diferencialne evolucije za reSevanje problema NAS

Najvedji izziv pri uporabi evolucijskih algoritmov za resevanje problem kot je NAS,
je ucinkovita in smiselna predstavitev posameznika v populaciji. V literaturi so
pojavljata predvsem dva nacina, in sicer predstavitev na podlagi plasti, ter
predstavitev na podlagi blokov. Pri prvem so osnovni elementi v kodirnem prostoru
kodiranja osnovne plasti, kot so npr. kovolucijske ali polno povezane. Pri tem nacinu
se pojavlja tezava ogromnega iskalnega prostora, saj poskusamo zakodirati veliko
kolic¢ino informacij. Skoraj zagotovo bom s tem kodiranjem porabili tudi ve¢ ¢asa,
da najdemo primerno resitev, predvsem zato, ker je tezje sestaviti dobro delujoco
DNN/CNN zgolj z osnovnimi sloji. S takim kodiranjem zagotovo ne moremo
poiskati oz. najti mreze, ki je po topologiji podobna Resnet-u. Pri drugem nacinu
kodiranja, pa so osnovni gradniki v iskalnem prostoru bloki, ki so se Ze izkazali kot
primerni v drugih tipih mrez. S tem nac¢inom kodiranja sicer lahko pohitrimo
postopek iskanja optimalne mrezZe, vendar potrebujemo Ze nekaj ekspertnega znanja,
saj moramo izbrati tak$ne bloke, ki bodo ustrezali reSevanemu problemu. V tem delu

smo izbrali srednjo pot, kjer smo kombinirali obe predstavitvi.

Vsaka resitev v populaciji algoritma DE predstavlja globoko arhitekturo, ki jo je
potrebno ustrezno preslikati iz iskalnega prostora v prostor resitev. To preslikavo
naredimo z ustreznimi preslikovalnimi funkcijami, s katerimi zagotovimo pravilnost
zapisa arhitekture in jo s tem pripravimo na ucenje. Delovanje preslikovalnih funkcij

je determinsti¢no, saj se dolocena vrednost v dolocenih mejah iz iskalnega prostora
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vedno preslika v enak sloj. Vsak sloj nosi s seboj v prostoru resitev tudi dodatne
informacije, ki so potrebne za pravilno preslikavo. Globina arhitekture mreze je

odvisna od dimezije resitve v iskalnem prostoru.

Vsaka dimenzija torej predstavlja gradnik mreze, ki je lahko osnovni sloj ali pa

sestavljen blok. V tem delu smo uporabili naslednje osnovne sloje:

—  Konvolucijski sloj,

— Polno povezan sloj (angl. Fully-Connected layer) in
—  Zdruzevalni sloj (angl. Pooling layer),

— Izpustni sloj (angl. Dropout layer) ter

naslednje bloke:

— Rezidualni blok (angl. Resnet Block), kot je uporabljen v ResNet arhitekturi

mn

— Gost blok (angl. Dense Block), kot je uporabljen v DenseNet arhitekturi.

Konvolucijski sloj ima v prostoru resitev dodano $tevilo uporabljenih filtrov, polno
povezan sloj nosi informacije o $tevilu nevronov ki jih vsebuje, zdruzevalni sloj pa
definira Se tip zdruzevanja (maksimalno ali povpre¢no). Izpustni sloj nosi
informacije o odstotku povezav, ki jih bo ignoriral. Oba uporabljena bloka sta zaradi
manjSanja velikosti iskalnega prostora in posledicno racunske zahtevnosti

nespremenljiva.
4 Eksperimentalno okolje

V tem poglavju bomo opisali eksperimentalno okolje, v katerem so tekli vsi
cksperimenti v okviru tega dela. Za testiranje predlaganega algoritma DE za iskanje
optimalnih globokih arhitektur, smo uporabili podatkovni zbirki CIFAR10 (Hinton,
2009) in AffectNet (Mollahosseini, 2019). Podatkovna zbirka CIFAR10 se pogosto
pojavlja pri validaciji rezultatov globokih mrez, ne glede na izbran pristop gradnje
mreze. Vsebuje 60000 slik, ki jih je mozno razvrstiti v 10 razredov. Vsaka slika je
velikosti 32 x 32 slikovnih elementov v barvnem prostoru RGB. Na drugi strani pa
podatkovna zbirka Affectnet vsebuje priblizno 440000 slik, ki vsebuje slike obraznih
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izrazov, ki jih je mozno razvrstiti v 8 razredov. V tej podatkovni zbirki so slike velike
96 x 96 slikovnih elementov, tudi v barvnem prostoru RGB.

Slika 1: Vzorci slik iz podatkovne zbirke AffectNet.

Vir: lasten

Za potrebe validacije predlaganega algoritma na problemu NAS smo podatkovno
zbirko razdeliti na u¢no in testno mnozico. CIFAR10 ima sicer ti mnozici ze strogo
definirani, kjer se v u¢ni mnozici nahaja 50000 slik, v testni pa 10000. Pri podatkovni
zbirki AffectNet smo delitev morali narediti sami. Razdelitev smo opravili v razmerju
90 % za u¢no mnozico in 10 % za testno. Razdelitev smo naredili na nivoju Stevila
obraznih izrazov. Dodatno smo pri delitvi zagotovili, da se slike, ki so bile izbrane
za u¢no mnozico, niso pojavile hkrati e v testni. Za potrebe ucenja in zagotavljanja
generalizacije naucene mreze, smo dodatno iz u¢ne mnozice izvzeli 20 % podatkov,
ki smo jih uporabili za validacijsko mnozico. Ta se je uporabljala za ovrednotenje
kriterijske funkcije, ko je arhitektura koncala z ucenjem na ucni mnozici po
doloc¢enem stevilu epoh. Ko je algoritem zakljucil z iskanjem, smo najboljso najdeno
arhitekturo testirali na testni mnozici. Uspesnost razvrscanja nad testno mnozico je

tudi kon¢ni rezultat najdene mreze.

Parametre algoritma, kot so velikost populacije, stevilo generacij, zacetna dimenzija
problema, Stevilo epoh in velikost paketa smo nastavljali eksperimentalno. Hkrati
smo spreminjali tudi dovoljene gradnike v arhitekturah. Za uéni algoritem smo
izbrali algoritem Adam s privzetimi nastavitvami v knjiznici Keras. Ker gre za
racunsko tezek problem, smo algoritem, napisan v programskem jeziku python,
prilagodili za izvajanje na superracunalniku Vega, kjer smo poskrbeli za socasno

ovrednotenje celotne populacije na trenutno razpolozljivih virih.
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5 Rezultati

V tem poglavju bomo predstavili rezultate eksperimentalnega dela. Cilj
eskperimentov je bil pokazati, da je mozno z algoritmom DE najti smiselne
arhitekture za izbran problem razvrscanja slik, brez posredovanja ekspertnega znanja
iskalnemu algoritmu. Dodatno smo zeleli $e preveriti, kako velikost u¢ne mnozice
vpliva na uspesnost iskanja optimalne arhitekture. Ker spada algoritem DE med
stohasti¢ne algoritme, smo ga za vsako kombinacijo parametrov zagnali 5 krat. V
Tabeli 1 so zbrani rezultati za podatkovno zbirko CIFAR10, v Tabeli 2 pa rezultati
za AffectNet. Stolpec gradniki v obeh tabelah opisuje dovoljene sloje in bloke v
zagonu algoritma. V zadnjih dveh stolpcih je zapisana povprecna napaka razvrscanja
in standardni odklon petih zagonov nad validacijsko in testno mnozico. Naj Se
poudarimo, da se je algoritem pri dolocenih kombinacijah parametrov ujel v lokalni

optimum, zato teh rezultatov ne poroc¢amo.

Tabela 1: Rezultati algoritma DE nad podatkovno zbirko CIFAR10.

Gradniki!

v

mnoZice

Vel. paketa

P,C,S,D,F,B 2099 (33) | 744 (23)
P,C,S,D,F,B R 0.4 40 100 128 | 2475 (24) | 9,56 (14)
P,C,D,F,B 20 | 20 0.4 40 50 64 | 1999 3,6) | 1053 (2,7)
IO NONN 20 | 20 0.4 30 100 128 | 21,79 (55) | 935 (33)
P,C,D,F,B 20 | 20 0,8 40 100 128 | 152(43) | 9,04(206)
P,C,D,F,B 20 | 20 0,3 50 100 128 | 174(61) | 10,79 (1,1)
P,C,D,F,B 20 | 20 0,8 60 100 128 | 1532(2,1) | 946 (0,8)
P,C,D,F,B 20 | 20 0,8 70 100 128 | 1744 (3,8) | 11,61 (2.2)
P,C,S,D,F,B R 0,8 20 100 128 | 19839 | 9,64 (1,6)
IORIIN: M 20 | 20 1 30 10 128 | 3859(5,8) | 14,63 3A4)
P,S,F,B 20 | 30 1 10 50 64 | 12,44 (1,6) | 8,3 (0,4)
P,S,F,B 20 | 40 1 10 10 128 | 259 (31) | 10,57 (2.2)
P,S,F,B 20 | 40 1 10 10 64 | 2093 (34) | 929 (1)
P,S,F,B 20 | 40 1 15 10 128 | 2734 (13) | 12,62 (2.2)
P,S,F,B 20 | 40 1 15 30 128 | 16,25 (4,3) | 10,25 (2,5)
P,S,F,B 20 | 40 1 15 30 256 | 2427 39) | 11,94 3,1)

! P-Zdruzevalni sloj; C-Konvolucijski sloj; F-Polno povezan sloj; D-Izpustni sloj; S-Rezidualni blok; B-Gost blok
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Tabela 2: Rezultati algoritma DE nad podatkovno zbirko AffectNet.

Gradniki

% ucne
mnozice
Vel. paketa

P,S,F,C,D 33,02 24) | 5235 (33)
P,S,F,B 10 256 | 34,10 (3,8) | 56,68 (4,1)
P,S,F,B 10 10 128 | 29,18 (5,2) | 50,55 (2,4)

o

Iz Tabele 1 lahko razberemo, da dobimo najbolj$i rezultat, ko se uporabljamo
pretezno enostavne sloje in celotno podatkovno zbirko v procesu ucenja. Tukaj smo
dosegli najnizjo napako pri 8,3 %. V tem primeru je imel algoritem tudi ve¢ ¢asa za
samo optimizacijo s 600 ovrednotenji kriterijske funkcije, kar pa sicer v splosnem ne
zagotavlja boljsih rezultatov. Ugotovili smo tudi, da velikost u¢ne mnozice nima
vecjega vpliva na rezultate, saj so napake razvrscanja pri vseh variantah velikosti zelo
podobne (< 2 %), se pa racunska zahtevnost zagotovo zmanjsa. V literaturi najboljse
metode iz druzin evolucijskih algoritmov na podatkovni zbirki CIFAR10 dosegajo
napake manjse tudi od 5 %, kjer pa z dolo¢enimi omejitvami algoritma manjsajo
iskalni prostor. S tem seveda tudi vnasajo ekspertno znanje v reSevanje problema,

¢emu smo mi skusali izogniti.

Na podatkovni zbirki AffectNet smo dosegli najnizjo napako razpoznave pri 50,55
%, na priblizno 19 % ucnih podatkov. Pri ve¢jih velikostih u¢ne mnozice, se je
algoritem velikokrat ujel v lokalni optimum, prav tako se je vecala racunska
zahtevnost. V literaturi se za to zbirko rezultati najboljsih metod gibljejo pod 40 %
napake, kjer so pa izbrane arhitekture vedno ro¢no nacrtovane (Zhang, 2017). Glede
na velikost uporabljene u¢ne mnozice, je na$ rezultat na tej podatkovni zbirki

sprejemljiv.
6 Zakljucek

V clanku smo predstavili algoritem diferencialne evolucije za iskanje optimalnih
topologij globokih nevronskih mrez na problemu razvr§canja slik. Algoritem smo
preizkusili nad dvema podatkovnima zbirkama za razvrascanje slik. Rezultati so

pokazali, da je mozno z uporabo evolucijskega algoritma razviti oz. poiskati globoko
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mrezo, ki dosega primetljive rezultate s stanjem tehnike brez uporabe poglobljenega
ekspertnega znanja.

V prihodnosti bomo algoritem preizkusili se na drugih podatkovnih zbirkah, ga
skusali izboljsati v smislu racunske zahtevnosti, kjer bi lahko uporabili prenosno
ucenje. Med drugim bomo $e poskusali optimizirati parametre u¢nega algoritma, ki

ima velik vpliv na potek ucenja.
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