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Z razvojem umetne inteligence in strojnega ucenja ter vse pogostejSo integracijo v
programske resitve, postaja eden izmed klju¢nih vidikov zagotavljanje zanesljivosti in
kakovosti napovednih modelov strojnega ucenja. Kljub napredku se Stevilni projekti, ki
vkljucujejo inteligentne komponente soocajo z neuspehi zaradi pomanjkljivega testiranja
in neustrezne integracije v produkcijska okolja. Pogosti razlogi za neuspeh vkljucujejo
slabo integracijo modelov v informacijske sisteme, pomanjkljivo testiranje in odsotnost
sistematicnega nadzora kakovosti modelov. Klju¢no vlogo pri uspesnosti modelov ima
kakovost vhodnih podatkov — napacni, nepopolni ali pristranski podatki zmanjsajo
robustnost napovedi in posledi¢no zaupanje uporabnikov. Pomemben izziv predstavlja
tudi pojav spremembe porazdelitev vrednosti podatkov, ki lahko vodi v postopno
degradacijo modela. Te izzive naslavlja MLOps pristop, ki zdruzuje pristop DevOps z
znacilnostmi razvoja in upravljanja napovednih modelov strojnega ucenja. MLOps
omogoca avtomatizacijo, ponovljivost, transparentnost in nadzor celotnega zivljenjskega
cikla napovednih modelov. Kljuéni gradniki vkljucujejo verzioniranje podatkov in
modelov, validacijo, avtomatizirano ponovno ucenje ter sprotno spremljanje uspesnosti
delovanja v produkciji. V prispevku so ti vidiki osvetljeni skozi $tudijo primera Airly

platforme, ki predstavlja celovit primer MLOps podpore.
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1 Uvod

V zadnjem desetletju je razvoj umetne inteligence (angl. Artificial Intelligence, Al) in strojnega ucenja (angl.
Machine Learning, ML) povzrocil pomembne premike na $tevilnih podrocjih, kot so medicina, industrija, finance
in transport. Kljub temu pa $tevilni AI/ML projekti v praksi ne dosegajo pri¢akovanih rezultatov in pogosto ne
uspejo preiti iz raziskovalne faze v produkcijska okolja. Raziskave kazejo, da do 85 % projektov na podrocju
umetne inteligence ne uspe doseci trajne implementacije ali Zelenih poslovnih uc¢inkov. Glavni vzroki neuspeha so
pogosto povezani z neustrezno integracijo modelov v obstojece informacijske sisteme, pomanjkljivim testiranjem
in odsotnostjo sistemati¢nega nadzora kakovosti modelov v realnem casu [1].

Posebna znacilnost inteligentnih sistemov je izrazit vpliv kakovosti vhodnih podatkov na ucenje in posledi¢no tudi
na uspesnost napovedovanja modelov. Napacni, nepopolni ali pristranski podatki lahko pomembno poslabsajo
uspesnost in robustnost napovednih modelov, kar vodi v nezanesljive rezultate in zmanjSano zaupanje
uporabnikov [2]. Pogosto se modeli sooc¢ajo s tudi pojavom spremembe porazdelitve vrednosti podatkov (angl.
data drift). To je pojav pri katerem se s ¢asom spreminjajo porazdelitve vrednosti vhodnih podatkov ali razmerja
med vhodnimi in izhodnimi znacilnicami. Brez ustreznega nadzora in prilagajanja lahko taksne spremembe
povzrocijo postopno degradacijo napovedne uspesnosti modela, kar lahko pripelje do napac¢nih odlo¢itev ter
posledi¢no do financnih izgub [3].

Kot odziv na te izzive se razvija praksa MLOps, ki zdruzuje metodologije DevOps z znacilnostmi razvoja in
vzdrzevanja ML modelov, s ciljem povecanja stopnje avtomatizacije, nadzora kakovosti in zanesljivosti napovednih
modelov. MLOps omogoca avtomatizacijo in standardizacijo procesov ter zagotavlja transparentnost, ponovljivost
in zanesljivost celotnega zivljenjskega cikla ML sistemov [4]. Klju¢ne komponente MLOps vkljucujejo upravljanje
verzij modelov in podatkov, avtomatizirane postopke za ponovno ucenje modelov, validacijo in testiranje

podatkov ter neprekinjeno dostavo in spremljanje delovanja modelov kot tudi kakovosti vhodnih podatkov v
produkcijskih okoljih.

V prispevku podrobneje obravnavamo kljuéne izzive in reitve za zagotavljanje kakovosti napovednih modelov z
vidika MLOps praks. Posebno pozornost namenjamo predvsem validaciji, testiranju in nadzoru podatkov,
verzioniranju modelov in podatkov ter tehnikam spremljanja modelov v produkcijskih okoljih. Za ilustracijo
prakticne uporabe predstavljamo studijo primera platforme Aitly, ki vkljucuje celovito MLOps podporo za vse
kljuéne korake v ciklu neprekinjenega ucenja napovednih modelov in zagotavljanja njihove zanesljivosti v realnem

casu.

2 Neprekinjeno ucenje

V klasicnem programskem inzenirstvu koncni izdelek obicajno predstavlja staticno razlicico programske resitve. V
nasprotju s tem pa so napovedni modeli strojnega ucenja dinami¢ni, njthova napovedna uspesnost pa se pogosto
degradira skozi ¢as zaradi sprememb porazdelitev vrednosti v podatkih, poslovnih pravilih, sprememb v vedenju
uporabnikov ali sprememb v okolju. Taksne spremembe zahtevajo neprekinjen nadzor podatkov, posodabljanje
napovednih modelov, v mnogih primerih pa tudi ponovno ucenje ali do-ucenje modelov. Neprekinjeno ucenje
(angl. Continuous Learning) v kontekstu produkcijskih ML sistemov pomeni vzpostavitev avtomatiziranega
sistema, ki vkljucuje zajem in verzioniranje podatkov, validiranje in testiranje podatkov, ponovljivost in sledenje
eksperimentom, ovrednotenje in verzioniranje napovednih modelov, namestitev v produkcijo ter nadzorovanje
delovanja modelov v realnem casu.

Celoten cikel mora biti ponovljiv, sledljiv in kar se da avtomatiziran, kar predstavlja temelj sodobnih MLOps praks.
Taksen pristop omogoca, da modeli ostanejo posodobljeni, prilagojeni trenutnim razmeram in kar se da zanesljivi
za uporabo v realnih okoljih. Slika 1 prikazuje klju¢ne korake strategije neprekinjenega ucenja, ki so temelj sodobnih
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MLOps pristopov. Namen taksne strategije je zagotoviti, da napovedni modeli ohranjajo svojo kakovost tudi po
implementaciji v produkcijsko okolje, kjer se podatki in ostali dejavniki pogosto spreminjajo.

Proces se zacne z belezenjem podatkov o interakciji uporabnikov z aplikacijo (tocka 1), kjer se zbirajo vhodni
podatki, napovedi modela in povratne informacije. T1 podatki se nato periodi¢no pregledajo (tocka 2) z namenom
preverjanja sprememb v porazdelitvi vrednosti podatkov ali sami strukturi podatkov.

Ko sistem zazna pomembne spremembe ali padec napovedne uspesnosti modela, se sprozi proces (ponovnega)
ucenja (tocka 3). To vkljucuje pripravo in verzioniranje nove (posodobljene) verzije podatkovne zbirke (tocka 4),
kar je kljuéno za zagotavljanje ponovljivosti eksperimentov in sledljivosti spremembam. Zatem sledi lokalno
ovrednotenje posodobljenega napovednega modela (tocka 5), pri ¢emer se nova razlicica modela primerja z
obstojeco glede na izbrane metrike napovedne uspesnosti. Ce novi model dosega boljse rezultate, se namesti
oziroma posodobi v produkcijskem okolju (tocka 6). V okviru MLOps se pri tem uporabi infrastruktura za
avtomatizirano testiranje, sledenje modelov in nadzorovanje njihovega vedenja v realnem casu. Sistem lahko tako
neprekinjeno spremlja napovedno uspesnost modela in pravocasno zazna morebitno degradacijo, kar omogoca
proaktivno vzdrzevanje kakovosti napovedne uspesnosti ML modelov.
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Slika 1: Primer strategije neprekinjenega ucenja napovednega modela.

2.1. MLOps

MLOps je skovanka za ML operacije (Ops) in razvoj (Dev), kjer se aplicirajo DevOps prakse na ML metode.
DevOps je skupek metod, ki zaznavajo spremembe v programski opremi in upravljajo zanesljivost drugih orodij,
ki so s tem povezane. Neprekinjena integracija in neprekinjena dostava uporablja vrsto strategij za zagotovitev, da
so izdaje programske opreme hitrejse in zanesljivejse. MLOps metoda vkljucuje v proces programskega razvoja
tudi ML modele. MLOps proces integrira ML znacilnosti z DevOps koncepti, s ¢imer se omogoci avtomatska
namestitev in ucinkovito nadzorovanje ML modelov v ¢asu razvoja. MLOps sisteme sestavljajo 3 glavne
komponente, in sicer: model, koda in podatki. Proces MLOps pa nam omogoca tudi enostavnejse nadzorovanje
in upravljanje vecjega Stevila napovednih modelov [5].
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Kljucen dejavnik, ki ima velik vpliv na napovedno uspesnost ML modela, so podatki. Zaradi napak ali anomalij, ki
se lahko pojavijo v podatkih, se morajo ti filtrirati in procesirati preden so uporabljeni za ucenje napovednih
modelov. V samem procesu ucenja napovednega modela so vkljuceni tudi konvencionalni integracijski testi in
testi enot. Validacija in analiza ovrednotenja napovedne uspesnosti modela je nujno potrebna za preverjanje
delovanja klju¢ne funkcije modela - napovedovanja. Ko model prestane faze ovrednotenja napovedne uspesnosti
ter vse integracijske teste in teste enot, se ga namesti v testno okolje, ki simulira delovanje produkcijskega okolja
[5]. Grajenje ali ucenje napovednega modela zahteva ve¢ komponent, med klju¢ne pa spadajo: podatkovna zbirka
namenjena za ucenje, izbrane metrike napovedne uspesnosti, izbran algoritem strojnega ucenja, vrednosti
hiperparametrov algoritma strojnega ucenja in podatkovna zbirka namenjena za ovrednotenje napovedne
uspesnosti (testiranje) naucenega modela. Ze samo $tevilo komponent, ki sestavlja proces gradnje, je pomemben
razlog zakaj je vpeljava MLOps procesa velik izziv. Kompleksnost posameznih komponent pa proces samo $e
otezi [0].

Modeli, ne glede na uporabljen algoritem, so lahko samo le tako »dobri« kot so »dobti« uéni podatki. Razli¢ni
dejavniki lahko povzrocijo, da so podatki neuporabni za namen ucenja napovednih modelov, med klju¢ne pa
spadajo nepopolnost, nenatanc¢nost in nekonsistentnost podatkov. V ta namen se podatki v procesu MLOps
validirajo, testirajo in predprocesirajo. Omenjeni koraki zajemajo pregled distribucije vrednosti podatkov, ¢is¢enje,

zapolnjevanje manjkajocih vrednosti, transformacija v drugacno obliko, filtriranje, vzorcenje, itd. [6].

Modeli morajo biti tudi testirani oz. ovrednoteni. To je proces, v katerem preverjamo tudi, ali model sploh dela to,
kar bi naj in kako dobro to delo opravlja. Ovrednotiti ga je potrebno v kontekstu njegovega delovanja, pri ¢emer
moramo imeti moznost primerjave z necim, kar je obstajalo pred modelom — ali prejsnja verzija modela ali resitev
na podlagi pravil, da lahko preverimo kaj bi bil rezultat, ¢e bi nov model zamenjal prej$njo resitev. Pri tem je
pomembna tudi izbira primerne metrike s katero bomo ocenili in primerjali razlicne modele glede na dan problem,
ki ga resujejo. Da preverimo sposobnost generalizacije (sposobnosti posplositve znanja) modela, mora biti metrika

izracunana na podlagi podatkovne zbirke, ki ni bila uporabljena v procesu ucenja napovednega modela [6].

2.2. Verzioniranje in ponovljivost eksperimentov

Verzioniranje in ponovljivost eksperimentov naslavljata dve razliéni potrebi in sicer potrebo, da imajo podatkovni
znanstveniki moznost vracanja na razliéne verzije modelov ter da bodo v neki tocki razvoja, podatkovni
znanstveniki skoraj zagotovo morali poustvariti pogoje, ki so vodili do posodobljene razli¢ice napovednega
modela, tudi nekaj let po dejanski namestitvi. Predvsem slednja sluzi za namen primerjave novo razvitih

napovednih modelov s predhodnimi.

Verzioniranju je sicer do dolo¢ene mere ze zadosc¢eno, v kolikor vse temelji na programski kodi, pri ¢emer so v
uporabi orodja za verzioniranje programske kode. Seveda, pa je tipi¢no za namen uspesne poustvaritve pogojev
potrebno poskrbeti tudi za verzioniranje podatkovnih zbirk, ki so v nekem trenutku bile uporabljene za ucenje
napovednega modela. Taksno poustvaritev pogojev z drugimi besedami imenujemo tudi ponovljivost
eksperimentov in je ena izmed klju¢nih lastnosti MLOps paradigme. Torej v vsaki tocki v razvoju, ko podatkovni
znanstveniki ustvarijo (naucijo) model, ki uspesno resuje problem, je potrebno zagotoviti, da je model mogoce
poustvariti. V namen zagotovitve je potrebno zadostiti $tevilnim vidikom. Prvi je zagotovitev, da so predpostavke
podatkovnih znanstvenikov zabeleZene. Na ta nacin poskrbimo, da lahko drug podatkovni znanstvenik brez tezav
poustvari katerikoli eksperiment, brez dodatnih informacij. Drug vidik je vpliv naklju¢nosti. Mnogi algoritmi
strojnega ucenja kot tudi sami procesi znotraj razvoja, kot je na primer naklju¢na razdelitev podatkovnih zbirk,
uporabljajo psevdo-naklju¢na Stevila. Da lahko natan¢no reproduciramo eksperiment, moramo imeti kontrolo tudi
nad temi $tevili. To najveckrat kontroliramo z nastavljanjem fiksne vrednosti semena (angl. seed) v generatotju
stevil. S stalisca podatkov, kot omenjeno potrebujemo podatke v obliki kot so bili v tistem ¢asu. Prav tako ne
smemo zanemariti raznih nastavitev metod ali algoritmov, ki so uporabljeni v celotnem procesu. Tudi te je
potrebno skrbno shranjevati saj lahko zgolj na tak nacin zagotovimo ponovljivost eksperimentov. Za namen
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primerjave napovednih uspesnosti posameznih verzij napovednih modelov je potrebno belezenje oz. shranjevanje
tudi teh. Nepresenetljivo tudi razlicne implementacije enakega modela vodijo v razliéne modele, ki lahko nato v
doloc¢enih primerih ob istih vhodnih podatkih vrnejo napovedi, ki so si med seboj razlicne. In nenazadnje je
potrebno tudi zagotoviti enako izvajalno okolje. Ze nekoliko razliéne verzije Python knjiznic lahko vodijo v
drugacne rezultate, kar pa je tezko napovedati in nadzorovati [6].

Verzioniranje modelov je pomemben vidik MLOps, ki omogoca, da modelom sistemati¢no sledimo in jih
nadziramo. Uporaba verzioniranja modelov je nujna za zagotavljanje ponovljivosti, nadzorovanja posodobitev ali
sprememb in izvedbo vrnitve na predhodno verzijo (angl. rollback). Poznamo razli¢ne strategije poimenovanja
verzij modela, kot je semanti¢no verzioniranje, ki uporablja shemo za stevilko verzije (npr. major.minor.patch) ali
pa se uporablja strategija z uporabo metapodatkov, ki vkljucujejo razlicne podrobnosti o modelu, kot je arhitektura,
ucni podatki in hiperparametri. Slednji pristop, ki je tudi med bolj uporabljanimi, v ta namen uporablja t.i. register
modelov. Register modelov sluzi kot odlozisce vseh prej omenjenih informacij oz. podatkov, ki so potrebni za
uspesno reproduciranje nekega eksperimenta [7]. Ena izmed bolj popularnih odprtokodnih resitev je kot je
MLFlow, ki ponuja centralizirano orodje za shranjevanje, upravljanje in dostop do razlicic modelov, obstaja pa tudi
mnozica lastniskih in placljivih resitev kot so Neptune, Metaflow, ipd..

Verzioniranje podatkov sledi enaki paradigmi kot verzioniranje programske kode, vendar za podatkovne zbirke.
Sistemi z zivimi podatki konstantno pridobivajo nove podatke, kar lahko vodi v razlicne verzije enake podatkovne
zbirke. Verzioniranje podatkov omogoca sledenje podatkovnim zbirkam, kjer se zabelezi vsaka sprememba na
posamezni podatkovni zbirki. S tem procesom pridobimo vpogled v spremembe in razvoj podatkov v projektu in
zmanj$amo tveganja za nastanek napak. Ce se pojavi napaka z najnovejso verzijo podatkov, se lahko enostavno
vrnemo na zadnjo delujoco verzijo. Z uporabo tehnologij verzioniranja podatkov lahko ekipe zajamejo verzije
podatkov in modelov z Git commit-i, kar predstavlja mehanizem za spremembo med razli¢nimi podatki. Rezultat
taksnih tehnologij je ena zgodovina tako za podatke, kot za kodo in za modele strojnega ucenja, skozi katere se
lahko pomikajo ¢lani ekipe [8]. Med pogosteje uporabljanimi orodji za namen verzioniranja podatkovnih zbirk so
Git-LFS in DVC, ki se oba relativno enostavno integrirata v orodje Git.

2.3. Ucenje napovednih modelov

Uporaba napovednih modelov strojnega ucenja je iz dneva v dan bolj vseprisotna. Specifi¢na lastnost napovednih
modelov pa je, da tipi¢no niso stati¢ni in jih je tega potrebno pogosto ponovno uciti, da se prilagodijo na
spremembe v podatkih [9]. Ponovno ucenje modela je nujno, ko se pojavi sprememba v porazdelitvi vrednosti
podatkov (angl. Data Drift). Ta pojav se lahko pripeti Ze zaradi sezonskosti podatkov ali nenazadnje sprememb v
uporabniskih nastavitvah. Ko pride do tak$nega pojava se tipi¢no napovedna uspesnost modela zmanjsa [11].

Ponovno ucenje modelov je pomembna komponenta za prilagajanje modelov. Modele lahko ponovno u¢imo po
vnaprej doloc¢enem ¢asovnem obdobju na enake intervale ne glede na napovedno uspesnost modelov. Taksen
ptistop je sicer predvidljiv (nacrtovan), vendar lahko vodi v zakasnjeno prilagoditev napovednega modela na
spremembe v okolju (podatkih). Nac¢rtovano ponovno ucenje se dogaja v dolocenih intervalih, kot je tedensko,
mesecno, glede na zgodovinske trende v podatkovnih premikih [10]. Taksen pristop je uporaben, kadar je
podatkovni premik mozno napovedati in se zgodi postopoma. Pri taksnem podatkovnem premiku lahko
pripravimo sistemati¢ne posodobitve, ki ne bodo moc¢no vplivale na produkcijski cevovod. Omejitev omenjenega
pristopa pa je, da se ne more dinami¢no odzivati na spremembe v podatkih. Ce se podatkovni premik zgodi prej
kot pricakovano bo model slabse deloval do naslednje na¢rtovane posodobitve. Podobna omejitev se zgodi tudi,
ce je interval prevelik. V tak$nem primeru model morda ne bo uspel zajeti pomembnih sprememb v podatkih,
zaradi Cesar bo dalj ¢asa deloval s slabso to¢nostjo. Zaradi taksnih pomanjkljivosti omenjenega pristopa so bile
predlagane metode, kjer se modeli dinami¢no ponovno ucijo glede na dolo¢ene prage napovedne uspesnosti (angl.
performance thresholds) ali zaznanih sprememb v porazdelitvah vrednosti podatkovnih. Sledniji pristop pa seveda
zahteva, neprekinjeno nadzorovanje in ovrednotenje napovednih modelov v produkciji (angl. online evaluation),



OTS 2025 Sodobne informacijske tebnologije in storitve
Zbornik 28. konference

saj sicer nimamo vzvoda, na podlagi katerega, bi lahko objektivno ovrednotili uspesnost delovanja napovednega
modela [12].

2.4. Namestitev v produkcijo

Ko je model ponovno naucen, sledi namestitev v izvajalno okolje. Preden ga namestimo je potrebno preveriti, da
model ne vpeljuje nazadovanja v smiselne napovedne uspesnost ali da ne vpeljuje pristranskosti. S tem namenom
izvajamo ovrednotenje modela pred dejansko izpostavitvijo izbranega modela vsem konénim uporabnikom. V ta
namen lahko uporabimo obstojece pristope testiranja, kot na primer AB testiranje kjer nov model izpostavimo
manjsi podmnozici uporabnikov, ostali pa $e vedno uporabljajo trenutno verzijo napovednega modela. S tem
zmanj$amo tveganje za nastanek poslovne Skode v primeru slabsega delovanja posodobljenega napovednega
modela, saj mu je izpostavljen le manjsi delez uporabnikov. Poleg omenjenega AB testiranja je priroc¢na in pogosto
uporabljana tudi namestitev v senci (angl. shadow deployment). S taksnim pristopom lahko preverimo in
primerjamo uspesnost in ucinkovitost novega modela z obstojeco verzijo brez, da bi posodobljen model imel vpliv
na same uporabnike. Namestitev v senci namre¢ deluje nekoliko drugace kot AB testiranje, saj se model izvaja
vzporedno s trenutnim produkcijskim, na nacin, da se vhodni podatki posiljajo v oba modela pri ¢emer se napovedi
produkcijskega posredujejo uporabniku, napovedi modela v senci pa se le shranijo za kasnejSo analizo in
primerjavo. S tem lahko dobimo realen vpogled v delovanje posodobljenega napovednega modela, brez da bi

vplival na delovanje produkcije [12].

2.5. Nadzorovanje

Nadzorovanje je v kontekstu napovednih modelov namenjenih sledenju delovanja modelov v produkcijskih
okoljih, kjer se spremljajo vrednosti metrik napovedne uspesnost kot tudi propustnost ter latence pri pridobivanju
napovedi. Slednje so kljuéne za zgodnjo zaznavanje ozkih grl, ki so pogost pojav predvsem pri kompleksnih
modelih globokega ucenja. Na ta nacin se nam tudi omogoci vpogled v realno c¢asovne vrednosti metrik
posameznega modela, s pomocjo Cesar lahko hitreje zaznamo tudi prisotnost spremembe porazdelitev vrednosti
vhodnih podatkov. Dodatno nam neprekinjeno nadzorovanje omogoca tudi hitrejso zaznavanje morebitnega
poslabsanja napovedne uspesnosti modelov ali zaznavo prisotnih nepravilnosti, kar nam omogoca pravocasno
posredovanje in prilagoditev napovednega modela [7].

3 Validiranje, testiranje in nadzorovanje podatkov

Validiranje, testiranje in nadzorovanje podatkov so kljucni procesi v vsakem MLOps Zivljenjskem ciklu. Uspesnost
teh je namre¢ kljucna za uspesnost ucenja napovednega modela kot tudi kasnejSo napovedno uspesnost. V
splosnem validacija podatkov predstavlja preverjanje same strukture podatkovne zbirke ter zalog vrednosti
posameznih znacilnic. Na drugi strani testiranje v splosnem sluzi za namen identifikacije potencialne spremembe
v porazdelitvi vrednosti vhodnih znacilnic. Morebitna nezaznava spremembe v porazdelitve vrednosti vhodnih

znacilnic lahko prav tako klju¢no vpliva na napovedno uspesnost modela v produkeijskem okolju.

3.1. Validiranje podatkov

Obstajajo razlicni pristopi validacije podatkov, ki jih v splosnem delimo na validacijo znotraj paketa podatkov
(angl. Single-batch) in validacijo med paketi podatkov (angl. Inter-batch). Validacija znotraj paketa se uporablja za
naslavljanje problema anomalij v sklopih podatkov. Cilj v tej fazi je zaznati anomalijo in obvestiti odgovorne osebe
o napaki in zaceti z preiskavo. Na drugi strani pa je validacija med paketi namenjena za preverjanje obstoja
signifikantnih razlik med razlicnimi sklopi ali verzijami podatkov [15]. Za preverjanje anomalij v podatkih se tipicno
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uporablja pristop validacije na podlagi sheme. Sistem prevetja strukturo novih podatkov s predpisano shemo, ki
sluzi kot logi¢ni model za podatke. V kolikor se pojavijo kakrsne koli razlike od pri¢akovane strukture, so podatki
oznaceni kot anomalija in se sprozi opozorilo, ki zahteva intervencijo [15]. Dodatno se validacija med paketi
uporablja tudi za namen iskanja napak, ki nastanejo zaradi spremembe znacilnic, ki so lahko posledica spremembe

v okolju.

3.2. Testiranje podatkov

Sc¢asoma je pricakovano, da se napovedna uspesnost modelov poslabsa (degradira), kar lahko pripisemo dejstvu,
da je vecina modelov strojnega ucenja zgrajena nad zgodovinskimi podatki, okolje v katerem napovedni model
deluje pa se konstanto spreminja. Posledi¢no pride do pojava, ki ga imenujemo sprememba porazdelitve vrednosti
znacilnic. Poznamo tri glavne vrste tak$nih sprememb in sicer kovariatno spremembo (angl. Covariate shift),
spremembo predhodnih verjetnosti (angl. Prior probability shift) ter konceptualno spremembo (angl. Concept
shift). Kovariatna sprememba oznacuje spremembe distribucij vhodnih podatkov oziroma znacilnic. Sprememba
predhodnih verjetnosti predstavlja spremembo distribucije izhodnih podatkov oziroma spremenljivk.
Konceptualna sprememba pa predstavlja spremembo statisticne povezave med vhodnimi in izhodnimi podatki

[13)].

Kovariatna sprememba se navezuje na spremembe v distribuciji vrednosti vhodnih podatkov. Definirana je na vec¢
razlicnih nacinov, bistveno pa je, da se skozi ¢as populacija spreminja in z njo vrednosti oziroma porazdelitve
vhodnih podatkov. Govorimo torej o pojavu, ki nastane kadar pride do vedje razlike med podatki, ki so bili
uporabljeni za ucenje modela, in podatki, ki se uporabljajo za ustvarjanje napovedi [13].

Sprememba predhodnih verjetnosti predstavlja pojav, v katerem se porazdelitev ciljnih razredov med ucenjem
napovednega modela in samo uporabo modela v produkciji spremeni. To pomeni, da so znacilnosti posameznih
razredov v ucni podatkovni zbirki in vhodnimi podatki v produkciji enake, vendar se je delez posameznih razredov
med tema dvema fazama spremenil. Tak pojav lahko pomembno vpliva na delovanje modela v praksi, saj vecina
nadzorovanih modelov implicitno predpostavlja, da so podatki v uénem in testnem okolju iz iste porazdelitve. Ce
ta predpostavka ne drzi, so lahko napovedi sistemati¢no pristranske [13].

Konceptualna sprememba se zgodi, ko se razmerje med vhodnimi znac¢nilnicami in ciljno znacdilnico spremeni, kar
predstavlja najtezji izziv med predstavljenimi tipi podatkovnih sprememb. V taksnem primeru ostajajo porazdelitve
vrednosti znacilnic enake, tako pri vhodnih kot izhodnih znacilnicah, spremeni se pa funkcija preslikave iz vhodnih
v izhodne vrednosti. Tak$na sprememba pomeni, da enaki vhodni podatki skozi ¢as vodijo do razli¢nih izhodov.
Na primer, v sistemu za zaznavanje goljufij se lahko vedenjski vzorci uporabnikov ne spremenijo, vendar lahko
nova oblika zlorabe povzrodi, da isti vzorec, ki je bil v preteklosti oznacen kot legitimen, v sedanjosti predstavlja
goljufijo. Konceptualne spremembe so posebej problemati¢ne zato, ker jih ni mogoce preprosto zaznati zgolj z
analizo porazdelitev vrednosti znacilnic. Zahtevajo stalno nadzorovanje delovanja napovednega modela v realnem
okolju in pogosto vkljucujejo uporabo detekcijskih mehanizmov, temeljecih na naprednejsih statisticnih testih ali
periodi¢no ponovno uéenje modela. Ce takénih sprememb ne zaznamo pravocasno, lahko pride do obcutnega
poslabsanja kakovosti napovedi in s tem do napacnih odlocitev, kar je Se posebej kriticno v varnostno obcutljivih
ali reguliranih okoljih.

3.3. Nadzorovanje podatkov

Sprememba v porazdelitvi vrednosti znacilnic se lahko zazna, kadar se statisticne znacilnosti vhodnih podatkov
razlikujejo od porazdelitve vrednosti u¢nih podatkov. Tipi¢no jih lahko zaznamo Ze na podlagi razlik v povprecnih
vrednostih znadilnic, variance ali oblike porazdelitve vhodnih podatkov. Zaznava taksnih pojavov zahteva
neprekinjen nadzor in statisticno analizo novih podatkov v primetjavi z zgodovinskimi podatki [12]. Za zaznavo
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tovrstnih sprememb v realnem ¢asu poznamo razlicne tehnike, kot so statisticne metode, tehnike procesiranja z

uporabo Ul mehanizmov, metrike na podlagi razdalje in vizualizacijske tehnike [14].

V ta namen pogosto uporabljamo statisticne teste kot so Kolmogorov-Smirnov test, indeks populacijske stabilnosti
(PSI) in Chi-kvadrat test (angl. Chi-Square Test). Kolmogorov-Smirnov test se uporablja za preverjanje enakosti
dveh distribucij populacij, z namenom ugotovitve ali sta populaciji pomembno razli¢ni. Indeks populacijske
stabilnosti se uporablja za ustvarjanje statistike, ki prikazuje relativno gibanje vrednosti znacilnic v in med razredi.
Ko je PSI vrednost visja od 0,25, potem so zaznane velike ravni spremembe v porazdelitvi podatkov. Chi-Square
test se uporablja v primeru kategori¢nih spremenljivk. Testira porazdelitve opazovanih vrednosti z ze znanimi

oziroma pri¢akovanimi vrednostmi [14].

Poleg omenjenih statisticnih metod se pogosto uporabljajo tudi metode, ki delujejo na podlagi razdalje, kot na
primer Kullback-Leibletjeva (KL) divergenca in Jensen-Shannonova divergenca. Kullback-Leiblerjeva divergenca
razlozi do kaksne mere se razlikuje ena porazdelitev verjetnosti od druge. Jensen-Shannonova divergenca pa je
zrcalna slike KL divergence [14].

V procesu MLOps je klju¢no, da se tovrstna testiranja implementirajo v cevovod in izvajajo ob vsaki posodobitvi
podatkov, ki jih uporabljamo za ucenje napovednih modelov ter na tak nacin prepre¢imo morebitno spremembo
porazdelitve vrednosti podatkov, ki bi lahko negativno vplivala na napovedno uspesnost modela v produkciji.

4 Studija primera: Aitly

Airly je na MLOps pristopu temeljeca resitev, ki omogoca ogled napovedi kakovosti zraka v Sloveniji. Natanc¢neje,
omogoca pregled trenutnega stanja kot tudi napovedi za delce PM10 in PM2.5. Podatki se kontinuirano zbirajo in
prikazujejo za 21 meteoroloskih postaj na urnem intervalu. Poleg vpogleda v trenutno stanje in napovedi, resitev
omogoca tudi nadzorovanje delovanja napovednih modelov, kjer so prikazane metrike napovedne uspesnosti za
posamezni model in primerjave med napovedanimi ter dejanskimi vrednostmi delcev v zraku za vsako
meteorolosko postajo. Neprekinjeno zbiranje, validiranje in testiranje podatkov nam omogoca zaznavanje
sprememb v porazdelitvah vrednosti podatkov, na podlagi katerih lahko potem sprejmemo odlocitev ali model
zamenjamo z novim ali ne. Dodatno je neposredno podprto tudi upravljanje z vsemi modeli v sklopu resitve.

4.1. Cevovod za podatke

Vsaka MLOps resitev vsebuje razlicne cevovode za izvedbo nalog. Taksen pristop je uporabljen tudi v nasi resitvi.
MLOps proces Aitly-ja se zacne s cevovodom za podatke (Slika 2), ki jih pridobimo iz razli¢nih virov in jih nato
predprocesiramo (shranimo podatke na urni interval, odstranimo duplikate). Sledi zdruzevanje podatkov, kjer
zdruzimo vrednosti PM delcev z vremenskimi podatki. Zatem sledi validacija in testiranje podatkov z uporabo
statisti¢nih testov. Ce so testi uspesno prestani, se cevovod nadaljuje z razdelitvijo podatkov na uc¢no in testno

mnozico. V naem primeru se ta cevovod izvaja periodi¢no in sicer enkrat na dan.

data.yml

on: schedule

@ fetch_pollution_data 2mis ® @ @ fetch_weather_data 2m49s @ ® @ preprocess_data 2m 385 @ ® @ merge_data 2m 305 @ ® @ validate_data 3m 23s

Slika 2: Grafi¢ni prikaz podatkovnega cevovoda.

Podatki se shranjujejo in verzionirajo z uporabo orodja DVC, ki omogoca shranjevanje velike koli¢ine podatkov
in razbremenitev orodja za verzioniranje kode, v nasem primeru orodja Git. V vsakem stanju cevododa se le ti
dodajo na oddaljen streznik s pomocjo DVC ukazov, ki preverja in belezi spremembe v posameznem direktoriju.



Z. Lahovnik, G. Vrbandic, V. Podgorelec: 1 loga MLOps pri zagotavijanju kakovosti napovednih modelov

V kolikor spremembe obstajajo se za direktorij generira nova datoteka oziroma posodobi obstojeca, kamor se
zapi$e meta podatke, kot so Stevilo datotek, vrednost zgosc¢evalne funkcije (angl. hash), velikost direktorija, s ¢cimer
je enostavno omogoceno sledenje verzijam podatkov. Nato se spremembe nalozijo na oddaljen DVC podatkovni
streznik, spremenjena datoteka z metapodatki pa se objavi na Git streznik.

4.2. Cevovod za u¢enje modelov

Ker se zavedamo, da lahko pride do spremembe v porazdelitvi podatkov, smo razvili tudi avtomatiziran cevovod
za ucenje modelov. Cevovod se trenutno izvaja periodi¢no in sicer enkrat mese¢no ali pa na zahtevo. Najprej se
pridobi koda celotnega repozitorija skupaj z ».dve« datotekami, ki vsebujejo potrebne metapodatke, zatem pa se
pridobijo najnovejse verzije podatkov iz DVC streznika, ki so uspesno prestale proces validiranja in testiranja. Sele
nato se izvede dejansko proces ucenja novih modelov, pri cemer so vsi koraki zabeleZeni na nacin, da lahko
zagotovimo reprodukcijo eksperimentov. Ko so modeli nauceni, se nova verzija, skupaj z metapodatki in trenutno
verzijo podatkov, shrani na MLFlow streznik in se ji dodeli nova verzija.

4.3. Nadzorovanje v produkciji

Za vsako postajo si lahko ogledamo napovedane vrednosti s strani razlicnih modelov ter dejanske vrednosti delcev
PM v zraku. Slika 3 prikazuje nadzorno plosco, ki omogoca vpogled v uspesnost delovanja napovednega modela.
Siva krivulja predstavlja realne vrednosti delcev PM10 in PM2.5 za izbrano meteorolosko postajo, medtem ko ¢rna
krivulja predstavlja napovedane vrednosti. Dodatno ima platforma implementirano e zmoznost testiranja
napovednega modela v produkciji z uporabo pristopa testiranja v senci. V nasem primeru rumena krivulja
predstavlja model v senci, katerega napovedi uporabniki ne vidijo, nam pa sluzi za namen primerjave napovedne
uspesnosti s trenutnim produkcijskim napovednim modelom.

LJ CELOVSKA

Airly

HOME

Values for PM10
MAP W Froduction champion [l Actual
DASHBOARD

- W

REPORTS

USERS

OOPM  Mar30 O3AM OSAM O9AM 12PM  O3PM  OBPM  03PM  Mon31 D3IAM DGAM D3AM 12PM  D3PM  DGPM  D3PM  April  O3AM 06 AM
LoGOUT

Values for PM2.5

Wl Production [l Champion [l Actual

Slika 3: Prikaz pogleda za nadzorovanje napovedi.

Poleg vpogleda v primerjave napovedanih vrednosti onesnazenja zraka, resitev omogoca tudi vpogled v vrednosti
izbranih regresijskih metrik s katerimi lahko kvantitativho ocenimo napovedno uspesnost modela. Slika 4 prikazuje
vpogled v vrednosti regresijskih metrik povprec¢na absolutna napaka (angl. Mean absolute error, MAE) ter

povpreéna kvadratna napaka (angl. Mean squared error, MSE) za izbrano meteorolosko postajo.
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Slika 4: Prikaz pogleda vrednosti regresijskih metrik.

V sklopu nadzorovanja si lahko tudi ogledamo porocila o izvedenih procesih validacije in testiranja podatkov. V
porocilu o validaciji podatkov (Slika 5) lahko vidimo $tevilo vseh vrstic, stolpcev, zalogo vrednosti posameznega
stolpca ter koliko vrednosti je bilo nepricakovanih oziroma odstopalo od zastavljene sheme. Prav tako pa imamo

omogocen vpogled v vsa zgodovinska validacijska porocila.

Airl ‘
= great
irly @ et eniom
HOME Expectation Ty
Validation Result Expectation Suite: £4
MAP Evaluates whether 3 bate Data asset: None
T . Status: @ Succeeded
DASHBOARD
Statistics
MODELS ted Exper s
i Evaluated Expectations 30
Successful Expectations 30
REPORTS v Validatio
alidation Filter Unsuccessful Expectations 0

USERS Shaw All Success Percent 100%

[ How to Edit This
[Kelcleliyy Suite:

_ﬂllll Table-Level Expectations

Table of Contents

Status  Expectation Observed Value
Overview
© Must have greater than or equal to [(FT) rows 8005
® Must have at least these columns (in any order): (SIS, EY [PM10, "PM25', ‘clouds’, datetime’, ‘precipitation’ ‘pressure’,
[P0410 § wind speed N datetime R precipitation § 2.5 ¥ ran Y pressure rain', ‘temperature’, ‘wind_direction’, 'wind_speed
PM10

Slika 5: Primer vpogleda v validacijsko porocilo.

V porodilu o testiranju podatkov (Slika 6) lahko preverimo, ali je prislo do spremembe porazdelitve vrednosti
podatkov za katero izmed znacilnic, vrsto podatkov, referenc¢no distribucijo podatkov, trenutno distribucijo
podatkov, kateri statisticni test je bil uporabljen za testiranje podatkov ter dejanski rezultat spremembe porazdelitve
podatkov. Poleg pregleda zadnje aktualnega porocila o testiranju imamo tudi vpogled v vsa predhodna porocila o

testiranju.
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Slika 6: Primer vpogleda v porocilo testiranja podatkov.

Vpogled v metrike napovedne uspesnosti modelov, kot tudi v porocila o validaciji in testiranju podatkov, nam
omogocajo celovito razumevanje delovanja napovednega modela. S tem lahko ugotovimo, kako dobro se model
generalizira na $e nevidene podatke, kako obcutljiv je na odstopanja v vhodnih podatkih ter ali obstajajo znaki
degradacije napovedne uspesnosti skozi ¢as. Spremljanje teh metrik omogoca pravocasno odkrivanje tezav, kot so
premiki v podatkovni porazdelitvi, zmanjSana to¢nost napovedi ali porast neustreznih vhodov, kar je klju¢no za
zagotavljanje stabilnosti in zanesljivosti produkcijskega modela. Taksen vpogled je temelj za informirano odlo¢anje

o ponovnem ucenju modela, prilagoditvah cevovoda za obdelavo podatkov ali izboljsavah validacijskih pravil.

5 Zakljucek

Vzpostavitev kakovostne MLOps resitve zahteva premisljeno uporabo sirokega nabora orodij in tehnologij, ki
morajo med seboj ucinkovito sodelovati. Najpogosteje uporabljena orodja so odprtokodne resitve, kot so MLFlow
za sledenje poskusom in verzioniranje modelov, DVC za upravljanje z razli¢icami podatkov in cevovodov ter
TensorFlow za gradnjo in ucenje modelov. Vendar pa tehni¢na kompleksnost integracije teh orodij pogosto
zahteva poglobljeno razumevanje posameznih komponent ter njihovo natanéno uskladitev znotraj celotne
arhitekture. Vzpostavitev taksne infrastrukture ni trivialna naloga. Vkljucuje tako nacrtovanje ustreznega
podatkovnega cevovoda kot tudi zagotavljanje zadostnih racunalniskih virov za izvajanje ucenja napovednih
modelov. MLOps ni enkraten projekt, temvec ziv proces, ki se mora prilagajati novim podatkom in spreminjajo¢im
se okoliS¢inam. Zato je kljuc¢no, da se podatki neprekinjeno nadzorujejo, saj lahko ze manjse spremembe v vhodnih
podatkih ali strukturi povzrocijo odstopanja, ki lahko klju¢no vplivajo na delovanje modela.

Kljub stevilnim prednostim pa MLOps prinasa tudi nekatere izzive. Integracija odprtokodnih orodij lahko naleti
na tezave zaradi nepopolne dokumentacije, pomanjkljive podpore ali nedoslednosti med knjiznicami. Poleg tega
so potrebe po ra¢unski moci in podatkovni shrambi lahko visoke, Se posebej v okoljih z obseznimi podatki in
kompleksnimi modeli. Vse to povecuje casovno kompleksnost za vzpostavitev delujoce in stabilne infrastrukture.

Kljub relativno zahtevni vzpostavitvi pa dobro implementirana MLOps resitev prinasa pomembne dolgoroc¢ne
koristi saj omogoca zanesljivo in ponovljivo razvijanje, namescanje ter vzdrzevanje napovednih modelov v
produkcijskih okoljih. S tem ne le dviguje kakovost napovednih modelov, temve¢ tudi omogoca njihovo
proaktivno spremljanje, lazje odpravljanje napak in hitrejSo prilagoditev na spremembe. MLOps tako postaja
kljucen gradnik sodobnih inteligentnih sistemov, kjer je zaupanje v delovanje modela enako pomembno kot
njegova napovedna uspesnost.
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